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INTRODUCTION.

Afin de mieux situer les domaines de ’étude et les circonstances ayant motivé nos travaux, précisons le con-
texte général dans lequel s’inscrivent nos recherches. Nous avons travaillé dans le cadre d’une collaboration entre
le LSTA de I’Université Paris 6 et le départment CITI de 'INT d’Evry, autour du théme de la segmentation sta-
tistique d’images. Rappelons qu'une image, en général de 256 x 256 pixels, est constituée de plusieurs classes, dont
nous modélisons le bruitage par différentes distributions de probabilité. Le probléme de la segmentation statis-
tique d’images se décompose en deux phases complémentaires. La premiére consiste a estimer les paramétres des
distributions modélisant les bruitages des classes ainsi que les parameétres caractérisant le modéle, la seconde con-
sistant en une classification des pixels. Ainsi, la phase d’estimation consiste & estimer les parameétres d’'un mélange
de distributions bruitantes, sur de larges échantillons, de couramment 256 x 256 individus. Observons, cependant,
qu’en segmentation d’images on cherche a privilégier 'estimation des distributions composantes du mélange, a
Pestimation du mélange en tant que distribution, puisque les algorithmes de classification, qui permettent la recon-
struction des images, utilisent les distributions composantes pour identifier les différentes classes. L’objectif d’une
partie de notre travail a été d’analyser, & travers ’estimation de ses parameétres, la complexité de la distribution
de mélange, trop souvent considérée comme une somme pondérée de distributions courantes. Le fait d’inscrire nos
travaux dans le cadre général de la segmentation statistique d’images, nous permet de comparer ’approche proba-
biliste du mélange en tant que distribution, & laquelle sera consacrée la majorité de ce document, avec celle utilisée
dans un domaine de pointe de la statistique appliquée. La segmentation statistique des images fait, en effet, par-
tie des grands thémes de recherche du GET (Telecom Paris, Telecom Bretagne et INT Evry). Un certain nombre
de modeéles et de traitements originaux ont été proposés depuis une dizaine d’années, desquels il ressort que les
méthodes statistiques parfois tres lourdes et souvent trés complexes, sont aussi trés puissantes (voir en particulier
[Benmiloud95], [Giordana97), [Laferté00], [Monfrini99], [Peng95] et [Pieczynski99]). En particulier, l'estimation des
paramétres, dans le cadre de l'imagerie, peut étre effectuée de fagon trés fiable, grace a des algorithmes de type
EM (voir [Dempster77] et [Redner84)), SEM (voir [Broniatowski83], [Celeux86], [Celeux92] et [Celeux95)) ou ICE
(voir [Pieczynski94] et [Delmas97]), adaptés a des modeéles markoviens cachés (champs, chaines ou arbres), mod-
élisant les structures bidimensionnelles sous jacentes de 'image. Outre l'introduction de nouvelles modélisations
markoviennes permettant d’améliorer la qualité des estimations et de diminuer le temps des calculs, la modélisa-
tion du bruit, elle aussi, se voit étendue, avec 'introduction, en particulier, du bruit corrélé (voir[Pieczynski00])
ou, et c’est ce qui nous intéresse ici, des mélanges généralisés (voir [Bendjebour00], [Bendjebour01], [Delignon97] et
[Fouque99)), qui permettent de considérer un élargissement du bruitage a des distributions non gaussiennes et non
issues d’'une méme famille paramétrique.

Toutes ces avancées pratiques nécessitent de s’intéresser a leurs justifications théoriques. Ainsi, I'absence de
preuve théorique de la convergence des algorithmes mis en oeuvre, ou d’étude de l'identifiabilité des mélanges
généralisés utilisés, nous a amené & préciser le cadre théorique des mélanges de distributions, et & la présentation
d’une méthode d’estimation théoriquement fondée.
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Présentation du cadre probabiliste.

Pour des raisons autant historiques que pratiques, nous choisissons de circonscrire I’ensemble des distributions
dont on étudiera la classe des mélanges, a la famille des distributions du systéme de Pearson. Dans sa série
d’articles intitulée “Contribution to the Mathematical Theory of Evolution” ([Pearsonl894] et [Pearsonl895]),
dont I'article de 1894 est considéré comme le point de départ de I’étude des mélanges, Karl Pearson définit au
moyen d’une équation différentielle, un systéme regroupant les principales distributions de probabilité. Ce systéme
propose une paramétrisation générale des distributions de cette famille dans laquelle on distinguera, entre autres,
les distributions normales, gammas et betas.

Nous traitons, donc, de 'identifiabilité et de 'estimation des parameétres dans les mélanges finis de distributions
de la famille de Pearson, dans le but de contribuer, en particulier, & la segmentation statistique d’images. Afin
de mettre en évidence les trois axes principaux que nous avons dégagé dans ce sujet, nous séparons notre travail
en trois parties. La premiére, dont une part non négligeable revisite la bibliographie, ancienne sur le sujet, est
consacrée a une refondation de la problématique des mélanges et de 'identifiabilité, avec un élargissement de la
théorie aux nécessités dictées par ’étude des mélanges généralisés. La seconde consiste, principalement a travers
I’étude détaillée de I'exemple du mélange de deux distributions normales, & montrer les difficultés de mise en
oeuvre de la méthode des moments pour 'estimation des parameétres des mélanges finis. Nous présentons, aussi,
dans cette partie, une extension de la méthode des moments & ’estimation des parameétres de mélanges généralisés.
La troisiéme partie, enfin, plus particuliérement consacrée a I'imagerie, met en évidence la grande variété des
possibilités offertes par I'utilisation des algorithmes d’estimation de type EM ou ICFE, dans leurs applications sous
des hypothéses de mélanges généralisés.

Nous détaillons maintenant le contenu de ces trois parties.

PREMIERE PARTIE : Mélanges de lois de probabilité, identifiabilité.

Outre la nécessité de resituer la problématique, qui nous intéresse ici, dans un cadre probabiliste, la diversité
des écritures et formalismes des publications, assez anciennes, sur le sujet nous a conduit & effectuer un important
travail de synthése et de reformulation, qui alimente les trois premiers chapitres de cette partie. Le premier chapitre
rappelle le fondement probabiliste de la notion de mélange (voir [Robbins48]), et confirme que la distribution
d’un échantillon de variables aléatoires iid issues d’'un mélange, est une distribution de mélange. Le deuxiéme
chapitre consacré a l’identifiabilité des mélanges continus, détaille les différentes publications établissant les cas
d’identifiabilité et de non-identifiabilité de certaines classes de mélanges. Nous concluons ce chapitre par une
définition non paramétrique des mélanges et de I'identifiabilité, qui se rapproche du cadre des mélanges généralisés,
mais dont la mise en oeuvre est trés complexe. Les résultats d’identifiabilité énoncés pour les mélanges continus
peuvent, évidemment, étre réinvestis dans le cas particulier des mélanges finis, développé dans le chapitre suivant.
Les classes de mélanges finis étant nettement moins complexes que les précédentes, les résultats d’identifiabilité
sont plus nombreux. Nous signalerons ici les deux conditions nécessaires et suffisantes d’identifiabilité de Teicher
(voir [Teicher63]) et de Yakowitz et Spragins (voir [Yakowitz68]), qui permettent de conclure, entre autres, a
Iidentifiabilité de la classe des mélanges finis de distributions normales ainsi qu’a celle des distributions gamma
de support RT*. Notons, que dans le cadre de l'identifiabilité des mélanges finis nous montrons l'identifiabilité
des classes de tous les mélanges finis des distributions gamma & support fixé ainsi que son équivalent pour les
distributions inverse-gamma & support fixé.

Les trois chapitres suivants sont consacrés a la définition des mélanges généralisés, ainsi qu’a 'identifiabilité de
la classe de tous les mélanges finis de la famille des distributions de Pearson. Nous établissons, dans les chapitres 3,
5 et 6, une succession de résultats permettant de montrer finalement, que sous certaines restrictions, la classe des
mélanges finis des distributions du systéme de Pearson est identifiable. Par ailleurs, les diverses propositions établies
dans ce chapitre n’étant pas liées au seul systéme de distributions de Pearson, elles seront présentées de fagon a
pouvoir étre réinvesties en dehors de cette famille. Le résultat final d’identifiabilité, ne peut malheureusement pas
étre considéré comme complet, bien que nous sachions la nécessité de restreindre la famille de Pearson pour espérer
Iidentifiabilité de la classe de ses mélanges finis. Il nous permet cependant d’envisager légitimement ’estimation
des paramétres des mélanges qui nous intéresseront par la suite.
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DEUXIEME PARTIE : Estimation des parameétres de distributions de mélanges par la méthode des
moments.

Nous avons souhaité développer, dans cette partie du travail, une méthode d’estimation des paramétres d’un
mélange fini (voir [Everitt81], [Lindsay95], [McLachlan88] et [Titterington85]) en tant que distribution et non
une méthode, comme EM ou ICE, donnant les paramétres du mélange, par l'estimation des paramétres des
distributions composantes. La vraisemblance n’est, le plus souvent, pas bornée pour les distributions de mélange.
Sous certaines conditions de régularité, Redner et Walker (voir [Redner84]) montrent que l'on peut trouver des
solutions aux équations de la vraisemblance, ce qui autorise le développement d’algorithmes itératifs d’estimation du
maximum de vraisemblance, paramétriques ou non paramétriques (voir [Dempster77] et [Laird78]). La convergence
de ces algorithmes est assez lente, et trés fortement liée & l'initialisation. Il est, de plus, imposssible d’assurer
la non convergence éventuelle vers un extremum local (voir [Fiorin01]). Compte tenu de la grande taille, notée
ici n, des échantillons auxquels nous nous référons, le choix de 'estimation des parameétres par une méthode des
moments, dont on connait la convergence en /n, semble indiqué. Cependant cette méthode considérée, jusqu’ici,
comme inférieure a la précédente, en raison, principalement, de manifestations d’instabilité inexpliquées constatées
lors de son utilisation (voir [Fryer72], [McLachlan88] et [Tan72]). C’est aux causes de cette instabilité que nous
nous intéressons ici, grace a une étude approfondie de la question de 1'unicité des solutions aux divers systémes de
moments, qui fait apparaitre I'intérét d’un ré-examen de la méthode des moments.

La principale étape de la méthode des moments consiste & inverser un systéme algébrique non linéaire, avec des
contraintes associées aux domaines de définition des paramétres. D’une facon générale, la littérature sur le sujet
délaisse les conditions d’existence et surtout d’unicité des solutions de tels systémes. Dans son article de 1894,
Pearson s’intéresse au mélange de deux distributions normales dont il raméne, par une méthode de substitution,
'inversion a la recherche des racines négatives d’un polynome de degré 9 (voir [Pearson1894]et [Cohen67). Pourtant,
les questions de l’existence et de l'unicité des solutions sont & peine effleurées (voir, par exemple [Bowman73)).
Nous avons donc choisi de reprendre intégralement la méthode des moments sur ce cas particulier, notamment en
étendant le principe initialement proposé par Pearson, d’utiliser la sixiéme équation de moments comme critére de
décision dans les cas de non unicité.

Ainsi, les quatre premiers chapitres de cette partie sont consacrés a la mise au point d’une méthode fiable
d’estimation des parameétres du mélange de deux distributions normales, basée sur la méthode générale des mo-
ments. Les chapitres suivants sont consacrés a la généralisation de la méthode des moments pour I'estimation des
paramétres d’un mélange fini de deux distributions plus générales.

Précisons le cas du mélange de deux distributions normales N (uy,01) et N (pug,02). Clest une distribution
paramétrique & cinq parameétres, puisqu’aux deux fois deux paramétres des distributions composantes, il convient
d’ajouter le parameétre, noté p, de mélangeance. L’estimation de ces parameétres nécessite, par conséquent, 1'aide
d’au moins cinq équations. La qualité des estimateurs des moments diminuant avec 'augmentation de ’ordre de
ceux-ci, nous choisissons, comme le fit Pearson, d’estimer ces parameétres griace aux cing premiéres équations de
moments de la distribution de mélange. En prenant la précaution de calculer le jacobien, noté Jy, de ce systéme, nous
montrons l'existence de deux variétés sur lesquelles ce jacobien s’annule et qui correspondent & une non inversibilité
du systéme des moments. Si le cas ou les deux moyennes sont égales, signalé par Pearson, se retrouve effectivement
dans notre variété V', nous mettons en évidence le cas nouveau de la sous-variété Va de R2xR*? x [0.5; 1] définie
par :

1/4
‘/2 = {(:u’la:u270-170-2ap)7|/~1’1 _:u’2| = (6\/6_9) \/ ‘0'1 — 0'2} .

Remarquons que dans le cas ot les moyennes sont égales, le systéme de Pearson se réduit a trois équations pour
quatre inconnues. Par contre, la non-unicité des solutions sur V5 ne se manifeste qu’au moment de rechercher les
racines négatives du polynome de Pearson. Nous montrons, en effet, que ce cas d’annulation se manifeste par la
présence d’une racine négative double pour le polynéme de Pearson, qui permet d’inverser le systéme. Ce cas n’est
mentionné ni par Pearson, ni aprés.
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Lorsque nous nous plagons dans le cas théorique o les moments sont effectivement les moments du mélange
de deux distributions normales, ’existence d’une solution, que nous savons unique par le résultat d’identifiabilité
des mélanges finis de distributions normales, nous assure, quitte a faire entrer en jeu suffisamment d’équations,
de l'unicité de la solution au probléme des moments. Le cas ou les parameétres appartiennent & V5 ne pose, de
ce fait, pas de réel probleme dans I’étude théorique de l'inversibilité, puisqu’il suffit de tester ’adéquation des
candidats solution sur un nombre suffisant d’équations de moments. Nous pouvons cependant supposer, et cela se
confirme lorsque ’on remplace les moments théoriques par les moments empiriques, que l’estimation de parameétres
appartenant & un voisinage de V5 sera source d’un double probléme. D’une part ’absence de racine permettant
I’inversion statistique du systéme, d’autre part, 'obtention de deux racines donnant deux ensembles de parameétres
solutions plus ou moins proches, que I'incertitude sur les moments empiriques ne permettra pas de supprimer de
fagon fiable.

Une idée naturelle, mentionnée par Pearson, est de se servir de la sixiéme équation de moment pour construire
un test permettant d’éliminer les solutions parasites susceptibles d’apparaitre lors de I'inversion du systéme des
moments empiriques. Nous proposons d’aller plus loin, en considérant deux systémes des moments, le premier
étant celui de Pearson et le second étant obtenu en remplaccant dans le systéme de Pearson, la cinquiéme équation
de moment du mélange, par la sixiéme. Nous procédons alors, avec le second systéme, comme avec le premier,
en calculant son jacobien, noté J,. Nous établissons, dans un premier temps que ce jacobien s’annule sur la sous-
variété Vy de R2xR*? x [0.5; 1[ définie par:

_ [ 1 3(01—02)(15(01—02)4—10(u1—u2)4(01—02)2—(u1—u2)8)
(k15 25 01,09,p) 5 P = (2 + 2(py— )2 (135(01—02) " —18(uy —pa) (01 —02)° = (k1 —12)®) ,

Vy =
et (= p)? (135 (01 = 02)" = 18(11y — 12)* (01 = 072)* = (13 — 12)*) #0

qui couvre, entre autres, le cas symétrique de la variété V3 ou les variances sont égales avec un coefficient de
mélangeance de 0.5. Nous montrons aussi, et c’est ce qui nous permettra, par la suite, de définir une nouvelle
méthode d’estimation, que ce jacobien ne s’annule pas en méme temps que J;. Ce résultat nous assure de la
complémentarité entre les deux systémes des moments. Une utilisation combinée, que nous discutons dans le
chapitre 10, de ces deux systémes, tenant compte de I'importance de privilégier les moments empiriques de bas
degré, permettra une estimation fiable et stable des parameétres par la méthode des moments. Notons que I'inversion
algébrique du second systéme des moments permet de réinvestir pour une large partie les calculs effectués dans le
cadre de l'inversion du premier systéme, et conduit & rechercher les racines positives d’un polynome de degré 12.
En effet, la méthode que nous avons adoptée pour l'inversion du premier systéme des moments, permet d’obtenir
aisément 'inversion du second, puisqu’il ne reste & effectuer que la derniére étape de substitution des résultats dans
cette la sixiéme équation de moment. Grace & I’étude des deux jacobiens, nous savons, aussi, que nous pouvons
limiter la méthode & I'inversion de deux systémes.

La mise au point d’un protocole d’estimation des paramétres basé sur ces deux systémes, passe alors, aussi,
par une évaluation de “I’épaisseur” de la zone d’incertitude autour des variétés sur lesquelles les jacobiens sont
nuls. Nous avons choisi d’estimer heuristiquement cette épaisseur en procédant a des tests d’inversion par les deux
systémes, de la facon la plus compléte possible, au voisinage des différentes variétés susceptibles de provoquer des
dégradations, voir des impossibilités d’estimation. L’ensemble des résultats de ces estimations, nécessaires pour
comprendre le mécanisme de la méthode d’estimation que nous proposons, sont présentés en annexe, et constituent,
par ailleurs, une base de données susceptibles d’inspirer au lecteur une approche plus théorique de la détermination
des “épaisseurs” a risque. Nous concluons ainsi, cette partie du travail, en proposant, dans le chapitre 12, une
méthode pratique originale d’estimation des paramétres du mélange de deux distributions normales, basée sur la
méthode des moments.

Les deux chapitres suivants permettent d’étendre la méthode des moments & d’autres distributions du systéme
de Pearson. Le premier, qui est consacré au mélange de deux distributions exponentielles (voir [Rider61] et
[Rider62]) nous permet d’aboutir directement & des expressions littérales des parameétres en fonction des moments
non centrés. Le jacobien, J3, ne s’annulant que dans le cas du mélange de deux distributions identiques, il n’y
a pas de discussion dans ce cas. Le second, approfondissant le cas du mélange d’une distribution normale et
d’une distribution exponentielle, pN (p1,01) 4+ (1 — p) E (my), illustre les difficultés supplémentaires que ’on peut
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rencontrer lorsque le systéme ne peut étre simplifié en utilisant la symétrie des équations. Il nous a été impossible
de donner une factorisation générale du jacobien Jy :

X3+ 32 (ut—8 pd mo+ 24 pF m3 —40 py m3 + 26 m3) X )
b)

J4=9p2(1—p) +8 (6 12 45 4 2 3.3 2 4 5 6
> (M1 — ulm2+60,u1m27160,u1m2+222u1m27120,u1m2+16m2)

avec :

(1 — 4y ma — 2m3)

X:O'1— 3

Nous parvenons, cependant au prix de manipulations algébriques complexes et de calculs inenvisageables sans
le soutien d’un logiciel de calcul formel, & donner une méthode rigoureuse d’inversion, basée principalement sur la
recherche des racines appartenant a ]0; 1[ d’'un polynome de degré 12 en p. L’absence de factorisation du jacobien,
ne nous permet pas de présenter une étude aussi compléte que pour le mélange de deux distributions normales, et
notament de cerner les variétés a risque. Nous aboutissons ainsi, & une méthode des moments pour un mélange
normale-exponentielle, & manipuler avec la méme précaution que la méthode initiale de Pearson.

Grace a ’ensemble des méthodes vues précédemment, nous concluons cette partie du travail par un chapitre
présentant une méthode originale d’estimation des parameétres (ainsi que des distributions composantes) d'un
mélange généralisé de deux distributions issues de la famille réunissant les distributions normales et exponentielles
(sans imposer a priori le type des distributions). Cette étude fait apparaitre les nouvelles difficultés liées au choix
du type des distributions composant le mélange. Compte tenu du mode de décision choisi pour cette étape de
I’estimation, basée sur les équations de moments d’ordre 5 ou 6, nous mettons en évidence 'importance de la taille
des échantillons considérés pour le choix du type de mélange étudié.

TROISIEME PARTIE : Segmentation statistique d’images.

Cette partie du travail se distingue fondamentalement des deux premiéres, mais n’en est pas moins leur complé-
ment naturel. Nous avons, jusqu’ici, traité le sujet sur un plan théorique, ce qui a montré la nécessité de circonscrire
le sujet au maximum, pour pouvoir I’étudier dans des conditions raisonnables. L’esprit dans lequel il faut aborder
ce qui va suivre est radicalement différent. Notre ambition, ici, est de construire des procédures de segmenta-
tion d’images, les plus précises et les plus rapides possible, que nous validerons par le biais de ’expérimentation
informatique. Ces procédures nous permettent, au prix de concessions sur la connaissance théorique de leur com-
portement, de dépasser largement le cadre des mélanges que nous nous sommes fixés dans la DEUXIEME PARTIE.
Nous estimons, couramment, les parameétres de mélanges de plus de deux composantes, lesquelles pourront étre
cherchées dans une palette de familles de distributions bruitantes quasi illimitée. A ce propos, le Théoréme d’iden-
tifiabilité, que nous avons proposé dans la PREMIERE PARTIE, permet de justifier, sous réserve des restrictions que
nous y avons signalées, du choix de distributions bruitantes appartenant & la famille de Pearson.

Bien que la base du travail, en particulier, la détermination du modeéle et le développement des algorithmes,
demande un fondement statistique théorique trés complexe, la partie de mise en oeuvre informatique offre une large
place a ’expression de 'ingéniosité du programmeur. L’ensemble des choix de programmation, et les diverses astuces
informatiques, sont, en effet, déterminants pour I'optimisation de la rapidité d’un algorithme défini théoriquement,
et les “plus” ajoutés au cours du développement, permettent d’améliorer empiriquement la qualité des résultats.
Nous chercherons, donc, dans cette troisiéme partie du travail, & faire valoir 'efficacité du modéle et des algorithmes
que nous proposons, et & montrer a travers les exemples que nous y traitons, la distance existant entre les cas
étudiables théoriquement et ceux traités en Statistique Appliquée.

Nous commengons par présenter les modeles des champs de Markov cachés et des chaines de Markov cachées
utilisés pour la segmentation d’image, ainsi que les méthodes de classification bayésienne Mode des Mar-
ginales a posteriori (M PM) et Maximum A Posteriori (M AP) correspondantes (voir [Besag74], [Geman84]
et [Marroquin87]). Aprés quelques rappels de théorie des graphes, nous donnons les équivalents des algorithmes
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précédents pour les arbres de Markov cachés. La structure des arbres de Markov étant proche de celle des chaines
de Markov, les algorithmes du M AP et du MPM y sont entiérement déterministes et donc trés rapides, ce qui
justifie qu’on s’y intéresse (voir [Baum70] et [Chardin00]). Le chapitre suivant, dans lequel nous rappelons les
différents algorithmes d’estimation des parameétres de type EM et ICE, associés a ces différents modéles, permet
d’achever de nous familiariser avec les modéles markoviens.

L’étalonnage du modele de diarbre que nous présentons, ensuite, se déroule alors en trois étapes. Dans un
premier temps, il s’agit d’associer au modele, I'algorithme d’estimation des parameétres permettant d’optimiser les
résultats de la classification par le M PM sur le diarbre. La comparaison, dans un second temps, sur des exemples,
des résultats de segmentation non supervisée, par le diarbre, avec ceux issus d’'un modéle de champs de Markov
simple, nous permet de mettre en évidence la compétitivité du modele que nous proposons, par rapport a un modéle
ayant fait ses preuves. Enfin, une étude des limites de notre modele, dans le cas de distributions bruitantes trés
proches, nous assure de la stabilité du modeéle du diarbre de Markov caché, en matiére de segmentation d’images.

Nous introduisons le chapitre suivant en proposant une nouvelle méthode d’estimation des paramétres, sur le
diarbre, dans le cadre des mélanges généralisés. Bien que la méthode soit valable pour une famille plus grande, nous
ne considérons que la famille des distributions normales et exponentielles, déja étudiée dans la DEUXIEME PARTIE.
La comparaison, sur des images, des performances de la méthode des moments pour les mélanges généralisés, avec
les algorithmes d’estimation que nous avons proposés, montre, compte tenu de la taille (128 x 128) des images de
synthése considérées, la plus grande efficacité des méthodes SEM généralisées pour cette taille d’échantillon.

Nous détaillons, enfin, une application originale de la méthode des mélanges généralisés, a la segmentation
d’images réelles pour la mise au point d’un logiciel de lecture d’un carton d’orgue de barbarie. Cette application
illustre, outre l'intérét d’avoir étendu la méthode gaussienne classique aux mélanges généralisés, la rapidité des
algorithmes sur les arbres de Markov cachés. En effet, I'algorithme mis en oeuvre autorise une conversion, en
temps réel de I'image lue par la caméra, en un fichier utilisable par un ordinateur, que ce soit pour reproduire le
carton, ou générer un fichier musical de type midi.
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- CHAPITRE 1 -

Introduction aux mélanges.

1.1 Définition.

Soit deux entiers non nuls met n. Considérons [ = {F (z,0),z € R™ 6§ € Q™} une famille paramétrique de
fonctions de répartition sur R™, paramétrée par 6 = (01,...,60,,) € Q™, Q™ C R™, telle que F (z,0) est mesurable
sur R™ x Q™. Considérons aussi G, une classe de fonctions de répartition m-dimensionnelles. Un éléments de G est
noté G et la mesure associée a G est notée p;. On définit, alors, la classe H, des fonctions de répartition H sur
R™, par la correspondance :

M G—-H
G H,tellequeH(m):/ F(z,0)dG (), z € R". [1.1]

m

L’élément de H associé a G est appelé G-mélange de F ou plus simplement mélange.

1.2 Meélanges finis.

Si pe est une probabilité discréte qui ne charge, avec des poids positifs, quun nombre fini N de points, notés
0',...,0", de Q™ les éléments de H sont des mélanges dits finis. Dans ce cas écriture des mélanges se simplifie
considérablement et prend la forme :

N

N
H(z) = ZCiF (:C,Qi) , avechi =1et Vi,c; > 0.
i=1 i=1
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1.3 Définition probabiliste des mélanges.

Nous reprenons, dans ce paragraphe, les développements de H. Robbins dans [Robbins48]. 1l s’agit d’établir
Iexistence des mélanges continus des distributions d’une famille de lois. Le cas des mélanges finis est un cas
particulier qui en découle.

1.3.1 Rappel sur les fonctions de répartition.

Soit © = (1, ..., 2,) un vecteur de 'espace euclidien R™ et soit B, la tribu engendrée par les Boréliens de R™.
On notera S, le pavé semi-ouvert de R™ défini par :

Se ={(w1,...;wy) € R wy < aq, ey, < p}.
On rappelle que, si on se donne la probabilité p sur B, la fonction de répartition F' associée a u est définie par:

F(x) = 1 (Sz), pour tout x de R™. [1.2]

west alors 'unique probabilité de B,, vérifiant [1.2].

1.3.2 Théoréme fondamental.

Soit, maintenant G une fonction de répartition une fonction de répartition définie sur Q" C R™. Soit aussi
une fonction F définie sur Q™ x R™ vérifiant pour ug—presque tout y, F (., y) est une fonction de répartition, et
pour tout x de R™, F (z,.) est une fonction borélienne. La probabilité sur B,, associée a la fonction de répartition
F(.,y), sera notée .

THEOREME 1.1: La fonction

H@)= [ PG 13

est une fonction de répartition sur R™. De plus, si p est la probabilité sur B,, associée o H, alors pour tout S € B,
ty, (S) est une fonction borélienne de y et

w(S)= [ 1,(8)dG (). 1.4
Démonstration : voir Appendice A.4¢
Ceci établit Iexistence des mélanges en tant qu’objet mathématique et a titre d’exemple on peut montrer que

la convolution sur R est un mélange. En effet, G et F' étant des fonctions de répartition sur R, F'(x — y) est une
fonction de (z,y) € R? vérifiant les hypothéses du théoréme 1.1 . Par conséquent :

H@):/RF(%@,)dG(y)

est la fonction de répartition d’un mélange sur R que I'on note habituellement H () = F (2) ® G (x), ou ® est
I'opérateur de convolution.

Introduction aux mélanges.
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1.4 Distribution d’un échantillon.

Si I'on se place maintenant sur R, que ’on y considére le mélange

H (u) = / F (u,v)dG (v) pour u € R [1.5]
R
et que 'on définit, pour x = (x1, ..., Tn),

F(l‘) = H(x1)---H ()
et G(x) = G(21) - G(z),

alors H et G sont des fonctions de répartition sur R”. En particulier H () est la fonction de répartition d'un
échantillon de n variables indépendantes ayant chacune pour fonction de répartition H donnée en [1.5].
Si 'on pose

F(x,y) =F (x1,91) - F (Tn,yn) pour & = (x1,...,7,) ER" et y = (y1, ..., yn) € R™,
alors, pour uE—presque tout y, F (., y) est une fonction de répartition et F'(x,.) est une fonction borélienne, pour
tout x € R™. Par le théoréme de Fubini nous avons alors

T(x) = /RFm,yl)dG(yl)'-'/Rmn,yn)de(yn),

ax
=
I

T = [ Flawdd),

ce qui montre que H () est une fonction de répartition de mélange.

Introduction aux mélanges.
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- CHAPITRE 2 -

Identifiabilité d’une classe de mélanges.

L’identifiabilité de la classe de tous les mélanges d’une famille donnée de distributions, assure l'unicité de
la décomposition d’'un mélange sur cette classe de distributions. La question de l'identifiabilité d’une classe de
mélanges de distributions est un préalable nécessaire a toute étude statistique faisant intervenir cette classe. Il
est, en effet, primordial, dans les problémes statistiques afférents aux mélanges de distributions, qu'un échantillon
suivant une telle loi ne puisse pas étre décomposé de plusieurs facons différentes.

La complexité des résultats présentés dans cette partie montre la difficulté d’obtenir des régles générales sur
Iidentifiabilité des classes de mélanges.

2.1 Définition.

Reprenons les notations du chapitre 1 : f = {F (z,0),2z € R",0 € Q™} étant une famille paramétrique de
fonctions de répartition sur R™, paramétrées par 0§ € Q™, G étant une classe de fonctions de répartition m-
dimensionnelles, la classe H des mélanges est définie par la correspondance :

M  G—H
G +— H,telle que H (x) = / F (z,0)dG () pour x € R™. [2.6]

m

on dira que H est identifiable si M est une correspondance bijective de G sur H.
De méme toute sous-classe Hy de H est dite identifiable si M réalise une bijecton de Gy = M1 (Ho) sur Hy.

REMARQUE 2.1: Une conséquence immédiate de ces définitions est que si Ho C Hy1 C H, lidentifiabilité de H,
entratne clairement [’identifiabilité de Hy.

Les paragraphes suivants présentent des résultats sur I'identifiabilité de certaines classes de mélanges.

Identifiabilité d’une classe de mélanges.
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2.2 Identifiabilité des mélanges de distributions & parameétres
additifs et multiplicatifs.

2.2.1 Familles additivement fermées.

En 1960, Henry Teicher entame une série d’articles sur l'identifiabilité des mélanges. Le premier article,
[Teicher60}, est principalement consacré a I’étude de la classe des mélanges finis de distributions normales. Nous dé-
taillerons 'identifiabilité des classes de mélanges finis dans le chapitre suivant. Dans le second [Teicher61], qui nous
intéresse ici, il montre I'identifiabilité des classes de mélanges des familles additivement fermées de distributions a
un parameétre. Rappelons qu’une famille de fonctions de répartition f p = {F (.,0),0 € D}, est dite additivement
fermée si on a :

F(.,91) & F(.,eg) = F(.,91 -‘1-92) , V01,05 € D,

ot D est un semi-groupe abélien additif.

2.2.2 Théoréme d’identifiabilité.

On sait, depuis [Teicher54], que les distributions d’une famille paramétrique en dimension 1, additivement
fermée sur D =N, D = Q" ou D = R*, possédent une fonction caractéristique, ¥ (., ), de la forme :

Vg (’0) = (\IIF ('a 1))6 s te R7

ott U (.,1)est une fonction caractéristique indépendante de 6. Dans ce cas, tout élément de Hp a une fonction
caractéristique Wy (t), de la forme :

Vi ()= [ (Ur (1) a6 ). ek

D’aprés D'étude de lintégrale I (z,G) = [, 2°dG () sur la boule ouverte de rayon 1, privée de 'origine, et grace
au théoréme d’identité des transformées de Fourier, on établit que, si deux fonctions de répartitions G et
G5 engendrent le méme mélange de Hp, elles sont nécessairement égales.

C’est le théoréme :

THEOREME 2.1: La classe Hp des mélanges d’une famille paramétrique sur R additivement fermée lorsque D est
lun des trois N, QT ou RT, est identifiable.

Ce théoréme trouve I'une de ses applications dans le cas ol une fonction de répartition F engendre la famille f p,
par exemple pour F1 = {Fy (.,0) = F(.0),0 € D} ou Fo ={F(.,,0) =F(.—6),0 € D}. On peut ainsi établir la
proposition 2.1 :

PROPOSITION 2.1: Si la transformée de Fourier de la fonction de répartition F (.) = F (e') n'est pas identiquement
nulle sur un intervalle non dégénéré de R, les classes Hy, respectivement Ho, des mélanges de distributions des
F 1, respectivement F o, sont identifiables.

Identifiabilité d’une classe de mélanges.
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2.2.3 Exemples d’applications.

Le théoréme 2.1 et la proposition 2.1 s’appliquent au cas de la distribution gamma & deux parameétres. Soit, en
effet, la famille de distributions :

F I'(,p,q) /m ! “q_le ( “) du,p € R*T g e R*T
= wDq)= | 57 ——€xp| —— ) )
r p.q J g 7 P75 p q

Notons pour p € R** et ¢ € R**:

P (tapy Q) = (1 - ipt)_qv

la fonction caractéristique de la loi Gamma de fonction de répartition T'(.,p,q). A p fixé, Fr est une famille

additivement fermée et le théoréme assure donc 'identifiabilité des G (¢)-mélanges de Fp. Lorsque ¢ est fixé, fr

est engendrée par la fonction I'(., 1, ¢), de plus, la fonction caractéristique de F est F(liz('; ;t), ce qui permet, grice a

la proposition 2.1, de conclure a 'identifiabilité des G (p)-mélanges de Fr.

Remarquons que la non identifiabilité, en général, de la classe H des G (p, g)-mélanges qui a été montrée dans
[Robbins49], n’empéche pas I'identifiabilité a p ou a ¢ fixe.

On montre, de la méme facon, que la classe des G (o)-mélanges, & 0 fixé, et celle des G (0)-mélanges, a o fixé,
de la famille des distributions uniformes :

(1
Fu= U(.,Q,U) = / %1{070;g+0} (u)du,a>0,9€R s

sont identifiables. 1l n’en n’est pas de méme, bien sir, pour la classe H de tous les mélanges de F 7, une distribution
uniforme étant elle méme un mélange de distributions uniformes :

11 1 11 1 31
U(-@a)—§U<-°171)+5U<-vz’z>-

Pour ce qui est de la classe des distributions binomiales :

Fp= B(vnap):Z(?)pj(lfp)nij 3

j<

on obtient, par un raisonnement analogue, l'identifiabilité, a p fixé, de la classe des G (n)-mélanges de F 5. Par
contre, a n fixé, la classe des G (p)-mélanges de F p n’est pas identifiable.

2.3 Identifiabilité des classes de mélanges de la famille ex-
ponentielle.

En 1965, Barndorff-Nielsentente d’aborder le probléme sous un angle plus général, en discutant 1'identifiabilité
de la classe de mélanges de la famille exponentielle, (voir [Barndorff65]).

Identifiabilité d’une classe de mélanges.
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Soit f = {F (z,0),xz € R*,0 € Q™}, ou, pour une mesure o-finie p sur B, on a :

dF (z,0) = a(0)b(z)exp Z O;h; (z) | dp(z),

avec a (0) >0, b(x) >0 et a,b, h;,1 < i< m, mesurables.
Si G1,G2 € G, on pose :

fola) = P () = b(:zc)/m a@exp (Y050 @) | dGi (0), k=12
Soit alors :

§ = {z:fi(x)=fa(x) #0}
et n {y=(hi(z),...,pm(2)): 2z €},

et enfin, (6,y) étant le produit scalaire de 6 et de y,

i) = [ a@epl0.0)]dGr (0), k=12

Sous ces notations, on a f7 (y) = f5 (y) si y € n. Il est alors possible, si 'on restreint 1, que cela implique G; = Gs.
Pour cela, notons ¢ (n) 'enveloppe convexe! de 1 et distinguons les quatre cas suivants :

(1) n est fini.

Le cas (¢) regroupe les mélanges ne prenant qu’un nombre fini de valeurs non nulles et ceux des distributions
pour lesquelles les fonctions h; sont & valeurs dans un ensemble fini. C’est typiquement le cas de la distribution
Binomiale qui ne prend qu’un nombre fini de valeurs non nulles. La discussion de Teicher dans [Teicher63], pour
cette distribution, donne une idée des problémes soulevés dans ce cas.

(i1)  m est infini, ¢ (n) est bornée et 1 n’a pas de point d’accumulation dans P'intérieur? de c (7).

Le cas (i7) est le moins intéressant d’un point de vue statistique.

(#i7)  comme (i7) sauf que c(n) est supposé non borné.

Le cas (7i7) est celui des distributions discrétes () n’a pas de point d’accumulation ), pour lesquelles on ne peut
pas borner I'une, au moins, des fonctions h;. C’est le cas de la distribution de Poisson.

(iv) 7 est infini et ) a un point d’accumulation a I'intérieur de ¢ (7).

Le cas (iv) est essentiellement celui de ditributions continues.

Gréace a quelques précisions d’ordre techniques, on obtient, dans les cas (4i7) et (iv) légérement modifiés, I’égalité
de Gy et Go. Par application de ces résultats, Barndorff-Nielsen prouve l'identifiabilité de la classe des mélanges de
distributions de Poisson et de celle des mélanges des produits de n > 1 distributions normales identiques. Teicher,
dans [Teicher60], a dailleurs montré que ce n’est pas la cas si n = 1 et dans [Teicher67] que ce n’est pas non plus le
cas si les ditributions ne sont pas identiques.

1L enveloppe convexe d’une partie A d’un espace affine E est la plus petite partie convexe de E contenant A.

Identifiabilité d’une classe de mélanges.
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2.4 Identifiabilité des classes de mélanges de distributions
gaussiennes.

Dans un article, trés complet, sur Uidentifiabilité des mélanges, Bruni et Koch (voir [Bruni85]), énoncent deux
théoremes d’identifiabilité de la classe des mélanges de distributions normales. Nous savons que la classe des
mélanges de distributions normales N (z, A (y)),z € RP,

= ! ex _l r—m T - r—m
N @AW = e p{ gm0 mo))

n’est pas identifiable en général, c’est pourquoi il est nécessaire de réduire 'ensemble des paramétres A = (m, Y ).

2.4.1 Distribution normale 4 une dimension.

Soit D un compact de R, on définit le sous-ensemble A; de C* (D)? :

Ay — A= ()\1,)\2) S Cl (D) : |)\1 (y)| <K< +O0,0 < 81 < Ay (y) < 59 < 400,
! AL ()| + |22 ()| < K2 < 400,Vy € D ’

puis ’on précise cet ensemble :

Ao — sous ensemble de A; avec, de plus,
PTAVAN €A, Yy €D A =N () y=y 7

ol aussi :

A — A Ay =AW)=y=y Y,y €D, et
371 pour A1, g monotones , |\ (y)| + A2 (v)| >0,Vy € D [~

La topologie sur ces ensembles est la topologie naturellement induite par la norme sup. Il est important de
remarquer qu’un ensemble Az ne contient pas nécessairement d’ensemble As. Il n’est pas non plus nécessairement
contenu dans un ensemble As.

2.4.2 Théoréme d’identifiabilité.

Sil’on entend par M (D) I'ensemble des mesures signées de support D, & variations bornées, muni de la topologie
vague [Billingsley68], on notera P (D) le sous ensemble des probabiltés de M (D). On définit 'opérateur
T:A; x M(D) — Ly (R)* par :

sz(A,m:f<z>:/DN<z,A<y>>u<dy>.

On montre aisément que 7' est uniformément continue séparément par rapport & A et p et est donc continue
sur Ay x M (D).
Bruni et Koch établissent alors les deux théorémes suivants :

3Ensemble des fonctions a valeurs réelles, continues et dérivables de D.

4Loo (R) est I’espace des fonctions de R dans R intégrables pour la norme sup.
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THEOREME 2.2: Pour A\ € Ao, p, i/ € P(D), si T (A\,p) =T (XN, /), alors

p=p et X=X\ (u—pp.),
qui montre 'unicité pour A\, N € As.
THEOREME 2.3: Pour A, N € As, p, 1/ € P (D), si T (\,u) =T (N, '), il existe, alors, une fonction C*, h: D —
D, strictement monotone et définie de maniére unique sur le support de p tel que :
p (dh(y)) = p(dy) et N (h(y)) = A(y) (n—pp.),

qui établit un résultat plus fort que le précédent, sur un ensemble différent.

Ces résultats confirment ceux, que nous énoncerons dans le chapitre suivant, sur 'identifiabilité des classes de
mélanges finis pour les distributions normales. Dans ce cas, u est une probabilité discréte, il n’y a plus de probléme
sur la continuité de A et les hypotheéses de monotonie de A4 sont inutiles.

2.4.3 Extension au cas multidimensionnel.
Les développements effectués dans le cas des lois sur R peuvent étre étendus aux lois normales multidimension-

nelles. Afin de comprendre le principe de I’extension, on peut regarder le cas n = 2.
On considére pour cela :

m(y) = (M (y),A2()
< A3 (y) Aa(y) >
A (y) As (y)

D
-+
™
—~
s
Il
~—

et 'on définit A? par :

AeCYD): N ()] Sk < +00,i=1,..,5,0 < \; (y) i = 3,5;

A2: 5
1 |)\3(y))\5(y)—/\i(y)|251>0; Z:1|/\’1(y)|§k2<+oo,Vy€D
1=

Si 'on définit A3 et A2 comme précédemment, mais en fonction de A2, on peut étendre les théorémes 2.2 et 2.3.

2.5 Identifiabilité des classes de mélanges de distributions
continues a4 un parameétre sur R.

Le théoréme qui va suivre, présenté par Tallis dans [Tallis69], donne une condition nécessaire et suffisante
d’identifiabilité de la classe des mélanges continus de distributions F' (z,6) & un parameétre unidimensionnel. C’est
un théoréme trés peu pratique & mettre en oeuvre, que 'on peut cependant adapter dans certains cas particuliers
(voir [Tallis69)).

Quand F (z,0) est continue en 6, on peut, sans perte de généralité, supposer que 6 € [—1; +1].

Considérons, donc le mélange

+1
H(z) = / F (x,0) dG (6). 2.7]

-1
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Soit T' (x,6) = % , que 'on supposera continue en 6 et de carré intégrable sur [—1; 4+1] x [—1; +1]. Le mélange
[2.7] peut, alors, aprés une intégration par parties, étre mis sous la forme :

L(x) = /+1 T (2,0) G (0) do, 2.8]

-1

ou L(x) = F (x,1) — H (x). Tallis établit que la classe des mélanges [2.7] est identifiable si et seulement s’il existe
une unique solution de carré intégrable a [2.8]. En posant K (z,y) = fjll T(xz,2)T (y,z)dz on a:

THEOREME 2.4: La classe des mélanges [2.7] est identifiable si et seulement si l’ensemble des fonctions propres
associées o des valeurs propres non nulles de K est complet.

Ce résultat est la conséquence d’une application du théoréme de Hilbert-Schmidt pour les noyaux non-symétriques
[Tricomi57].

2.6 Identifiabilité des classes de mélanges de mesures pro-
duits.

En 1967 Teicher ajoute un volet a sa série d’articles sur 'identifiabilité des mélanges en donnant des conditions
d’identifiabilité pour les mélanges de mesures produits. Si l'on note, en se référant aux notations de la définition
des classes de mélanges, :

Frmn = {F*(m,@):F*(a:,g):HF(a:,Gi),ouF(a:,Gi)eFLm,1<i<n},
i=1
pour @ = (B,...,0") €Q" = Q" x Q" x - x Q™)

n fois

on définit une classe F 7, .., particuliére, sur Q" dont la distribution générique est la mesure produit F™ (J:,5>
En fait, F7, ,,,, est la famille des distributions jointes des é¢chantillons de n variables indépendantes ayant chacunes
une distribution dans F 1 . La justification et la définition des mélanges de distributions de 7, ,,,,, est donc assurée

par le développement sur le probléme des échantillons du paragraphe 1.1.4. Nous avons alors le résultat suivant :

THEOREME 2.5: St la classe de tous les mélanges de F1,, est identifiable, alors pour tout n > 1, la classe des
mélanges de F 7, .., est aussi identifiable. Réciproquement, si pour au moins unn > 1, la classe de tous les mélanges
de F

n.mn €St identifiable, il en est de méme pour F 1 .

Démonstration : voir Appendice B. 4

Gréace a ce théoréme, on peut, par exemple, établir que la classe de tous les mélanges de lois normales monodi-
mensionnelle, f = [ 12 n’étant pas identifiable, dans le cas général, il en sera de méme pour la classe de tous les
mélanges de distributions de £, 5, des produits de n distributions normales. Ce résultat est bien str modulé par
le paragraphe 1.2.3 qui assurait I'identifiabilité des mélanges des distributions produit de n normales identiques.
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2.7 Indépendance de ’identifiabilité par rapport a la paramétri-
sation.

Tallis et Chesson proposent, en 1981, de préciser la modélisation de mélange et de 'identifiabilité, afin de mettre
en évidence 'indépendance de I'identifiabilité, de la classe, H, des mélanges, par rapport a la paramétrisation des
distributions de la famille F. Il est, en effet, souhaitable que le choix des parameétres a étudier, ne soit pas limité
par la possibilité de perdre I'identifiabilité. Si 'on généralise les discussions de Robbins, on se trouve en présence
d’un espace mesurable (X,S), ainsi que d’une famille paramétrique de probabilités { Py, 6 € Q™}. Soit, aussi, B,
une tribu sur 2™, telle que Py (S) soit B-mesurable pour tout S € §. Un mélange de Py est alors une mesure,

uH<S>:/mPa<S>duG<e>7Ses,

ol i est une mesure sur (2, B8). Les mélanges de Py sont alors identifiables, d’aprés la définition classique, si la
correspondance :

Lo — Pydpe (0) , pe étant une probabilité sur (Q™, B)
Qm
est bijective.
Pour avoir une discussion plus globale, c’est a dire indépendemment de @, sur I'identifiabilité des mélanges de
Py, il faut paramétrer Py, par lui-méme. L’ensemble des paramétres est alors un ensemble © de probabilités sur
(X, 8),sur lequel on définit la tribu P. Un mélange est alors :

/ Pdy (P), ou p est une probabilité sur (6, P).
)

et 'identifiabilité de tels mélanges est équivalente & la bijectivité de la correspondance

o / Pdp (P),
e
oll v est une probabilité sur (©,P). Grace a cette définition on peut s’affranchir de la dépendance en 6.

REMARQUE 2.2: Ces deux définitions des mélanges sont équivalentes si l’on considére a la fois @ = {Py,0 € Q™}
et les deux tribus S et B les plus petites pour que les correspondances respectives, § — Py (S) et P — P (S),
soient mesurables pour tout S € S.Cette propriété assure, en effet, la bijectivité du “changement de variable” pour
s’affranchir de la paramétrisation.

La complexité de la mise en oeuvre de cette définition et principalement de I’établissement de I’expression de la
mesure i, n’a pas permis, jusqu’ici, d’étendre tous les résultats obtenus dans le cas classique de paramétrisation.
Il permet cependant aux auteurs d’obtenir un résultat théorique intéressant sur 'identifiabilité des mélanges dont
I'inverse est bornée, ainsi qu'une CNS d’identifiabilité des classes de mélanges sur des familles finies de distributions.
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Identifiabilité des mélanges finis.

La simplification du modéle, lorsque ’on passe des mélanges continus aux mélanges finis, n’est pas que formelle.

Il est, en effet, beaucoup plus facile d’interpréter statistiquement ces derniers; Si une population X, de fonction de

répartition F', peut étre divisée en n sous populations X*, de fonction de répartition Fj, dont la proportion dans
n

la population X est, respectivement, ¢;, on imagine aisément que X suit une loi de mélange : F = > ¢;F;. De

i=1
nombreux exemples d’études pratiques des mélanges finis sont donnés dans les deux ouvrages de référence sur le

sujet que sont [Everitt81] et [Titterington85].
La notion d’identifiabilté, elle aussi, prend un sens plus accessible dans le cas des mélanges finis. L’identifiabilité
de la classe des mélanges finis sur la classe 7 = {F (z,0),z € R*,0 € Q™}

n n
H()= ZCiF(~70i) avec Zci =1et Vi,¢; >0,
i=1

i=1

se traduit, si 'on suppose les 0; différents deux a deux”, par I'unicité du n ainsi que des couples (c;,6;),i =1,---,n,
réalisant la décomposition de H. Par extension, on dit que le mélange H est identifiable sur F, ou plus simplement
identifiable, s’il n’y a pas de doute.

Dans le cadre de ’étude de l'identifiabilité des classes de mélanges finis, I'idéal est de montrer I'identifiabilité
de H’ qui est la classe de tous les mélanges finis et qui contient tous les Hy, Vk € N* (Hy et H' sont définis dans
la partie 1.1.2). Méme si des résultats ont été obtenus dans des cas simplifiés, notamment lorsque ’ensemble F
est fini, nous ne développerons que le cas général des ensembles de parameétres continus, qui est celui que nous
rencontrons dans le cadre de notre étude pratique.

5Ce que 'on peut toujours faire quitte a regrouper tous les termes contenant le méme 6;.
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3.1 Condition suffisante pour I’identifiabilité des classes de
mélanges finis.

Les premiers théorémes sur 'identifiabilité des mélanges finis ont été établis par Teicher qui montre dés 1963 que
les classes de tous les mélanges finis de lois normales et de loi gammas sur R*T sont identifiables sans hypothéses
particuliéres. Toujours en 1963, Teicher montre que la classe des mélanges finis de distributions binomiales n’est
pas identifiable.

3.1.1 Théoréme d’identifiabilité de Teicher.

Les résultats énoncés en introduction sont obtenus grace au théoréme suivant.

THEOREME 3.1: Soit F = {E (z) = F(:E,Qi), reR" ¢ ¢ Qm} une famille de fonction de répartition pour
lesquelles il existe une transformation ®, de domaine de définition Sg, telle que M : F — ®, soit linéaire et
bijective. Supposons de plus qu’il existe, sur F, un ordre total, noté <, tel que I} < F» implique

0S¢, C So,,

ee3t; €53,% (t; indépendant de Ss,) tel que tlg? if—gtt; =0.

Alors la classe H' de tous les mélanges finis de [ est identifiable.

Démonstration :voir Appendice C. ¢

3.1.2 Identifiabilité de la classe des mélanges finis de distributions nor-
males.

La proposition qui suit découle du théoréme d’identifiabilité de Teicher.

PROPOSITION 3.1: La classe de tous les mélanges finis de lois normales est identifiable.

Démonstration : Cette démonstration est donnée a titre d’exemple. On considére la classe

[ 1 U_MQ *
h= N(x’”’UQ):/Wem(_%)d%xeR,uERoZeR* :

des fonctions de répartition des lois normales de moyenne i et de variance o2

. Prenons pour @ (t,/,b, 02) =
exp (# — ut) ,t € R, la transformée de Laplace associée. On peut ordonner f au moyen d’un ordre lexi-

cographique : si Ny = N(:Ii,,LLl,O'%) et Ny = N(J:,,u2,<7%) sont deux éléments différents de f, on a Ny <

Nysi 03 < 03, ou, si 03 = 0% et pu; < py. Il suffit, alors, pour conclure, d’appliquer le théoréme 3.1 avec

Se; = |—00; +o00[et t; = +00.4

3.1.3 Identifiabilité des classes de mélanges de distributions gammas dont
les densités ont le méme support.

Teicher établit aussi la proposition suivante concernant les lois gammas.

6Ceci désigne le plus petit ensemble fermé contenant Se, .

Identifiabilité des mélanges finis.
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PROPOSITION 3.2: La classe de tous les mélanges finis de lois gammas de la famille :

1 owi! u ot ot ot
F=<XT(z,pq)= | =———exp|——|du,z eR* " peR*" " geR ,
) L(q) pt p

des fonctions de répartition des lois gammas o deuzr paramétres p et q, est identifiable.

1l est important de constater que cette proposition se limite aux distributions définies sur R**. Pour la suite
de l'exposé, il est nécessaire pour nous d’élargir cette proposition. Nous présentons le résultat suivant :

PROPOSITION 3.3: La classe de tous les mélanges finis de lois gammas, dont les densités ont le méme support,
Jro; +oo[, est identifiable.

La preuve est une adaptation de celle de Teicher.
Démonstration : On considére la classe :

reR, rg €R,

1 (u—rg) " o (_ (u—70)
peR*, geR* ’

FTUZ F(I,paQaTO):/_ »

F(q) pq ) H[’I"O?“FOO[ (u) d'l_l,,

— 00

des fonctions de répartition des lois gammas & trois paramétres p, g et o, dont le dernier est fixé. Considérons la
transformation linéaire qui a T' (., p, ¢, 7o) associe @, (.,p, q) telle que :

+oo
(X —r 1 (u—ry)?t uU—T
@, (t,pg) = E [6 x O)t} = / e (p—qO)eXp <— > © —(u— ro)t> jrgi4oof () du,

1wt < u >
= ————exp | —— — ut | I ;400[ (w + 70) du, aprés changement de variable,
/F(q) P P rosteol (4 +70)

+oo
_ i(ut)q*1 ox ~u(l+pt) W) du
- / L(q) p p( P )H[O"m[( o

— 00

Rl I iR (E.:) P TIESL) PR

p

—0o0

=1
iy 1
= (1+pt) ", t>—-—.
p
On vérifie que, ¢ étant fixé, la correspondance I" (., p, q,r0) — @, (., P, q) est bien une bijection.
On peut toujours ordonner F,, au moyen d’un ordre lexicographique : si I'y = T'(x,p1,q1,70) et T2 =

I’ (z,p2,q2,70) sont deux éléments différents de F,,, on a I'y < T'ysi p1 > pa, ou, si p1 = p2 et @1 > go. 11 suffit,
alors, pour conclure, d’appliquer le théoréme 3.1 avec

1 1 1
SCI),,,O’I = :| —p—, +OO|: - :| —p—; +00 l: = S@TO’z et tl = _p_’
1 2 1
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3.1.4 Identifiabilité de la classe des mélanges finis de distributions inverse-
gamma dont le support des densités est le méme.

Afin d’élargir la collection de familles identifiables de Teicher nous montrons la proposition qui suit :

PROPOSITION 3.4: : La classe de tous les mélanges finis de lois inverse-gammas, dont les densités sont de méme
support, est identifiable.

Démonstration : On considére la classe

/ 1 (u—ro) 7" 2 z€R, rg €R,
Fry = 1m0l (2,p,¢,70) = / T P\ gy Trerel (W | et e mer (0

—0o0

des fonctions de répartition des lois gammas a trois parameétres p, q et rg, dont le dernier est fixé. Considérons la
transformation linéaire qui a InvI' (., p,q,ro) associe @, (., p, q) telle que :

+oo
2 1 (u—re) 7" 2 2t
&, (t,p,q) = E - — - - I, du,
o (69:0) [exp( X—mﬂ J w0

= /—Fl —UQ1 o I (u+m9)d es ch t de variabl
ex ro:toof (U u, aprés changement de variable ,
@ p [ro;4-o00] 0 p g

— 00

—+oo
_ 1 (14+pt\! 2 (1+pt
(1+pt) ¢ / mu q 1( > ) exp (_E< ’ l{0;4-00f (u) du,
_ 1
= (1+pt) qat>7_a
p

comme précédemment. 7o étant fixé, la correspondance T' (., p,q,79) — P, (.,p,q) est bien une bijection.
On peut aussi ordonner /., au moyen du méme ordre lexicographique que ci-dessus : si InvI'y = Invl' (z,p1, q1,70)

et Invl'y = Inul' (z, p2, g2,70) sont deux éléments différents de F;O, on a Invl'y < Invl'ysi p; > pa, ou, si p; = pa
et g1 > gqo. Il suffit, alors, pour conclure, d’appliquer le théoréme 3.1 avec Se,,, = }*p%; +oo{ - }fp%; +oo{ =
S et t1 = —p%’

0,2

3.2 Une CNS d’identifiabilité de la classe des mélanges finis.

C’est en 1968 que Yakowitz et Spragins énoncent une CNS d’identifiabilité de la classe H' de tous les mélanges
finis d’une famille F = {Fz =F (J:, 91) 00 e QM x e R”}, de distribution donnée.

3.2.1 Théoréme de Yakowitz et Spragins.

Identifiabilité des mélanges finis.
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THEOREME 3.2: La classe de tous les mélanges finis de F est identifiable si et seulement si F est une famille
linéairement indépendante sur R”.

Démonstration : Appendice D. ¢
Découlant du fait que F est linéairement indépendante si et seulement si son image par un isomorphisme est
linéairement indépendante sur 1’espace image, on a le corollaire :

COROLLAIRE 3.1: La classe de tous les mélanges finis de F est identifiable si et seulement si l'image de F par un
isomorphisme vectoriel est linéairement indépendante sur ’espace image.

Ce résultat permet de montrer 'identifiabilités des classes de mélanges finis de plusieurs familles paramétriques.

3.2.2 Applications du théoréme de Yakowitz et Spragins.

Grace au théoréeme 3.2 et a son corollaire, il est possible d’établir les 5 propositions suivantes, dont nous ne
donnerons pas les démonstrations.

PROPOSITION 3.5: Si k est un entier positif et F1 la famille des produits de k fonctions de répartition de la loi
exponentielle, la classe Hy de tous les mélanges finis de F1 est identifiable.

PROPOSITION 3.6: La famille F o des fonctions de répartition gaussiennes k-dimensionnelles génére une classe Ho
de mélanges finis identifiable.

PROPOSITION 3.7: Si F3=F1UFaq, la classe Hs de tous les mélanges finis d’éléments de F 3 est identifiable.

PROPOSITION 3.8: La famille F 4 des distributions binomiales négatives, non dégénérées, engendre une classe Hy
de mélanges finis identifiable.

PROPOSITION 3.9: Soit F5 une famille, quelconque, de fonctions de répartitions engendrée par translation par la
distribution univariée F'. La classe Hs de tous les mélanges finis de F 5 est, alors, identifiable.

Cette proposition est complétée en 1972 par Rennie (voir[Rennie72]), qui I’étend au cas multivarié.

3.2.3 Identifiabilité de la classe des mélanges finis de distributions de
Cauchy.

La proposition qui suit est une autre conséquence du théoréme de Yakowitz et Spragins.

PRrROPOSITION 3.10: La classe Hg de tous les mélanges finis de la famille F ¢ des densités de Cauchy, est identifiable.

Démonstration : Cette démonstration est donnée compte tenu de 'appartenance de cette distribution au systéme
de Pearson. Un ¢élément de F ¢ est de la forme :

[z, p,0) = d ,t€R, 0 e R*", peR,

i <02 + (z— u)2>

k
7F est une famille linéairement indépendante sur R, si Vk € N;Va € R™; (a1, --,a) € RF;Vi # j, F; # F;, Y a;F;(v) =0 =
i=1
(a,-+,ak) = (0,---,0).

Identifiabilité des mélanges finis.
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et sa fonction carctéristique est :

U (t,u,0) = exp (iut —o|t|),t ER, 0 e R*T, p e R.

. ’ . ’
La correspondance C; : f +— W est linéaire. La correspondance Cy : ¥ — W | avec

U (tp,0) = W(tpuo),sit>0,
= 0, sinon,

est elle aussi linéaire.Si C3 associe & ¥’ sa transformée de Laplace, C3 est aussi une application linéaire. On a donc,
Vs € Dy8, sib=o0 —ipu,

C30C20C (f(.’l’,ﬂ,(f)) :C(f(it,u,g)) :O'(S‘i»b)ilv UER*+7 MGR,

C peut étre étendue a un isomorphisme sur [ g.
De plus, si 'on a

n

> ¢i(s+b) ", seD=()Ds,, [3.9]
j=1

j=1

on peut supposer, quitte & réindexer la somme que o1 < g5, si j > 1. Si on multiplie par (s + b;) les deux membres
de [3.9], et que I’on fait tendre s vers —b;( en restant dans D ), on a :

. —1
|c1|£skmbl<s+b1>|;\cj<s+bj> 0.

On montre de méme, que tous les autres c¢; sont nuls. L’image de f¢ par un isomorphisme étant linéairement
indépendante, le corollaire 3.1 nous assure I'identifiabilité de Hg.4

3.3 Mélanges finis de mesures produits.

Dans son article de 1967, Teicher développe un théoréme, sur les mélanges finis de mesures produits, analogue
a celui sur les mélanges continus. Sa démonstration est une adaptation de celle du théoréme 2.5. L’énoncé du
théoréeme, dans le cas des mélanges finis, est alors :

THEOREME 3.3: Si la classe de tous les mélanges finis de F 1, est identifiable, alors pour tout n > 1, la classe

*

des mélanges finis de F7, .., est aussi identifiable. Réciproquement, si pour au moins un n > 1, la classe de tous
les mélanges finis de F 7, ., est identifiable, il en est de méme pour F 1 .

8Dy est Pensemble des complexes dont la partie réelle est supérieure & —o.

Identifiabilité des mélanges finis.
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3.4 D’autres mélanges finis particuliers.

D’autres théorémes d’identifiabilité sont développés dans des cas trés particuliers, que nous ne ferons que citer
ici. Dans [Fraser81], on montre I'identifiabilité de la classe des mélangs finis de distributions de Von-Mises et dans
[Kent83] il est montré que dans une grande majorité des cas, la classe des mélanges finis des distribution de données

directionnelles est identifiable.

Identifiabilité des mélanges finis.
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- CHAPITRE 4 -

Introduction des mélanges généralisés.

Nous avons jusqu’ici évoqué les mélanges de distributions toutes issues de la méme famille paramétrique. Les
mélanges faisant intervenir des familles paramétriques différentes sont actuellement & I’étude en statistique ap-
pliquée, notamment dans le traitement statistique des images issues de la télédétection. Nous tentons ici de donner
un cadre théorique a ce type de mélange.

4.1 Deéfinition générale

Soit (X, X), un espace métrique, et soit P, ’ensemble des probabilités, P, sur cet espace. Notons 3, une tribu
définie sur P. Soit, alors, G (P), la classe des probabiltés, P, sur (P, ) et soit Py, un sous ensemble de P. On
deéfinit, alors, la classe H (Py), des probabilités H sur (X, X), par la correspondance :

M G(P)— H(Po)

P — H, telle que H(A) = / P(A)dP(P), A€ X, [4.10]
Po

Un élément de H est appelé P-mélange de P ou plus simplement mélange généralisé.

Cette définition des mélanges est a rapprocher de celle de Tallis et Chesson exposée dans [Tallis82]. Nous ne
I’'utilisons, pourtant pas dans le méme but, et n’exploitons pas les théorémes d’identifiabilité présentés pas Tallis
et Chesson, trop complexes & mettre en oeuvre.

“+ o0
Si Py est une réunion finie ou dénombrable de familles paramétriques disjointes, Pp = |J P; , écriture de [4.10]

i=1
se simplifie en :

Introduction des mélanges généralisés.
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+o00
ou H(A) = Z]P’(Pi)/ P(A)dP(P|P;), AcX
i=1 Pi

et si Pon note P; =P (- | P;),

W) = S PP [ PP, 4.11]
.
ouH(4) = ZIP(Pi)/ P(A)dP; (P), A€ X, [4.12]
i=1 Pi

ce qui nous donne une somme dénombrable pondérée de mélanges “classiques”, ou encore un mélange dénombrable
de mélanges.

4.2 Meélanges finis généralisés.

Si, pour un mélange du type [4.11] les P; ne chargent, avec des poids positifs, qu'un nombre fini d’éléments de
P;, nous sommes en présence d’un mélange fini généralisé.

Soit, pour kg et n, entiers positifs, et pour tout i, 1 < i < kg, des entiers non nuls m,, ainsi que des familles de
distributions paramétriques disjointes de fonctions de répartition F? sur R”,

Fi={F(z,a"),z€eR"a" € Q™},

indexées respectivement par o € Q™% sous ensemble borélien du m;-espace euclidien R™:. F' (z, ') est mesurable
sur R™ x Q™. On peut alors définir la famille

ko
Fnko = U Fs
i=1
qui est une famille de distributions de R™.

Pour N, un entier positif et tout 7, 1 < j7 < N, on définit une suite (kj)j d’entiers positifs, inférieurs ou égaux

a kg et on se donne (cj, a’;"‘) € R** x Q™*i . La fonction de répartition H sur R™ définie par :

N

N
H(z)= chij (m,a?) , avec ch =1. [4.13]
j=1

j=1

est un mélange fini généralisé. On vérifie aisément que tout mélange de la forme [4.13] peut se mettre sous la forme
[4.11], et [4.13] décrit donc la classe de tous les mélanges finis généralisés de ditributions de Fy, i, -

Introduction des mélanges généralisés.
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Systeme des distributions de Pearson.

Afin de donner un cadre précis a notre étude, nous avons choisi de nous consacrer a I’étude des mélanges finis pris
dans la famille des distributions de Pearson. Ce systéme, défini par une équation différentielle & quatre parameétres,
contient les principales distributions statistiques et se préte parfaitement au cadre appliqué de notre étude.

5.1 Définition.

Une densité f, sur R, appartient au systéme des densités de Pearson, si elle est solution de I’équation différentielle
a quatre parametes :

1 df(x) r+a
flz) de o+ + con? (514

ou a, ¢y, C1,Co sont les parameétres.

C’est une équation différentielle dont la forme des solutions est fortement liée & l'existence et au type des
solutions du polynéme P (z) = co + c1o + cax®. On ne peut, par conséquent, pas donner une forme générique
des solutions. On ne s’intéresse, de plus, qu’aux solutions qui sont des densités. La discussion qui suit, permet
d’ordonner toutes ces densités.
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5.2 Densités appartenant au systéme de Pearson.

On peut, alors, répartir les densités solutions f; 1<;<s, en huit familles ditinctes {F1, ..., Fs}. Les notations, qui
reprennent celles de Pearson, ne sont pas celles utilisées courrament, mais ont été introduites sous cette forme pas
I’auteur.

Nous détaillons ces familles en faisant le lien avec la discussion sur les racines de P (X)) permettant la résolution
de I'équation différentielle.

La famille Fy correspond au cas ot P (z) n’a pas de racines réelles. Ses éléments ont des ditributions dont la
densité vérifie :

falz) = Ky [CO +co(x+ 01)2} _(2i2) exp (— f}% arctan (\/é:f)(x + C’l)>) '

2
— c __ c
avecC’o—co—ﬁ,Cl—ﬁ,

Les éléments de la famille F; sont des distributions de densités:

fr(x) = K7 [co + 02x2]7($) exp (f\/% arctan (\/%z)) ,

Elles sont obtenues dans le sous cas de la famille F; pour lequel ¢; = 0.

K, et K7 sont les constantes de normalisation K; = fIR fi(zx)dx ,i=4,7.

Ces deux cas sont les moins intéressants en pratique, si l'on excepte la loi K, , [5.15] de Cauchy et la loi centrale
de Student ¢, ,, qui sont des lois de type IV.

Les autres distributions sont trés utilisées en statistique, et ont un réel intérét pratique. Nous présentons ces
distributions sous leur forme habituelle, en exprimant les parameétres “classiques” en fonction des parameétres de
I’équation différentielle.

La famille F1UF5 est la famille des lois betas, de densité:

z—b1)P " (bg—a)? !
fLQ(CL') = B(]lo,q) ( (bz)fbl)(zjrqfl) I[b1;b2} (CL‘) )

avecblz—ﬁ(q—i-\/Z) ,bQZ_L(Cl—\/Z) ,pz#ﬂl)—kl,q:—#ﬁn)ﬁ—l,

262
ot A = ¢ — dcyes .
Ces deux types correspondent au cas ou P (z) a deux racines réelles de signes opposés, F» étant le cas o p = q.
La famille Fg, pour laquelle P (z) a deux racines réelles, distinctes et de méme signe, est la famille des lois
betas du second type. Leur densité est de la forme :

q r—r)P—1
fG(l') = B(spyq) (z(,(r,)s))pﬂ I[r;+oo[(x) s

Cc2 c28

La famille Fj est la famille des lois inverse-gammas, obtenue dans le cas ot P (z) est un carré parfait, propose
des distributions de densité :

z—r) 1t
o) = ety 5 o (i ool 0) |

Systéme des distributions de Pearson.
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— c2 _ 1 _ [
avecp—a_;l ,Q—E* ,’I”—*—202.
c2

11 reste, ensuite, les cas ou P (x) n’est pas du second degré.
Si co = 0 mais que ¢; # 0 on obtient la famille F5 est la famille des lois gammas, de densité

z—r)? ! T—r
f3(l’) = ﬁ%exp (_( P ))I[T,Jroo[(x) 5

1 (¢ c
avecp:cl,qza(j}—a>+1,r:—£.

Et pour finir, si ¢ = ¢; = 0 on aura la famille Fy est la famille des lois normales, de densité

)2
fS(x) = \/2;[,2 exp (_( 201;) ) )

avec 1 = —a , 0% = ¢y.

La définition des distributions du systéme de Pearson par la méme équation différentielle permet de déterminer
ces distributions uniquement & partir de leur quatre premiers moments. Cette propriété, que nous développons
dans le paragraphe suivant, donne tout son intérét & cette famille, pour la problématique qui nous intéresse.

5.3 Graphe de Pearson.

Soit X une variable aléatoire dont la densité appartient au systéme de Pearson et considérons son moment
d’ordre 1,

py = B[X]
et pour ¢ = 2, 3,4, les moments centrés :

pe = E[(X — E[X])1],

grace auxquels on définit les coefficients,

[

- (M3)
T )P

et 75 =

ol ,/7; est appelée “skewness” et v, “kurtosis”.

Les quatre coefficients de 'équation différentielle [5.14] sont alors reliés & pq et p, par les relations:

(V2 +3)\/ 1k _
107, — 127, — 18 MV

(32 —3y1) — (2 + 3) Vs + (111)%(279 — 37, — 6)
Chy = s
107, — 127, — 18

Systéme des distributions de Pearson.
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(Y2 + 3) Vil — 2441 (279 — 371 — 6)
107, — 12y, — 18

(272 — 37 — 6)

107, — 127, — 18’

c1 =

et C2

ce qui permet de discuter les solutions de [5.14] suivant les valeurs de 7;, v, et du paramétre A, permettant de
discuter les différentes solutions de ¢ + c1z + cox?,

cf Y172 +3)°

doger A(4y, —371) (272 — 371) (27, — 37, — 6)

On retrouve, alors, les densités solutions f; 1<;<s, et les huit familles {F7, ..., Fg}, définies précedemment :

{hen} <= {A<0},

{foe 2} <= {A=0avec {y; =0ety, <3}},
{fs € F3} <= {Mestoocar {27, — 3y, —6=0}},
{fac By} = {0<A<1},

{f5 EF5} <~ {)\: 1},

{fe € Fs} = {\>1},

{freF} < {A=0avec {y; =0c¢ty,>3}},
{fs e Fs} < {A=0avec {y; =0cet~,=23}}.

La connaissance des moments (i, iy, i3 €t 1y permet donc de déterminer, la sous famille F; a laquelle appartient la
distribution, ainsi que les parameétres de cette distribution. Notons, de plus, qu’on ne peut jamais avoir y5—7v;—1 <
0.

Le graphe de Pearson, voir F1G. 1.1, exprimant 7, en fonction de v, montre la répartition des différentes familles
de distributions dans le plan (yq,7,).

5.4 Comparaison entre la paramétrisation classique et celle
du systéme de Pearson.

Dans la mesure ot nous souhaitons étudier I'identifiabilité de mélanges de distributions du systéme de Pearson,
et que cette identifiabilité dépend de la paramétrisation choisie, il est nécessaire, si nous voulons utiliser les résultats
connus dans le cas de paramétrisation classique des distributions, de comparer les deux paramétrisations. Nous
développons ici cette comparaison.

Nous retenons, pour Fj les distributions de cauchy qui sont de la forme :

g

Ko, (x) = ,x€R, 0 e R*", n €R, [5.15]
; 5 3
i (0’ + (z—p) )
qui correspond au cas ot ¢a = 0.5, ¢ = —pt, a = ¢y et ¢g = 0% + '“2—2 Toutes les distributions de Cauchy sont donc

contenues une et une seule fois dans le systéme de Pearson sous la paramétrisation :

a2

aER,Q:O.E),cl:aetcOZ?.

Systéme des distributions de Pearson.
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15 Type IV |
L TYp e_v 11 7
10- 7
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] Distribution Normale il
o // B
| Typ e T ////////7//7/ |
-
— -
7 TYP e T :E,///,,, o 7
//WM/"/”/WW Limite d ‘existence des
. distributions.
O [ \ N . . L | | ‘ ’ ‘ ‘ ‘ ‘ ‘ ‘ |
0 1 ; 3 | | |

Fic.I.1. - GRAPHE DE PEARSON.

Pour les distributions de Student, qui appartiennent aussi & Fy, nous avons :

t#,y(x)z F(VTH)) <1+($—‘LL)2>_ ’ ’

avec a = — i, g = VLH, c1 =2acy et cg =1+co (QQ — 1). Comme pour la famille de distributions précédente, toute
distribution de Student est contenue une et une seule fois dans la famille des distributions de Pearson. Notons que
certaines distributions appartiennent a la fois a la famille des distributions de Cauchy et & celle des distributions
de Student, qui ont une intersection non vide, bien qu’aucune ne contienne ’autre.

Pour les distributions betas de F1yUF5 on a :

1 ($ — bl)p—l(b2 — $)q—1
B(p,q) (b2 —by)prat

fi2(x) = Ly, 001 (2),

Ol\lblzfﬁ(cl+\/Z),bngﬁ(le\/Z),p:#Tbl)ﬁ’l,q:*#zl)ﬁ*letA:C%*ZlCQCQ.

Signalons que, pour que les racines by et by de P (X) soient de signes opposés, il est nécessaire que ¢y et co
soient de signes opposés.

Systéme des distributions de Pearson.
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Par inversion des formules de paramétrisation ci-dessus on obtient :

1 b b b1b b -1 b -1
1+ bo 1b2 ot a4 — 1(@=1)+b(p-1)

T2 (g+p) T 2—(a+p) T 2= (a+p) 2—(q+p)

C2

ce qui assure une correspondance bijective de I’ensemble des distributions beta de type 1 du systéme de Pearson sur
I’ensemble des distributions beta “classiques” dont les bornes du support sont de signes opposés et dont la somme
des parameétres p et g n’est pas égale a 2.

Pour les distributions beta de la famille Fg, la densité est de la forme :

_ s? (v —r)P~t I
o) = By (e (r - e el

_ VA _ 1 __ atr _ 1 ~ _ 2
avec s = L= r=—5-(aa—VA) ,p=2F+1, 9=+ — 1,00 A=c]f —4dcges .
Contrairement au cas précédent, il faut que les racines r et r — s de P (X) soient de méme signe, (mais pas
égales), ce qui est le cas si et seulement si ¢y et ¢y sont de méme signe.
Par inversion des formules on obtient :

1 2r —s r(r—s) ‘ DS
Cg=—"01=— ;o= eta=—=—r,
2 q+1 ! q+1 0 q+1 q+1

ce qui assure une correspondance bijective de I’ensemble des distributions beta de type 2 du systéme de Pearson sur
I’ensemble des distributions beta dégénérées dont les bornes du support sont de méme signe et dont le paramétre
q n’est pas égale & —1.

Le dernier cas ou le polynéme P a des racines est celui ot les deux racines sont identiques et ot ’on est en
présence de distributions inverse gamma de densité :

ca -1 _ — _c<
a+r’q_cg 1’T_ 2co

avec p =

Notons, pour commencer, que ¢y n’intervient pas dans la reparamétrisation. Comme nous sommes dans le cas
ol le discriminant du binéme est nul on a :

2 cf
c] —4cpca =0& g = —,
1 0C2 0 e
ce qui donne, pour la reparamétrisation :
1 2r 1 ¢ r?
Co=—"7,C0=— a = —retc= .
YT T g+l plgt1) T g1

La correspondance est bijective car p > 0 et ¢ > 0.
Passons maintenant aux distributions gammas du systéme de Pearson, dont la densité est donnée par :

a ; T)> L toof(2),
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‘CWGCP:Cl,q:l(c—"fa)+1,r:—0—ﬂ.

c1 c1 Cc1

Il n’y a ici que trois parametres dans les deux paramétrisations (puisque ¢y = 0). On établit, comme précédem-
ment les correspondances :

co=p,cg=—-preta=—-p(g—1)—r,

ce qui montre, & nouveau I’équivalence entre la classe F3 des distributions de Pearson et la famille des distributions
gammas (& trois parametres).
Enfin, pour la famille des lois normales, de densité:

_ 1 (¢ — )’
fs(.’L‘)— Wexp <_7>7

avec (1 = —a , 02 = cg. La correspondance est clairement bijective (puisque c; et ¢y sont nulles), entre la famille

des distributions normales “classiques” et celles du systéme de Pearson.
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- CHAPITRE 6 -

Identifiabilité des mélanges finis de distributions
du systeme de Pearson.

Compte tenu de I’équivalence des paramétrisations que nous venons de montrer, nous pouvons indifféremment
étudier les problémes posés par 'identifiabilité sur la paramétrisation classique ou sur celle de Pearson. Nous
choisissons de le faire avec les variables classiques.

L’identifiabilité des classes des mélanges finis généralisés se traduit par 1'unicité du nombre N de composantes
du mélange, ainsi que I'unicité de ’ensemble des paramétres du mélange :

{(cj,eff) €10;1[ x U, 1 gjgN}.

Dans le cas des mélanges généralisés, la question de l'identifiabilité est le plus souvent réglée par I'étude du
comportement aux bornes des supports des différentes familles paramétriques en présence.

6.1 Un cas particulier.

L’identifiabilité de tous les mélanges finis de distributions du systéme de Pearson, n’est pas vérifiée. C’est le
cas, comme nous |’établissons ici, pour les distributions du type FiUF5. En effet, on a :

(1—2)?=1-2x+a2,

d’ou

P71 =) = 2P - 2)773 (1 — 2)?,

Identifiabilité des mélanges finis de distributions du systéme de Pearson.
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et
PNl —2) T = 2PN (1 = 2)98 = 20P (1 — )03 2P T (1 - 1),
soit
P71 =) 4 22P (1 — )0 = 2P (1 — )9 P (1 - 2) 7,
On a donc :

2P (1 — )7t
B(p,q)

2P(1 — )73
+23(p+1,q2)m = B(p,q-2)

P71 —x)a3
B(p.q—2)

2Pt — )13

B(p+2,q—2)°

B(p,q) [6.16]

+B(p+2,9—2)
et en intégrant [6.16] sur [0;1],

L’égalité [6.16] nous donne 1’égalité, pour tout ¢ > 2, de deux mélanges différents de deux lois betas :

szrl(l _ x)q73

P71 —x)at aP(1—x)973 P (1 — )93
B(p+2,q—2)’

=p
B(p,q) Blp+1,9-2) ' B(pq—2)
oup1=+B(p.q),1—p1=%2B(p+1,q—2),p2=%Bp,q—2) et 1 —po=<B(p+2,q—2).

Ceci contredit la propriété d’identifiabilité de la classe des mélanges de lois betas du premier type. Signalons
qu’une démonstration identique peut étre faite pour les distributions betas du deuxiéme type.

D1 +(1—p1) + (1 —p2)

PROPOSITION 6.1: Les classes des mélanges finis des distributions betas du premier et du deuziéme type ne sont
pas identifiables.

6.2 Décomposition des mélanges finis généralisés.

Pour montrer des propriétés d’identifiabilité des classes de mélanges finis généralisés, il faut séparer les dif-
férents types de distributions en présence, afin de mettre en évidence les spécificités de ces types qui permettront,
éventuellement, de conclure & I'identifiabilité.

Pour la clarté du propos, considérons un mélange de deux types de distributions. Ce cas s’étend naturellement
a un mélange quelquonque. Supposons que les n premiéres distributions sont toutes du méme type et que les m

n+m
suivantes sont du second type. On aura alorssi > p; =1:
i=1
n+m n n+m
Z piFi () = Z]%‘Fi () + Z piki () [6.17]
i=1 i=1 i=n+1
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et en notant :
n n
Zpi:Set Zpi:S’,onaS+S':1.
i=1 i=1

[6.17] devient donc :

n+m n n+m

I
o)
(]
|3
|
=
2l
]
Q|
|

En posant,

H()=Y SR () et H'()=Y SF (),

i=1

nous mettons en évidence un mélange des mélanges H et H':

n+m

S piF()=SH()+SH(),S+8 =1.

La réciproque est immédiate. La démonstration du cas général est identique.

PROPOSITION 6.2: La classe de tous les mélanges finis d’une famille de distributions réunissant k types différents
de distributions, est la classe de tous les mélanges finis de la famille réunissant les k classes des mélanges finis sur
les familles de distributions de chacun des types séparément.

On peut étendre cette proposition au cas ou la famille de distributions est composée d’une infinité de types
différents de distributions.

PROPOSITION 6.3: Soit (F 4),c4 une famille de familles de distributions indicée par un ensemble A. Soit s, la

classe de tous les mélanges finis de la famille F o, et 34 la classe de tous les mélanges finis de la famille |J F 4.
acA
Alors la classe x4 est la classe, », de tous les mélanges finis de la famille | s, .
acA

Démonstration : On a clairement > C 4.
Montrons, alors que tout élément H,4, de sz4 est un élément de ». H4, étant un mélange fini, H4, est un

élément de la classe 4, de tous les mélanges finis de la famille |J F, ou Ag peut étre, sans perte de généralité,
a€Ag
considéré comme un ensemble fini, puisque le mélange est fini. D’aprés la proposition 6.2, 24, est la classe de tous

les mélanges finis de la famille |J 3¢, C |J 54.O0n a donc Hy, € 34, C 5. &
a€Ag a€A

6.3 Support des densités et identifiabilité.

On se place dans le cadre d’une famille F' de distributions totalement ordonnée au sens de l'inclusion. Si on
note “C” la relation d’ordre, on aura, pour tout couple (fi, f2) de distributions de F' :

fi T fa & Sy C Sy, au sens strict,

Identifiabilité des mélanges finis de distributions du systéme de Pearson.
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ot Sy, est le support de f;.
Dans le cadre de ce type de familles de distributions, on peut établir la proposition suivante :

PROPOSITION 6.4: Soit F une famille de fonctions, positives sur leur support, F étant totalement ordonnée, au
sens strict, au moyen de l'ordre défini ci-dessus. F' est une famille libre.

n
Démonstration : Pour la démonstration, nous appellerons S, le support de > a,f; (z) et si Sy, est le support
i=1

n
de f;, on a S, = |J Sy,. Montrons, alors, par récurrence, que :
i=1

YneN, Ve € S,, > a;fi(x)=0,
i=1

- = [Vi,1 <i<n,onaa; =0].
avec V1,1 <i<n,a; € Ret f € F

Aurang 1, on a Vz € Sy,

(11f1 (CC) =0, avec a; € R et f1 € F, [618}

f1 étant une fonction positive sur son support, on a nécessairement a; = 0.
Supposons que la propriété est vraie au rang n, et montrons qu’elle ’est toujours au rang n + 1.
Considérons pour cela : Vr € S,11 :

n+1
Zaifi (x) =0, avec Vi,1 <i<n+1, a; € Ret f; € F. [6.19]
i=1

F étant totalement ordonnée, il existe un entier kg, 1 < kg < n, tel que

Vi, 1 <i<n,i#ko= fi T fro,

c’est a dire :

Sn+1 == kao .
n+1
Par conséquent, B = S, 41\ |J S}, est un ensemble de mesure non nulle sur lequel on a :
i=1
i#ko

ko fro (r)=0,Vzxe B, BC Sf’»‘o’
ce qui implique, fy, étant positive sur son support, que ag, = 0. On tire alors de [6.19] :
n
Zaifi (ZL’) = 07 Ve € B
i=1

et on peut faire valoir ’hypotheése de récurrence. ¢
D’ou 'on tire le corollaire immédiat,

COROLLAIRE 6.1: La classe de tous les mélanges finis d’une famille de distributions totalement ordonnée au sens
strict de la relation d’ordre , est identifiable.
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On peut aussi étendre les propositions 3.3 et 3.4. Nous démontrons grace a la proposition 6.4 la proposition
générale d’identifiabilité des mélanges finis de la famille des distributions gammas.

PROPOSITION 6.5: La classe s de tous les mélanges finis de la famille :

€T

re€R, r eR,
pER*™ geR*T (~

= F(x,p,q,r)z/%exp<—(“;”

—0o0

) I[[T;+OO[ (u) dua

des distributions gamma est identifiable.

Démonstration : Un élément de > se décompose, d’aprés la proposition 6.2, en un mélange de mélanges finis,
Hy, ..., Hy, des classes s, ..., 5, de mélanges des familles f ., ..., F,, , de la proposition 3.3, les r; étant différents
deux & deux. Chaque distribution H; est une distribution paramétrique positive sur son support et la classe s,
est identifiable. La famille des distributions H; est ordonnée au sens défini dans la proposition 6.4. D’apres le
corollaire 6.1, s¢ est donc identifiable. ¢

La proposition assurant de l'identifiabilité de la classe de tous les mélanges finis de la famille inverse-gamma se
démontre de la méme fagon :

PROPOSITION 6.6: La classe de 3 tous les mélanges finis de la famille :

[ (w—r)" 7" ( 2 )
=< Invl (z,p,q,1) = / ——exp | ——— | [}~ u) du,

— 00

zeR, reR,
peR* ge R (-

des distributions inverse-gamma est identifiable.

Démonstration : La démonstration est identique & la précédente. 4

6.4 Lien entre identifiabilité et négligeabilité.

Certaines conditions sur le comportement limite des densités des distributions de la famille considérée, assurent
I'identifiabilité de la classe de ses mélanges finis.

PROPOSITION 6.7: Considérons une famille F,, a € R, de distributions, dont les supports des densités ont tous
une borne a (finie ou infinie), au moins, en commun. Supposons que les comportements limites (par exemple la
décroissance vers 0) des densités en cette borne sont totalement ordonnés au sens de la négligeabilité et deux ¢ deux
non équivalents.

La classe de tous les mélanges finis de distributions de cette famille est identifiable.

Démonstration : Montrons, par récurrence que la famille F, est libre. Considérons la combinaison linéaire de n
densités dont les vitesses de décroissance sont échelonnées. Supposons, sans perte de généralité, que

fi <<fi+1,1§7j§n—1
a

et montrons que

VoeD, Y pifi(r) =0«=p; =0, 1<i<n, [6.20]
i=1
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Si n =1 la propriété est immeédiate. Supposons [6.20] vraie au rang n — 1. On a :
n
ve € D, sz‘fz‘ (x)=0
i=1

<~ VzeD, f,(z) <7lzp¢% +pn> =0,

n—1
fi (%) _
< VzeD, ;pifn—(x) + pp = 0. [6.21]

En passant a la limite, en a, dans [6.21] on a p, = 0 et on se rameéne au rang n — 1 ce qui permet de conclure.4
Cette proposition permet d’avancer sur 'identifiabilité des classes de mélanges finis de distributions de Student.
En effet, si 'on considére une classe de telles distributions, & moyenne i, fixée, on a pour équivalent en +oo et —oo :

NG

t#«oﬂ/ (l‘) oNo \/ﬁl—‘ (%)

Ces équivalents sont totalement ordonnés au sens de la proposition 6.7 et 'on en tire la proposition :

.T_(V+1) ]

PROPOSITION 6.8: La classe de tous les mélanges finis de la famille de Student :

41 2\ ~ 5
I(z _
Fu=_ by tyr () = (2))<1+(x “)> veEN

v

est identifiable.

La famille des distributions betas de support fixé, [0;a], a > 0, entre aussi dans le cadre des applications de
cette proposition. En effet de telles distributions ont pour densité :

1 2P Ya—a)7 !

p,q)  aptaTl

fllxp,q(a:) = B( I[O;a] (‘T)a

et ont donc un équivalent en a :

1 — )7t
fa,,%Q(:C) f; B(p, q) (a a':z)

et un équivalent en O :

1 P!
fap.q(2) S Blog) @

Ces équivalents sont totalement odonnés au sens de la négligeabilité, et 'on peut faire valoir la proposition 6.7
pour établir que :

PROPOSITION 6.9: La classe de tous les mélanges finis de la famille Fo p, = {fape,q(z),q > 0} et celle de tous
les mélanges finis de la famille Fy g, = {fap.q(®),p > 0} des distributions betas I de support [0;a], a > 0, sont
identifiables.

Démonstration : cette proposition est une conséquence directe de la proposition 6.7.4
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Cette derniére proposition nous améne & nous intéresser a 'identifiabilité des classes de tous les mélanges finis
de la famille des familles de distributions (Fu p,),cpet €t (Fago)qep-+- En effet ces deux familles entrent dans
la catégorie des familles dont les supports des densités sont totalement ordonnés au sens de l'inclusion. Par une
démonstration analogue & celle conduite dans le cadre des distributions gammas et inverse-gammas on démontre,
grace a la proposition 6.4 que :

PROPOSITION 6.10: La classe de tous les mélanges finis de la famille (Fo p,),cp-+ €St identifiable.

PROPOSITION 6.11: La classe de tous les mélanges finis de la famille (Fo,q0)  cper €5t identifiable.

Et, pour les mémes raisons :

PROPOSITION 6.12: La classe de tous les mélanges finis de la famille des distributions beta I, dont le paramétre p
est fizé a po et dont la borne supérieure du support est 0, est identifiable.

PROPOSITION 6.13: La classe de tous les mélanges finis de la famille des distributions beta I, dont le paramétre q
est fizé a qo et dont la borne supérieure du support est 0, est identifiable.

Ces propositions ont pour colloraire, qui nous intéresse directement :

COROLLAIRE 6.2: La classe de tous les mélanges finis de la famille des distributions de type FIU FII du systéme

de Pearson, restreinte au cas co = 0 et ¢; < 0, avec p ou q fixé, est identifiable. (cas correspondant aux propositions
6.10 et 6.11).

et de méme :

COROLLAIRE 6.3: La classe de tous les mélanges finis de la famille des distributions de type FIU FII du systéme

de Pearson, restreinte au cas co = 0 et ¢c; > 0, avec p ou q fixé,est identifiable. (cas correspondant aux propositions
6.12 et 6.13).

Dans le cadre de l'étude d’images réelles (radar, sattelites ...), les échantillons sont fournis sous la forme de
niveaux de gris, que 'on peut toujours considérer comme positifs. Il est donc raisonnable de s’intéresser aux
distributions des propositions 6.10 ou 6.11 dans un tel cadre.

Afin de compléter I'identifiablité des mélanges finis des distributions betas, intéressons nous aux distributions
de la famille Fg. C’est la famille des distributions de type :

s (v —r)P~t I
7 N o )

Si 'on travaille sur de telles distributions a support fixé (so et 7 fixés), et que l'on prend la précaution de fixer
aussi pg ou gg, on montre comme précédemment que

PROPOSITION 6.14: La classe de tous les mélanges finis de la famille de distributions :

sq (x —rg)Po—t
P0,q) (x — (ro — s0))Po T4

F6,70,50,p0 = {fa(ff) = B( I[ro;+<>0[($)}

et celle de tous les mélanges finis de la famille

For o = {fg(:c) - = s&° (v —ro)P~t . (:E)}

(pa QO) ($ — (TO — 30))p+q0 [ros+oo]

sont identifiables.
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Démonstration : Cette proposition est une application directe de la proposition 6.7. ¢
Si I'on considére maintenant les familles des distributions :

¢ (x —r)po—t
I[r'+oo[
Po,q) (x — (1 — sg))pota ™

F6,50,p0 = {fG(l’) = B( (x)} , 8o et pg sont fixés,
et

sd° (x —r)p~t

(p,q0) (x — (1 — 80))PF40

F6,50,q0 = {fﬁ(x) =3 I[T;Jroo[(a:)} , 8o et g sont fixés,

on s’appergoit que ces familles sont deux familles de familles de distributions dont les supports sont totalement

ordonnés au sens de la proposition 6.4. En recyclant, & nouveau, le principe des démonstrations de 'identifiabilité
des classes de tous les mélanges des familles de distributions gamma et inverse-gammas, on conclut que :

PROPOSITION 6.15: La classe de tous les mélanges finis de la famille F¢ s, ,p, €t celle de tous les mélanges finis de
la famille Fe 50,4, Sont identifiables.

Si 'on souhaite compléter la famille de distributions beta I envisagée plus haut, on établit le corollaire suivant:
COROLLAIRE 6.4: La classe de tous les mélanges finis de la famille

rd  (x—r)pot

Po, q) gpota

Fo.p0 = {fﬁ(‘r) = B( I[T;+oc[(‘r)} ;>0

et celle de tous les mélanges finis de la famille de distributions

rio  (z—r)pt

(P, q0) Pt

Fo,q0 = {fﬁ(x) = B I[T;Jroo[(x)}y r>0

sont identifiables.

Démonstration : Ce corrolaire ne se déduit pas, & proprement parler, de la proposition précédente, mais sa
démonstration est identique.4

6.5 Application a ’étude des mélanges généralisés.

On peut étendre les deux propositions 6.4 et 6.7, afin de les appliquer aux mélanges généralisés :

PROPOSITION 6.16: Soit (F 4) 4c 4 une famille de familles de distributions dont le support respectif des densités
est A C A CR"™. Supposons, de plus que cette famille est totalement ordonnée au sens strict de linclusion. Soit
x4 la classe de tous les mélanges finis de la famille F 4.

La classe, s, de tous les mélanges finis de la famille F = |J F a est identifiable si et seulement si VA C A,
ACA
x4 est identifiable.

Démonstration : D’apres la proposition 6.3, I'élément H de 3¢ s’écrit sous la forme d’un mélange de k distribu-
tions, Ha,, ..., Ha, provenant respectivement des classes des mélanges finis de Fy,, ..., Fla,. On peut supposer sans
perte de généralité que les A; sont différents deux & deux. Les (H4,);<,;<; sont des distributions dont les supports
des densités sont totalement ordonnés. Par application de la proposition 6.4, la classe de tels mélanges est identi-
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fiable si et seulement si, Vi, 1 <i <k, H4, est uniquement déterminée dans s 4. L’identifiabilité, VA C A, des s4
est une condition suffisante pour cela.

La réciproque est immédiate. ¢

On traite de la méme fagon, la généralisation de la proposition 6.7 :

PROPOSITION 6.17: Considérons une famille, F = |J Fy,, réunion de familles de distributions de (Fy,)
€A

A CRF. Les éléments de F ont des densités dont les supports ont tous une extrémité a, finie ou infinie, au moins,

en commun. On supposera, de plus, que

i€EA”

Vi,j e A, VfeF,, VgeF,,, [<<g. [6.22]

Alors, la classe x4 de tous les mélanges finis de F' est identifiable si et seulement si les classes »,, des mélanges
finis de chacunes des F,,, 1 € A le sont.

Démonstration : D’aprés la proposition 6.3, un élément de la classe de tous les mélanges finis de la famille de
distributions F' s’écrit sous la forme d'un mélange de k distributions, H,,, ..., H,, provenant respectivement des
classes des mélanges finis de Fj,, ..., Fy, , que 'on peut supposer, sans perte de généralité, différentes deux a deux.
D’aprés [6.22] on a, quitte a réindicer ensemble,

Vi,j € A, Hy, << Hg, .

Par application de la proposition 6.7, la classe de tous les mélanges finis de F' est identifiable si et seulement si
chacun des H,,, ..., H,, est uniquement déterminé dans s4. L’identifiabilité de chacune des s, est une condition
suffisante pour cela.

La réciproque est immédiate. ¢

Enfin, pour pouvoir appliquer au systéme de Pearson les différents théorémes que nous venons d’établir, nous
aurons besoin de la proposition suivante :

PROPOSITION 6.18: Considérons trois familles de distributions, si,s2 et s3. Les distributions de sy sont des

k
distributions dont le support des densités est de la forme | [as; a; < b, (a;;b;) € R2. Les distributions de so

bi];
i=1
k
sont des distributions dont le support des densités est de la forme | [a;;+00[, a; € R. Les distributions de s3 sont
i=1

des distributions dont le support des densités est R.
La classe de tous les mélanges finis de distributions de la famille s U sy U s3 est identifiable si et seulement si
les classes de tous les mélanges finis de chacunes des familles s1,s2 et s3 le sont.

Démonstration : D’aprés la proposition 6.2, un élément de la classe s¢ de tous les mélanges finis de la famille
de distributions s; U so U s3 s’écrit sous la forme d’un mélange de trois distributions, Hy, Ho et Hs provenant
respectivement des classes des mélanges finis 51, 3 et 33 de s1, 82 et s3. Montrons qu'une telle famille est libre.
Siona:

Vo € R, ¢c1Hy (z) 4+ coHz (z) + c3Hs (z) =0,

on a nécessairement ¢ = 0, puisque ¢ Hy (x) + coHs (x) est identiquement nul sur une partie de mesure non nul
du support de Hj. Ceci implique que ¢o = 0, ¢; Hy (z) étant identiquement nul sur une partie de mesure non nulle
du support de Hy. On a alors ¢; = 0, et la famille (Hy, Ho, H3) est libre.

s est donc identifiable si et seulement si Hi, Ho et H3 sont uniquement déterminées, ce qui est le cas si et
seulement si ¢y, 30 et 33 sont identifiables. 4
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6.6 Support et comportement asymptotique des lois du sys-
téme de Pearson.

Conformément a ce que nous avons établi ci dessus, il convient d’analyser les comportements des différents types
de loi du systéme de Pearson.

Type I et IT : Les lois des types I et IT (betas) ont des densités dont le support est borné et ce sont les seules.

Type III : Les lois de type III (gammas) ont des densités dont le support est minoré, ont un équivalent en +oo

qui est:
1zt < J:)
— Z _exp|-=
I'(g) pt p

et un équivalent en r, la borne inférieure du support, qui est

1 (z— r)q_l

D) p"

Type IV et VII : Les distributions de Cauchy, définies sur R ont pour équivalent en +o0o et en —oo :

o
T2

et celles de Student définies sur le méme support ont pour équivalent en +oo et en —oo :

Type V : Les lois du type V (inverse gammas) ont des densités dont le support est minoré et ont un équivalent
en 400 qui est :

1 g1t
L(qg) p?

I’équivalent en r est :

1 (w—r) !

Tl ¢ 0 Gﬁ) '

Type VI : Les lois du type VI (betas du second type) ont des densités dont le support est minoré, ont un
équivalent en 400 qui est :

et un équivalent en r qui est :
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Type VIII : Les lois du type VIII (normales) ont des densités définies sur R et un équivalent en 400 et en
—00 qui est :

1 x?
—,_271-0-2 exp <—F> .

Le cas litigieux entre les distributions de Cauchy et de Student, qui ont des comportements en +o0o équivalents,
survient sur l'intersection entre les deux familles (appartenant toutes les deux au type IV), il n’y a donc, pas
de probléme d’identifiabilité dans ce cas. Les lois des types V et VI sont, par conséquent, les seules a avoir des
comportements limites en 400 qui peuvent étre équivalents. Cependant, les équivalents des densités en la borne
inférieure sont bien différents. En effet, si deux densités, f5 € Fs et fg € Fg ont le méme support, [r; +oc], on aura
fe>>fs .

Si lon se référe aux notations de la proposition 6.18, F; U Fy est une famille du type s1, F3 U F5 U Fg est de la
forme s9 et Fy U F7 U Fy est de la forme s3. Regardons, alors, I'identifiabilité des classes des mélanges finis de ces
trois familles.

Nous avons précisé plus haut que l'identifiabilité de la classe de tous les mélanges finis de distributions de la
famille de Pearson n’était pas vraie a cause de la non identifiabilité de la classe des mélanges finis des distributions
betas. Nous avons vu, aussi, que si nous restreignions Fy U F, & une famille F] U F} de distributions dont les densités
ont des supports dont la borne inférieure est nulle et dont I’'un des parameétres p ou q est fixé, la classe des mélanges
sur cette famille est identifiable.

La famille Fj U Fg est composée de distributions normales, de Student et de Cauchy. Nous savons les classes
de tous les mélanges finis de distributions normales et de Cauchy identifiables, et nous avons montré celle de la
classe des mélanges finis de la famille des distributions de Student pour une moyenne fixée. D’aprés la proposition
6.17 et ce qui précéde au sujet du comportement des densités de ces familles de distributions en Uinfini, la classe
de tous les mélanges finis de la famille F; U Fy est identifiable.

Le probléme de 'identifiabilité de la classe des mélanges finis de la famille des distributions de F3 U F5 U Fy est
le plus compliqué. D’apreés la proposition 6.17 et le comportement des densités en +o0, la classe des mélanges finis
de cette famille est identifiable si et seulement si les classes des mélanges finis de F3, Fy et Fg le sont. C’est acquis
pour la famille F3 des distributions gammas et la famille F5 des distributions inverse-gammas. Les éléments de la
classe des mélanges finis de la famille Fg sont, d’aprés la proposition 6.2, des mélanges de mélanges Hg, provenant
de Fs. On en conclut que la classe des mélanges finis de F3 U F5 U Fg est identifiable si et seulement si la classes
des mélanges finis de Fg lest. Cette identifiabilité n’est pas acquise mais nous avons défini une sous-famille F,
restreinte & Fg ,, ou Fg 4, telle que la classe de ses mélanges finis soit identifiable.

Tout ceci conduit au théoréme général suivant :

THEOREME 6.1: La classe de tous les mélanges finis de la famille F{ U FjU F3U F, U F5 U F, U Fy est identifiable.
Sans restriction de la famille de distributions de Pearson, la classe de tous ses mélanges finis n’est pas identifiable.
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DEUXIEME PARTIE.

ESTIMATION DES PARAMETRES
DE DISTRIBUTIONS DE MELANGES
PAR LA METHODE DES MOMENTS.
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INTRODUCTION.

Cette partie du travail est consacrée a I’estimation des paramétres des distributions de mélanges, dans le cadre
général des mélanges de deux distributions du systéme de distributions de Pearson. Nous choisissons de n’étudier
que des familles de mélanges que nous savons identifiables, ce qui assure ’existence et 1'unicité théorique des
paramétres recherchés. Méme dans le cas simple du mélange de deux distributions gaussiennes, de nombreuses
questions restent actuellement sans réponse. 11 faut,en effet, approfondir les problémes liés a I'unicité de 'ensemble
des parameétres, dans le cas théorique, et & ’existence et 'unicité, de cet ensemble, lorsque les moments théoriques
sont remplacés par les moments empiriques. Ce n’est qu’'une fois ce travail effectué qu’il est raisonnable d’envisager
Iinversion du systéme des moments et la procédure d’estimation des parameétres. Quatre questions sont, donc, a
élucider :

: Les conditions d’existence et d’unicité n’étant pas abordées dans la litérature, quelles sont-elles ?

: Le probléme général d’existence et d’unicité étant trés complexe, quelles solutions peut-on apporter
dans le cas du mélange de deux distributions gaussiennes 7

: Le probléme théorique étant en suspend, peut-on espérer avoir recours a une méthode de type
Newton pour une recherche numérique de I’ensemble des solutions du systéme 7

: S’il n’est pas possible d’inverser numériquement le systéme, comment généraliser la méthode de
résolution par substitution du type de celle de Pearson.

Afin d’apporter le maximum de réponses a ces interrogations, nous commencerons par faire un tour d’horizon
des principales méthodes d’estimation utilisées dans les mélanges, puis, dans un second temps, nous revisiterons
le cas gaussien en répondant au probléme de 'unicité et en précisant ceux liés a l'existence avant de tenter de
généraliser la méthode a I'étude des mélanges généralisés de la famille réunissant les familles des distributions
normales et exponentielles.
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- CHAPITRE 7 -

Estimation des parameétres des distributions de
mélanges finis.

L’étude des distributions de mélanges finis, qui date de la fin du dix-neuviéme siécle (voir [Pearson1894] et
[Newcomb1886]) a révélé sa complexité, tout au long du siécle dernier, et a connu un tournant avec ’avénement
de linformatique. La méthode historique des moments de Pearson (voir [Pearson1894]), a longtemps été la seule
envisagée dans la littérature (voir [Charlier24], [Rao48], [Cohen67] et [Fryer72]). Les comportements instables et
inexpliqués liés & la méthode des moments, et sur lesquels nous reviendrons plus loin, ont conduit au développement
d’autres types de méthodes d’estimation des parameétres de mélanges. La premiére piste suivie a été celle des
méthodes graphiques (voir [Tanner62], [Bhattacharya67]et plus récemment [Fowlkes79)). Ces techniques, basées sur
les propriétés de 'interprétation graphique de la distribution normale et ’analyse des fréquences ou des fréquences
cumulées de I’échantillon considéré, donnent des résultats intéressants dans le cas de mélanges disctinctement
multimodaux. Signalons aussi les méthodes basées sur les estimateurs de distance minimum (voir [Wolfowitz57] et
[Choi68]), ainsi que leurs extensions aux fonctions caractéristiques, (voir [Bryant83]), ou aux fonctions génératrices
des moments, (voir [Quandt78]). Certaines méthodes numériques de décomposition ont aussi été utilisées (voir,
par exemple [Medgyessy77]). On trouvera une synthése de ces méthodes dans [Titterington85] ou [Redner84] Les
deux approches les plus couramment utilisées & I'heure actuelle, et depuis ces trente derniéres années, sont basées
sur P’estimation bayésienne (voir [Diebolt90] et [Robert92]), que nous présentons plus en détail dans la TROISIEME
PARTIE, et surtout celles basées sur I’estimation du maximum de vraisemblance. En effet, malgré la non existence,
en général, pour les mélanges finis, d’un tel estimateur (la vraisemblance n’est pas nécessairement bornée) et la
difficulté d’une inversion algébrique du systéme des équations de vraisemblance, il est possible, moyennant quelques
hypotheses de régularité sur les distributions composantes (voir [Redner84]), d’assurer I’existence de solutions aux
équations de la vraisemblance. On peut alors, lorsque le calcul direct n’est pas possible, approcher 'estimateur du
maximum de vraisemblance par un calcul algorithmique.
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7.1 Estimation par le maximum de vraisemblance.

L’exemple connu pour le mélange de deux normales s’adapte par exemple au cas de la distribution du mélange
d’une distribution normale et d’une distribution gamma :

1 X;—p)? 1 (X;—a)r ! X, —a
L(Xl, Xn) = H <W exXp <—( 2J2M) ) + F(q) ( pq ) exp (_%> I[a;Jroo[(Xi)) .

X;

Si l'on initialise p & X7 la vraisemblance s’écrit :

1 (X —X1)*\ | (Xi—a)i! (Xi —a) _
11 (x/ﬁ P <_ 2072 ) T T P <_ p )I[a';Jroo[(Xl)) '

Xi#X1

L(X, ...

Lorsque l'on fait tendre o — 0 la premiére partie tend vers +o0o et la deuxieme reste constante, ce qui fait diverger
la vraisemblance. La vraisemblance n’est pas bornée. Il est possible, en pratique, d’éviter la divergence de la
vraisemblance, par exemple en interdisant aux variances de tendre vers 0, ou en supposant 1’égalité des variances
(on pourra voir aussi [Cox74]).

L’algorithme EM dont la définition fondatrice a été proposé par Dempster, Laird et Rubin dans [Dempster77],
est un algorithme itératif d’approximation de I'estimateur du maximum de vraisemblance. Ce type de méthode avait
déja été utilisé, au préalable, dans certains cas particuliers d’applications pratiques, pour rechercher le maximum de
vraisemblance (voir, par exemple [Baum70]), mais le formalisme général est donné dans [Dempster77]. Le principe
de cet algorithme, est de répéter, jusqu’a convergence (jusqu’a ce qu’'un critére d’arrét soit vérifié), une association
de deux étapes dites Fxpectation et Maximization. EM permet de construire une suite (G(k))k de paramétres
telle que, si ’on note L la log-vraisemblance du mélange,

L (9<k+1>> > L (9<k>> .

La littérature présente de trés nombreux exemples d’applications de cet algorithme (voir [McLachlan97] pour une
synthése récente) ainsi que de ses versions stochastiques SEM et SAEM (voir [Broniatowski83], [Celeux86] et
[Celeux92]). Nous présentons plusieurs exemples d’applications de ces différentes méthodes dans la TROISIEME
PARTIE de ce document.

L’important travail de Redner et Walker (voir [Redner84]), qui montre ’existence, sous certaines conditions
de régularité, de solutions convergentes aux équations de vraisemblance, permet d’assurer que, sous de bonnes
conditions d’initialisation, 1'utilisation des algorithmes de type EM permet une estimation par le maximum de
vraisemblance. Le probléme de l'initialisation des parameétres est important & double titre dans le cadre de ces
algorithmes. D’une part, la convergence étant trés lente, la qualité de l'initialisation a une réelle influence sur la
rapidité des algorithmes. D’autre part, et nous touchons la a la principale difficulté dans I'utilisation des méthodes
de type EM, une initialisation inadéquate conduit a bloquer la suite L(H(k)) de maximisation de la vraisemblance
dans un maximum local, et par conséquent a une estimation erronée. Le choix d’un o) pertinent constitue,
donc, une étape cruciale dans la mise en oeuvre de telles procédures. Plusieurs des méthodes d’estimation, citées
plus haut, ont été utilisées pour faire la “pré-estimation des parameétres” nécessaire a une bonne initialisation
des méthodes itératives. Furman et Lindsay (voir [Furman94a), [Furman94b] et [Lindsay95]), montrent 'intérét
de recourir a la méthode des moments pour cette partie essentielle de EM, qui permet d’obtenir une estimation
souvent aussi bonne que celle obtenue en initialisant ’algorithme avec les paramétres de simulation des différents
exemples traités.

Il est nécessaire de signaler, enfin, les récents travaux de Fiorin (voir [Fiorin01]), qui montrent que ’on ne peut
pas assurer, et particulierement dans le cadre des mélanges, de la non convergence vers un maximum local.
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7.2 La méthode des moments de Pearson.

La méthode des moments se résume principalement a l'inversion d’un systéme d’équations algébriques avec
—_— —

contraintes, (voir Appendice E & Appendice Il. Ainsi en notant M, resp. M, le vecteur (éventuellement de

dimension infinie) dont la ¢ composante est le moment d’ordre i, resp. le moment empirique d’ordre ¢, d’une

Y

distribution F' et 6 le vecteur de ses parameétres, il existe une fonctionnelle, § telle que M = F (). Ceci nous
~ — A

permet de définir un estimateur des moments 6, de 6, en résolvant 1’équation M,, = § (0) Il s’agit pour nous

d’inverser § en considérant la restriction de cette fonctionnelle & un nombre fini d’équations, dont la détermination
mérite quelques précautions. En effet, estimation d’un nombre fini, noté k, de paramétres nécessite, en général, le
recours & un méme nombre k d’équations de moments, qu’il faut choisir en tenant compte de la perte de précision
de D’estimation liée & I'augmentation de l'ordre des moments. Le systéme “optimal” que l'on espére ainsi obtenir
est celui que nous avons alors & inverser. Le degré de complexité du probléme, lorsque 1'on passe de I’étude des
estimateurs des moments d’une distribution simple & celle de distributions de mélanges est telle, que, méme dans
le cas des mélanges de deux lois, il est trés difficile, et le plus souvent impossible, de donner une expression littérale
de ces estimateurs.

Compte tenu de la grande taille, notée n, des échantillons auxquels nous nous référons, le choix de I’estimation
des paramétres par une méthode des moments, dont on connait la convergence en +/n, semble indiqué. Pourtant
cette méthode est considérée comme inférieure a celle du maximum de vraisemblance, son utilisation ayant révélé
des cas d’instabilité jusqu’ici inexpliqués (voir sur ce point les deux articles de référence [Fryer70] et [Fryer72]
ainsi que [McLachlan88] et [Tan72]).

Nous chercherons dans ce qui suit & préciser la problématique du choix des équations de moments afin de trouver
une solution stable au probléme des moments, 'efficacité prouvée de la méthode des moments pour I'initialisation
de méthodes itératives d’estimation, suffisant & justifier que nous nous y intéressions.

7.2.1 Mélange de deux distributions normales de moyennes différentes.

Le systéme des équations de moments du mélange de deux distributions normales N (,ul, a%) et N (uz, O’%), en
fonction des moments centrés s’écrit (voir Appendice H) :

0=pzr;+ (1 —p) 2
Mg = pri + (1 —p)a3 + (po1 + (1 —p) o2)
61 =q M§=pai+(1-p)as+3(por1z1 + (1 - p)oars) [7.23]
i =pr]+ (1 —p) a3 +6 (porx] + (1 —p) 0223) +3 (pot + (1 —p) o3)
Mg =px} + (1 —p)as +10 (palxi’ +(1-p) aga:%) +15 (pa%xl +(1-p) a%xg)

1—
1—

ou M; est la moyenne du mélange et M est le i®m¢ moment centré du mélange. On note, pour des raisons de
symétrie, x1 = py — My et xo = py — M.

L’étude de ce cas particulier de mélange a été initiée par Pearson, en 1894, dans son fameux article qui est
considéré comme le point de départ de la problématique des mélanges (voir [Pearson1894)). Il se ramene a 1'étude
des racines d’un polynéme de degré 9. Si l'on se donne un échantillon, M, M5 et MG sont respectivement les
estimateurs des moyenne, deuxiéme et troisiéme moments centrés. k4 et k5 sont les estimateurs des quatriéme et

cinquiéme cumulants. Le polyndéme de Pearson est :

Prearson(t) = 2427 + 84kx” + 3695220 + (90K7 + T2k MG )2° + (444k49M57 — 18K7)2?
+ (28895 — 108IMSkgris + 275w — (632 KT + T2M ki) x? — 96MG kg — 249MSC,
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alors, si ™ est une racine négative de Ppegrson, On calcule :

8y 4 Bksr*? + 6MGRar” + 2951
B 204 4 3K41*2 + AMSGP 0

*

r

)

[N T : R 3 * *,
d’oti l'on tire, si 'on suppose que 7 < z3:

1

ZET = 5 (’I">k - *2 — 41/*) y
1

x5 = 5 (r* + V2 — 41/*)

et

qui permettent finalement d’obtenir :

py o=+ M,
py = x3+ M,
M5
po— =
s — i’
o = pip 4+ Ms —
et 05 = 3B+ MG — s’

Si le polynome fournit plusieurs racines donnant des jeux de paramétres plausibles on aura recours a la sixéme
équation de moments afin d’établir un test permettant de ne garder qu'un seul ensemble de parameétres.

7.2.2 Mélange de deux distributions normales de moyennes identiques.

Nous avons vu plus haut que p; = py = M; ot M est la moyenne du mélange, entraine que
Tr1 = Tog = 0.
Les estimateurs de p; et py seront donc
py = py =M,

ou M est la moyenne empirique de 1’échantillon étudié.
Il reste trois paramétres a déterminer et il faut avoir recours a la sixiéme équation de moments. Le systéme a
résoudre est, alors :

(po1+ (1 —p)oz) = Mg

3 (paiqL (I1-p) U%) = M5 . [7.24]
15 (pot + (1 - p) o3) = Mg
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D’apres Cohen (voir [Cohen67]) I'inversion de ce systéme donne :

1 k6 kﬁ 2 4k4
7 2% 5 |5, (5@) T3
1 _k6 kﬁ 2 4k4
— Moz |fe L Sz
72 25 |5k, T (5@) 3
g9 ) )
etp = —2
p 02+ 01

ou kg est le sixitme cumulant du mélange kg = M§ — 15M§M§ — 10M5? 4+ 30Ms3. L’estimation de paramétres en
découle naturellement en remplagant les moments et cumulants théoriques par les moments et cumulants empiriques.

7.2.3 Choix de la méthode.

Si I'on se donne un échantillon issu du mélange de deux distributions normales, il est nécessaire, dans l'optique
de Pestimation des parametres, de choisir la méthode d’estimation adéquate (moyennes égales ou différentes).

D’apres Cohen, (voir [Cohen67]) la connaissance de M§ et k4 permet de déterminer dans lequel des cas précédents
on se trouve.

Si Mg =0et ks >0, 1 = x2, il faut avoir recours au cas particulier oll les moyennes sont égales.

SiM§=0ethky <0,01=02etp= % on utilise le polynéme P,qrégales, cas particulier ou les variances sont
égales et dont les calculs sont détaillés plus loin.

Si Mg # 0, on utilise le polynéme de degré 9, Ppeqrson, €t si 01 et o2 sont proches, on peut essayer d’affiner le
résultat grace & Pyarégales-

Il est important de remarquer que la probabilité d’obtenir, a partir d’un échantillon, un troisiéme moment centré
égal a zéro, est trés petite. En pratique, le probléme n’est donc pas censé arriver et une précision suffisante dans
le calcul des racines de P, devrait permettre I'inversion du systéme et l’estimation des parameétres. Comme nous
le signalions dans l'introduction, cette méthode n’est accompagnée d’aucune vérification d’existence ou d’unicité
des solutions et la proposition de recourir a la sixiéme équation de moment pour éliminer d’éventuelles solutions
du systéme ne correspondant pas aux parameétres recherchés n’est en aucun cas une assurance d’unicité. Nous
choisissons donc de reprendre I’étude en commengant par ces questions.
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- CHAPITRE 8 -

Etude du systeme des cinq premieres équations
de moments centrés.

8.1 Existence et unicité des solutions de S;.

8.1.1 Existence.

Nous choisissons, dans cette partie théorique, de travailler sur des moments que nous supposons étre des moments
de mélange de deux distributions gaussiennes. Ceci nous permet d’assurer ’existence d’une solution au moins pour
le systéme que nous étudions.

8.1.2 Unicité.

Le fait de travailler sur un mélange fini de distributions normales nous assure I'identifiabilité c’est a dire I'unicité
des paramétres des deux distributions. Ceci n’induit pas, cependant, I'unicité de I’ensemble solution du systéme
qui n’est composé que de cinq équations de moments.

Notons pour la suite que la notion d’identifiabilité est définie a la symétrie de ’ensemble des paramétres pres
(ul g, 0% < 03 et py < pg). Conformément a ce que suggerent Mc Lachlan et Peel dans [McLachlan00] , nous
introduirons, pour controler ce phénomeéne, un ordre total sur ’espace des paramétres du mélange. Cette opération
s’effectuera d’ailleurs naturellement lors de I'inversion algébrique du systéme.

Ftude du systéme des cing premieres équations de moments centrés.
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8.1.3 Existence et unicité locale.

Calculons le jacobien J; du systéme des moments &1, comme le préconise le théoréme des fonctions implicites,
afin d’étudier 'unicité locale de 'ensemble des parameétres du mélange. Signalons que dans le cas du mélange de
deux distributions normales, la matrice jacobienne associée au systéme des cinq premiers moments centrés est la
méme que celle associée au systéme des cing premiers moments non centrés. Le déterminant & calculer est :

1 1 r1 — X2 0 0
2
21 2s i + 01 > 1 1
—T5 — 02
3
2 2 z1 + 30171
Jy = p? (1- p)2 3(zf +01) 3(z3 + 02) g 2 — 300zs 311 3z 7
z1 + 60122 + 302
4(x3 + 30121) 4(x3 + 3o222) —1233 - 610'21$% - 3103 6(x3 + o1) 6(x3 4 02)
4 2 4 2 5 3 2
7 + 60127 T3 + 60223 z1 + 100127 + 1507121 2 2
g < +302 ) 5 < +302 ) < —x5 — 100223 — 1503x2 1021 (21 +301) 1022 (23 + 302)

que 'on développe en :

—2) +9 25 2o — 36 2] 23 + 84 2% 23 — 126 27 24 + 126 27 23
—84 23 2§+ 36 23 27 — 9 21 2§ + 2§ — 18 23 07 + 90 2% 22 02
—180 2% 23 0% + 180 27 23 03 — 90 =1 x5 0F + 18 25 o}
+135 21 0‘11 — 135 z9 U‘lL + 36 x? o1 09 — 180 :U‘f To 01 09
J=p*(1 —p)2 +360 23 23 01 09 — 360 23 23 01 02 + 180 z1 25 01 02 ,
—36 xg o1 09 — 540 11 U? o9 + 540 x5 a% o9 — 18 x? a%
+90 21 w2 0% — 180 23 23 03 + 180 2% 23 03 — 90 z1 3 03
+18 x5 03 + 810 21 03 05 — 810 z3 03 03 — 540 71 01 o
+540 zo 01 a% + 135 x1 0‘21 — 135 a2 0‘2"

que 'on peut simplifier en :

Ji=-p*(1 —p)2 (1 — x2) ((a:l - a:g)s + 18 (21 — x2)4 (01— 02)2 —135 (o1 — 02)4>

et que 'on factorise :

Bo= (=) (e - a) (o - 22)' +3 (34 2V6) (01 - 02)%)
X <(.731 — .132)2 + \/§ 2\/6— 3|0’1 — 0'2|>
1/4 1/4
X <(l‘1 —z9) + (6\/6— 9> V0|er — 02|) ((J:1 — Z2) — (6\/6— 9) Vo1 — 02|> .
Les cas de nullité de ce déterminant sont, par conséquent :

1/4
T1 = Ty Ou |ZL’1*ZL’2|:(6\/6*9) V0]e1 — ol .

Dans le cas ol &1 = x5 on est en présence d’'un mélange de deux distributions de méme moyenne. On a donc
1 = x2 = 0 et les troisiéme et cinquiéme équations du systéme des moments, toujours vérifiées, ne sont plus
pertinentes pour notre problématique. Il faudrait, dans cette optique, utiliser une autre équation de moments.
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Le second cas, qui ne s’explique pas par une déterioration évidente d’une partie du systéme, n’apparait qu’a la
suite des différentes manipulations algébriques nécessaires a l'inversion de celui-ci.

Nous montrons donc qu’il n’y a pas unicité locale des solutions de Gy dans le voisinage des sous-variétés V; et
Vo de R2xR™ x [0.5; 1] :

Vi = {(x1,22,01,02,p),01 =22 =0}

1/4
et Vo = {(x17$2,01702,p),$1—9€2:(6\/6_9) \/|01—0’2|},

et il faudra analyser précisément le comportement du systéme dans les voisinages de ces variétés afin d’approfondir
la connaissance que nous avons de ’ensemble des solutions. Pour cela, nous devrons inverser le systéme pour
étudier la continuité des solutions sur les variétés Vi et V5.

8.2 Inversion numérique du systéme G, par ’algorithme de
Newton-Raphson.

Avant d’entrer dans de longs et fastidieux calculs, souvenons nous que la méthode de Newton-Raphson est
une méthode numérique reconnue d’inversion de systémes assurément inversibles. L’exemple suivant illustre les
différents types de problémes que I'on peut rencontrer avec cette méthode, dans le cas du systéme des moments.
Pour cela nous nous placerons dans un voisinage de la variété problématique V5.

Calculons les moments a I'aide des valeurs initiales :

1 1 1/4
- —_—— (6 6—9) ~ —0.592434 & 10~ pres,
1 SR ( V6 a pres
1 1/4
o = — (6\/6 - 9) ~ 1.092434 & 10~ pres,
V2
doncp = 0.648379 & 107° pres,
g1 = 3
et 09 = 1.
Si les parameétres sont initialisés & :
0= 2
xém’ —_ _1’
pini = 05 ,
oi" = 29~ M,
et oi" = 2.9,
il y a convergence vers :
x] = 1.092434,
x5y = —0.592434,
p* = 0.35162,
o =1
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et oy = 3,
qui est le bon ensemble de parameétres.
Si les parameétres sont initialisés & :
=1,
v = 1,
pini = 0.5 ,
o™ = 29
et ob" 2.9,
il y a convergence vers :
x; = 0.804433,
x5y = —1.45849,
p* = 0.644516 ,
o7 = 1.4933
et o5 = 227365
qui est une solution parasite.
Enfin, si les parameétres sont initialisés a :
o=
o = 1,
pini — 0 5 ,
o = 3
et ot = 2.9,

il n’y a pas convergence ...

Si nous excluons les cas ou le systéme n’a pas de solution, il y a, liés & la méthode de Newton-Raphson, trois
types de cas problématiques, qui peuvent se produire :

e La procédure peut tout simplement ne pas converger, & cause d’une mauvaise initialisation.

ee La Procédure peut ne pas converger, malgré une initialisation trés proche des vrais paramétres. Dans ce cas,
quelle que soit l'initialisation, on n’obtiendra pas de solution par cette méthode.

e ¢ ¢ La procédure peut converger vers un ensemble de parameétres acceptables, qui n’est pas celui que nous
recherchons.

Il ya trop d’aléas dans l'utilisation d’une telle méthode qui empéchent de faire confiance aux résultats obtenus,
lorsqu’on en obtient... Nous nous tournons donc vers une inversion algébrique de &1, afin d’en comprendre les
mécanismes sous-jacents.

8.3 Inversion algébrique du systéme.

Suite au calcul du jacobien, nous sommes amenés & séparer le cas ol les moyennes sont égales de celui ou elles
sont différentes.
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8.3.1 Cas général ou x1 # xo.

On considére le mélange de deux distributions normales N (p;,01) et N (uy,02) dont les moyennes sont dif-
férentes. Nous rappelons que le systéme & inverser, pour un tel mélange, peut-étre :

pr1+ (1 —p)ze =0
pai + (1 —p)aj = Mg — (po1 + (1 —p) 02)
G, =1 pri+(1—p)ad=M§—3(porx1+ (1 —p)oawa) . [8.25]
pxt+ (1 —p)ad = M§ — 6 (pora? + (1 — p) o2x3) — 3 (poi + (1 —p) 03)
p} + (1 —p) a3 = MS — 10 (po12$ + (1 — p) o223) — 15 (poizy + (1 — p) o3as)

Commencgons par poser :

o = poi+(1—p)os
et o' = poixs+ (1 —p) o,

ce qui est équivalent, lorsque x7 — 29 # 0, & :

o' —oxy
o = —
p(z1—22)
o' —oxq
et oo =

(1=p)(z2 — 1)

Le systéme apres transformation s’écrit :

3( (o’ 2+cr2 224+ (1—p)a2
= M5 (a1 + ) — oy - L)
pxl 4+ (1 — p)z3 = ME — 10 (U' ((ml + m2)2 — xlxz) —oxo o1 (@1 + xz)) + % (0'2 (z1 + z2) — 200’ 2171172)
[8.26]
Exprimons alors, au moyen des trois premiéres équations, p,z1, et x9 en fonction de ¢’ et 0. Des deux premiéres
équations on tire :

pr1+ (1 —p)axe =0
pri+ (1 —p)as =M —o
& — ) pri+(l—p)ai=Mg-30
4
2

_ A=D) e,
o = i\/ (M — o) 8.27]

et oy = —sgn(ml).\/(lpp) (MS§ — o),

ou sgn (x) est la fonction qui & x associe son signe.
La troisiéme équation devient alors :

+(1-p)°Fp> M- 30
L - 3
(pa-p?)  (M5-0)

[8.28

et en élevant au carré les deux membres de 1'égalité [8.28] :
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(1-2)° _ (M§-30)"
p(l—-p)  (M§—-o0)®

)

ce qui nous rameéne & la résolution de I’équation du second degré :

pP—p+——=0. 8.29]

Or A est strictement positif, puisque, d’aprés les deux premiéres équations du systéme,

M§—o=p(1—p)(u —p)’ >0,

et que py — po =1 — 2 # 0.
Le discriminant de [8.29]

A
A=——
1t A

est donc positif aussi et par conséquent, le polyndome de la variable p, [8.29], a deux racines réelles positives p; et
P2, données par, si I’on suppose p; > ps :

VAT A+ VA
n 2V/it A
. VETA-VA
e = ——
b2 2/it A
Comme p; = 1 — po, ces deux racines sont les deux coefficients du mélange. Nous pouvons supposer, compte

tenu de 1'objectif que nous poursuivons, que p > (1 — p). Ce choix implique alors celui de 1 et de x5 sur lesquels
nous avions encore un doute [8.27]. En effet, on a dans ce cas :

[8.30]

= VIF¥A-VA\ (VA+A-VA %(MC_J)%

D AT A JITA+ VA 2

et (1 p)laal’ VITA+VA\ (Vi A+VA %(Mca)%
Pl %z 2WAT A VAT A- VA ? ’

Cest a dire que pla1|* < (1= p) |@2]*, ou encore, x1 et 5 étant de signes contraires, pz3 + (1 — p) #3 est du signe de
xo. Or le signe de cette derniére expression est donné par la troisiéme équation du systéme, ce qui fixe de maniére
unique x; et xs.
Le seul détail a regler est le cas particulier ou M§ — 30’ = 0, qui n’est pas couvert par le raisonnement ci-dessus.
1

Dans cette hypothése, on a nécessairement, d’aprés [8.30], p = 5 et donc 21 = —x5. Nous choisirons, dans ce cas

x1 < 0 et x5 > 0, étant donné le role symétrique joué par les deux parametres.
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Ainsi, les trois premiéres équations de moments fixent de maniére unique, en fonction des variances, les moyennes
des distributions ainsi que le coefficient de mélange :

VAMS — 0)* + (Mg - 30")? + | M — 30|

p = :
21/4(Ms — o)’ + (Mg - 30")?
\/4 M — o) + (Mg — 30")2 — | Mg — 30|
py = My —sgn(Mg— 5 (M5 — o)
\/4 M5 — 0)® + (Mg — 30") + | Mg — 30|
VAMS — 0)* + (Mg — 30")? + | M — 30|
et gy = M+ sgn(M§ —30"). (M§ — o).

VAMS — 0)* + (Mg — 30")? — | M — 30|

Nous pouvons désormais nous attaquer au calcul des variances, qui est plus compliqué. La quatriéme équation
de & devient :

(p2} + (1 —p) z3) ((901 +a2)” — 2561102) — (z119)° = M —6(0" (x1 + 22) — ox122) [8.31]

3((0) + 02 (pa3 + (1-p)a3))
p(1=p)(z1 — 22)° .

D’aprés ce qui préceéde, on établit que :

o1+ 3y = Ms§ — 30
1 2 = MQC—O' ’

e VAMS — 0)* + (Mg — 30)? -

x1—xy = —sgn(MS—30) s —o , [8.32]
T3y = 0 — M
Mg —o)?
etp(l—p) = - (32 )C ~2 |-
4 (Mg —o0)” + (M§ — 30”)

Notons que dans la suite du développement le signe de M§ — 30’ n’intervient plus et qu'il n’est pas nécessaire de
discuter le cas ou M$ — 30’ = 0.
Par substitution, [8.31] devient :

M§* = 60" + (—M3> — 40 M5 + 20° + M) (M5 — o), 8.33]
que l'on peut mettre sous la forme :
M = 60" + (2 (ME — 0)? + M — 3M§2) (M — o)

et donc :

o M8 (208 o k) O o) 8.34
& , .
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ol ky = MS — 3MS? est le quatriéme cumulant du mélange.
La cinquiéme équation de & est :

prs +(1—p)as = ME—10 (U' ((131 + 29)° — x1x2> —oxg 21 (21 + 1‘2))
mi; (0'2 (x1 + 22) — 200" xlxg) .
Posons :
S = M:—-10 (a' ((Jsl +25)? — a:larg) —oxg 21 (@1 + w2)> + v (0'2 (z1 + 2) — 200" @133)
et S = paf +(1-p)as.

Si l'on substitue, dans S, les premiers résultats, on obtient :

M¢ — 30"\ ? M§ — 30’
S =M —10 (o" <<]\;C—Z) +M§a> +o( M§3a')> 7150/2ﬁ73000',
2 = 5 —0

ou encore :

S(M§—0)? = Mg (M§— o) — 100" (M§ — 30")° — 100" (M§ — 0)* — 100 ( M5 — 30") (M§ — 0)*
—150"2 (M§ — 30") — 3000’ (M§ — 0)?,
= M (M§ — o) — 100’ M2 + 6002 Mz — 900" — 100" (MS — 0)* — 100 M§ (MS — o)
—150"2 M5 + 45073,
= —100"M$? + 450" M§ — 450" — 100" (M§ — 0)® + (Mg — 100 MS) (M5 — 0)?,
— 450" MS — o (10 ((M§ — o)’ + M§2) + 450’2)

2

+ (Mg — 10MSMS + 10M§ (M§ — o)) (M§ — 0)?,

ce qui donne, pour finir, si 'on pose X = M§ — o et ks = M§ — 10M§Mg, le cinquiéme cumulant du mélange,

S5X? = 450" Mg — o’ (10 (X® + M5?) + 450"*) + (ks + 10M5 X) X>.

Calculons S’ :

S = (px}+ (1 —p) x%) (27 + w%) :

s = [ +2(M20—0)],
) |

) [ M2 — 607 Mg + 907 + 2 (Mg — 0)3}
(M — 0)?
M — 60" M5 + 90"> M5 + 2 (M5 — 0)® M§ — 30’ M§? + 180”2 M§ — 270" — 60’ (M5 — 0)”

- b

(Ms — 0)?

)
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M3 + 2TMS0™ + 2Mg (Mg — o) — 30" (2 (M5 — o) + 3MS2 + 90'2)
(Ms — o)

)

ou encore :
X28' = M§* +2TM$0" + 2M5X® — 30" (2X° + 3M5° + 907%)
et donc :
X?8" =2TM50" — 30’ (2X° + 3M§* + 907) + M5® + 2M5X°.
La cinquiéme équation du systéme devient :
0 = X*(S-9),
0 = 180"Mg — o' (4X° + M5? +180"%) + (ks +8M5X) X — My,

ou encore :

o — 180" M% + (ks + 8MSX) X? — M§3
B 4X3 + M§? + 18072 '

D’apres [8.34] on a :

g3 (M§? — (2X? + kq) X) M§ + (ks + 8M§X) X? — MS3
B 4X3 + M2+ 3 (M§? — (2X2 + ky) X)

b

c’est & dire :

, 2MSEXP + ks X2 — 3ka X MS 4 2MS3
7= “2X3 — 3k X + AMS?

[8.34] devient alors :

6 (2M5 X3 + ks X% — 3ky X Mg + 2M53)? = (M2 — (2X% 4 ky) X) (—2X3 — 3ky X + 4M52), [8.35]

ol nous posons afin de rendre les calculs plus clairs :

S? = (2MSXP + ks X2 — 3ky X Mg + 2M5%)°
ot S7 = (M§2— (2X2 + k) X) (—2X° — 3ky X + 4M5?)".
On a pour S? :
S? = (2M5P + ks X2 + (2X2% — 3ks) M5X)®,

AMS® + k2 X + (2X7 — 3k4)2 M§PX? + AMPhs X2 + 4MS* (2X? — 3ky) X + 2 (2X? — 3ky) ks MSX?,
AMSS + E2XY + AMS XS + ORI MG X? — 12k, M2 X + 4AMS3 ks X2 + SMST X3
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—12M5§* kg X + Aks MSX® — 6kgks M X3,
= AM$?XO + dks MSXP + (k3 — 12ky MS?) X* + (8MS® — 6kaks) M5X?
+ (9% + 4M§ks) M5?X? — 12M§ kg X + 4MSS,

de méme, on calcule :

S2 = (Mg% — (2X7 + ky) X) (AMS2 + (—2X2 — 3ky) X)°,
(—2X% = ks X + M$?) (16M5* + (4X* + 9kF + 1254 X7) X? + (—16M5°X? — 24 Mk X)) |
= (—2X% — kg X + M§?) (4X° 4+ 12k, X* — 16 M52 X3 + 9k X2 — 24MS§?ka X + 16M5*)
= —8XY — 24ky X" + 32M5* X — 18k X7 + A8M ks X* — 32M5* X3
—Aky X7 — 12k3 X5 + 16 M ks X* — 9k X3 + 24 Mk X? — 16k, M§* X
+AMS? X6 +12M§2ky X* — 16 M5 X3 + OMSP kG X? — 24MS§ ks X + 16 M5°

et donc

S3 = —8X"—28ks X" +36M52XC — 30k X7 + T6MS5 ke X' — (48M5* + 9k3) X
+33M$% k3 X2 — 40MS§ ks X + 16 M.

D’aprés [8.35], on tire finalement :

S3—6S7 = —8X?—28ksX" + 36M57XC — 30k3 X7 + T6M§ ks X* — (48MS* + 9k3) X3
+33MS§2 k3 X% — A0M§ ka X + 16M5° — 24M§? XC — 24ks MSXP — (6k2 — T2k M§?) X*
— (48M5°® — 36ksks) MSX® — (54k; + 24M$ks) M5 X? + T2M§ ke X — 24 M55,

c’est a dire :

S3 —6S7 = —8X%—28ksX" + 12M§>XC — (30k] + 24ks M) X° + (—6k2 + 148k4 M5*) X*
+ (=96 M5* + 36ksks M5 — 9K3) X° + (—21k] — 24MSks) MS§* X + 32M5 ks X — 8MC.

La résolution du systéme se rameéne donc a la recherche des racines strictement positives (car X = M$ —o0 >0
avec X = 0 si et seulement si 1 = x = 0) du polynome de degré 9 :

Py (X) = 8X°+28ksX" — 12M§* X + (30k3 + 24ksM5) X° + (6k2 — 148k, MS?) X*
— (—96MS* + 36kaks MS — 9k3) XP + (21k] + 24MSks) M§* X? — 32M5 ks X + 8MC.

Comme P, (0) = 8M$® > 0, si M # 0, et que Xlir}: P, (X) = 400, si le polynome admet une racine positive, il
— 100

en admettra, d’apres le théoréme des valeurs intermédiaires, au moins une deuxiéme (sauf dans les cas ou ce sera
une racine double). Il y a donc, en général, plusieurs racines positives, mais, le plus souvent, une seule d’entre elle
permettra d’obtenir des parameétres ayant une existence statistique (p € ]0;1[ et o1 et o2 positifs ). Dans le cas ou
il y aurait plusieurs ensembles de solutions ayant une existence statistique, il est intéressant de vérifier le degré de
conformité des parameétres avec la sixiéme équation de moments, au moyen d’un test & déterminer.
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Signalons, aussi, que dans le cas ot M$ =0,

P, (X) =8X" +28ks X7 + 30k2X° + 6kZX* + 9k} X3

et P, n’a pas de racine strictement positive si k4 > 0, ce qui correspond, d’aprés [Cohen67], au cas ou les moyennes
sont égales.

8.3.2 Cas ou les variances sont les mémes.

Il n’est pas nécessaire, & en juger par le calcul du jacobien, de distinguer ce cas. Cependant, les calculs sont
beaucoup plus simples et les variances seront réellement égales dans les applications, alors qu’elles varient légérement
si 'on reste dans le cas général. Enfin, on s’affranchit, de I'interrogation sur le signe de o’.

Si I’on travaille, donc, sur un mélange de deux normales dont les variances sont les mémes, o/ = 0 et le systéme
[8.25] devient :

px%-i-(l—p)x%:()
pri+ (1 —p)as=Ms—o
S = 8.36
102 =\ g 4 (1— p) o = M 550
pri + (1 —p)as = M — 60 (pf + (1 — p) 23) — 30°
ou encore
pr1+(1—p)xe=0
_ c _
=My —o [8.37]

1 (1)
Sin2 = prt El —p;m
(1-p)

Des trois premiéres équations on tire, comme précédemment :

VA — o) + M2 + M)

b= c 3 c2 ’
24/4 (Mg —o)” + M
(& 3 C C
AL o) Mg g

By = Mi—sgn(Msg) 3 (M5 — o)

VAMS — o) + M52 + M)

V(M — o) + M2 + | M|
et uy = My + sgn(Ms). (MS§ — o).

VA (M5 — o) + M2 — | M|

SiM§=0,onap= % les parametres uq et py ont des roles symétriques et ’on choisira, par exemple, p; < py. La
quatriéme équation devient :

M52 =2(M§ — 0)® + ka (M5 — o).

L’inversion du systéme, dans ce cas particulier, se raméne & la recherche des racines positives du polynome :

Pvarégales (X) = 2X3 + k'4X — M§2
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L’étude de la dérivée du polynome et le fait que Pygrégaies (0) < 0 montrent qu’il n’y a qu’une seule racine positive
(ou nulle) pour ce polynome.

8.3.3 Discussion dans le cas : |71 — 23| = (6\/6 — 9) 14 Vo1 — o9l

Il est intéressant de remarquer qu’aucun probléme n’apparait dans ce cas, lors de la résolution du systéme, ce qui
explique pourquoi Pearson et al. ne le mentionnent pas. En effet, si le fait de prendre x; # z2 autorise la division
par (x1 — x2), qui est nécessaire a I'inversion du systéme par une méthode de substitution, il n’y a pas de nécessité
similaire faisant intervenir la variété V5. La solution doit donc étre donnée par I'une des racines du polynome P, .

Restriction de la problématique.

Ce cas regroupe aussi bien des mélanges unimodaux que bimodaux et ’explication du phénoméne n’est pas a
chercher dans cette voie. La figure F1a. 1.2 montre les deux cas.

& 4 & 4

OFMN(009,.15]+03M-1.1] 0FM[-056,.3]+03M[-3.05]

F1G.1I1.2. - MELANGE UNIMODAL ET MELANGE BIMODAL POUR V2 (EN MAUVE).

Commengons par remarquer que les quadruplets (z1, a2, 01,02) vérifiant
1/4
|x1 — 2] = (6\/6—9) Vo1 = o,
ne sont pas tous des quadruplets de parameétres. FEn effet, x; et x5 étants de signes contraires,

|71 — 22| = 21| + [22].

Comme |x1| > 0 et |x2| > 0, on aura nécessairement :

1/4 1/4
|x1|<(6\/6—9> Vo1 — o] et |x2|<(6\/6—9> Vo1 — ol
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Racine double.

Il s’avere que si 'on se place sur la variété Vs, le polynome P, admet une racine double positive, qui est celle
permettant d’estimer les parameétres. Commencgons par exprimer, grace aux équations du systéme, k4, k5 et MS
en fonction de x1, x2, 01 et 0. En fait, P, s’exprime en fonction de x1 + xo, 1 — 22 et de la différence o1 — 0.
Posons donc :

S = I'1+Z'2,
D = T, — T2
et Z = o1 —o09.

Il vient alors :

(D—-8)(D+ S)(DS+32)

Mg =
s 4D ’
o= - (D — S)(D+ S)(D* - 3(D2S? + 4DSZ + 22?))
8D?
‘L (D — S)(D + S)(2D*S — 3D?S3 + 5D3Z — 15DS?Z — 158 Z?)
e = -
° 4D?
et
M —2048 DS X8 T
—512 D% (D? — §2) X7
+256 D* (D? - S?%) (3 D*—10 D2 2 —42 D S Z —21 7Z?) X6
+64 D* (D2 —52)?(3D* —7D? S2 —24 D S Z + 6 22) X®
_8D? (D? - 52)° D* (9D* —166D?S? + 2655%) — 168D? (5025 —135%) Z | (4
—24D? (38D? — 23352%) Z2 +4320DSZ3 + 54024
x) D2 S2 _4X D* (9D§ +(165D4432 - 7327D2254 + Gi;SG)
P(X)=——— 2m2 a2 +48D38 (21D* — 138D252 + 13758%) Z 3
1024D° —2D% (D - 57) +12D? (135D — 1704D28? + 20895%) 22 X
—576DS (42D% — 675%) Z3 + 108 (—69D?% + 16952) Z4
D*(21D* — 254D?S? 4 3175%)
+(D? - 82)3(D S +3 2)? +24D38(—49D?% 495 S2) Z X2
+12D?(—93 D? + 37952)Z? 4 1584DSZ3 — 10824
+8 (D% - 52)* (DS +32)* (2D* — 5D252 — 18DSZ — 322) X
+2(D?% — §2)5(DS + 32)8 ]

On sait alors, d’apres [8.32], que

DQ_SQ

—TL1L2 = 1

doit étre racine du polynéme P,, ce qui est confirmé par la factorisation du terme
D? - §? —4X
dans I’écriture du polynome.

Pour savoir quand le polynéme admet une racine double en —xqxo, il faut examiner le reste de la division
polynomiale de P, (X) par

1
(X + 2122)% = G (x-D*+ 52)%,

Ftude du systéme des cing premieres équations de moments centrés.



92 8.8 Inversion algébrique du systéme.

et voir quand il s’annule. Ce reste est :

(D—5)° (D4 8)5(D? - 5% -4 X)
4096 D6

(D*+6 DS Z+27 7% (D®+18 D* 7> — 135 Z*%) .

Fy Fy

r=—

Le premier facteur (Fj) de ce produit ne s’annule jamais. Le deuxiéme facteur (Fy) apparait aussi lors de la
factorisation du jacobien. Il correspond au cas que nous étudions et nous permet de confirmer le fait que, si I'on
se place sur la variété V5, le reste r s’annule et la racine de P,, permettant d’estimer les parameétres, est double. 1l
apparait aussi que c’est le seul endroit ol cela peut se produire.

Représentation graphique.

Pour un Z fixé, il est possible de représenter graphiquement 'intersection entre P, et la variété annulant le
jacobien. La représentation graphique résumera les différents dévelopements que nous venons de faire. Supposons
pour cela, sans perte de généralité, que x1 > 0 et donc, sur Vs,

T = (6\/6— 9)1/4 \/m-l-xz.

On injecte ce résultat dans expression de P, utilisée ci-dessus, et pour un Zj fixé, on fait varier X sur les valeurs

positives et x5 entre 0 et — (6\/6 — 9)1/4 V/|Zo|. La figure F1G.11.3 montre 'allure de la surface pour Z = 1 (les
polynomes sont paralléles aux lignes jaunes), et la figure F1G. I1.4 souligne I’endroit des racines doubles (en rouge).

Surface de PeX) pour Z2=1 et w3 =:-c;+|I 2 |:—2 + 2 -'\ui'E:I
+

Fo X

Fi1G.11.3. -

Comme on peut le constater, dans les deux exemples qui suivent, si ’on se place sur la variété ou le jacobien
s’annule, I’estimation, par le polynome P, est adaptée.
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Surface de P (X)) pour E2=1 et w3 =:-c;+|I 2 |:—2 + & WFE:I

Fic.11.4. -

8.3.4 Conclusion.

Grace au théoréeme des fonctions implicites nous avons montré ’existence et 1'unicité locales des solutions, en
dehors des variétés Vi et V5.

Nous avons établi d'une part que le probléme n’a pas de solution pour la variété Vi, puisqu’il n'y a pas assez
d’équations pour le nombre d’inconnues. Notons qu’'une étude numérique du comportement du systéme pour x; et
xo trés proches, permettra d’observer d’éventuelles dégénérescences des résultats.

D’autre part, nous avons identifié les effets des parameétres, lorsqu’ils appartiennent & la variété Vs, sur le
comportement du polynéme, dont la racine permettant d’inverser le systéme est double. Il n’y a donc, pas d’im-
possibilité a inverser le systéme sur V5. Notons cependant, qu’'un ensemble de moments empiriques entrainant un
“décalage” du polynoéme, peut conduire a deux racines trés proches générant deux jeux de parameétres presque
identiques ou méme a la disparition de la racine, ce qui interdirait I'inversion du systéme

Les exemples suivants illustrent la fiabilité de la méthode dans I'inversion théorique des cas favorables ainsi que
dans les cas problématiques.

8.4 Exemples d’inversion du systéme.

Dans les exemples suivants, les calculs sont effectués avec une précision de 1000 chiffres significatifs et les racines
des différents polynomes sont calculées avec une précision de 50000 chiffres significatifs.
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Le test que nous présenterons avec la sixiéme équation est le rapport :

p (15 03+45 of 23+15 oy ai+af) + (1 —p) (1502 23+45 03 x3+1505+ 2§) —M§
2M¢

Ts=

)

ou le numérateur est calculé avec les paramétres obtenus par inversion du systéme et le dénominateur est calculé
avec les parameétres connus initialement. Ty doit, donc, étre “proche” de 0 (égal & 0 dans les études théoriques),
et s’'il y a plusieurs ensembles de solutions acceptables, issus de l'inversion du systéme, nous choisirons celui qui
donnera le rapport le plus proche de 0. De méme, nous pourrons utiliser, pour évaluer les éventuels candidats
solution obtenus avec Pyarégates, I'équivalent T5 de Ty avec la cinquieme équation,

p (af +10012F +150%21) + (1 = p) (23 + 100223 + 1503x2) — Mg
2M¢

Ty=

Les commentaires que nous faisons dans les paragraphes suivants se rapportent aux différents exemples proposés
en annexe, et dont nous présentons les tableaux récapitulatifs.

8.4.1 Cas général (éloigné des poles du jacobien).

Nous faisons référence a ’annexe 1. Le polynéme admet deux racines positives Ry et Ry, dont seule la seconde
donne un ensemble de paramétres qui soit une solution appartenant au domaine de définition des distributions
normales. Le test Tg est nul pour cet ensemble de solutions, qui est effectivement celui que nous espérions.

8.4.2 Cas ol 01 = 0y (éloigné des podles du jacobien).

Sip#0.5.

Nous faisons référence a ’annexe 2. Le polynéme P, a deux racines positives, R; et Rs, ce qui offre deux
possibilités d’ensembles solutions au probléme des moments. Le systéme &; inversé par R; donne un ensemble
n’ayant pas d’existence dans ’ensemble des parameétres. L’inversion par R, donne un ensemble qui est celui que
nous espérions en inversant notre systéme par le polynéme P,.

En inversant le systéme &1 par 'unique racine positive de Pyqrégales On obtient, aussi, I'inversion exacte du
systéme. Les deux méthodes conviennent a l'inversion du systéme.

Sip=0.5.

Nous faisons référence a ’annexe 3. Nous nous plagons, ici, dans le cas d’une distribution de mélange symétrique.
C’est le cas particulier ou MY et ¢’ sont simultanément nuls. Moyennant quelques précautions dans I'utilisation
de la méthode par P,, les résultats sont ceux auxquels nous pouvons nous attendre. En effet, le polyndéme a deux
racines positives, dont une est une racine double, qui donnent toutes les deux un ensemble de paramétres acceptables
pour un mélange de distributions normales. Le test Ty permet toutefois de trancher en faveur de ’ensemble des
paramétres théoriques. La différence entre les deux ensembles de parameétres ne peut se faire que sur le moment
d’ordre 6. Il faut, de plus, remarquer que le test donne, pour ’ensemble issu de la racine double du polynéme, un
résultat suffisament proche de zéro, pour qu’il puisse générer des sources d’erreur dans les études empiriques.

La racine positive de Pyqrégales engendre ’ensemble de parameétres attendu qui est, évidemment, en accord avec
les deux tests.
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Les deux méthodes conviennent & la recherche des solutions du probléme des moments et il n’est pas nécessaire,
théoriquement, de distinguer les méthodes. Il sera, cependant, utile de vérifier que I'inversion par les racines de P,
n’est pas source d’erreur lors de la phase “appliquée” d’estimation des parameétres d’un échantillon de mélange.

8.4.3 Cas ou les variables appartiennent a la variété V.

La seule précaution est de choisir x; et x5 de signes opposés et appartenant au domaine de restriction décrit
plus haut. Comme le montrait ’étude théorique, la racine permettant d’inverser le systéme, dans le cas présenté
en annexe 4, est double. L’inversion donne deux ensembles de parameétres identiques, qui sont ceux recherchés.

Si l'on se place au voisinage de cette variété, et nous faisons, alors, référence & I'annexe 5, on obtient deux
racines positives, certes distinctes, mais toutefois trés proches, et qui engendrent deux ensembles de paramétres
acceptables et quasiment équivalents. L’inversion théorique de &1 permet d’aboutir & une différence au niveau du
test, mais la valeur du test de l’ensemble rejeté est pourtant de I'ordre de 7 x 10~7. Nous confirmons, ainsi, la
possibilité de défaillance de l'inversion du systéme dans le cadre d’un échantillon.

Le probléme apparu lors du calcul du jacobien n’empéche pas l'inversion du systéme pour des parameétres
appartenant a la variété V5, mais laisse présager des difficultés lors du passage & une utilisation de la méthode pour
I’estimation des parameétres.

8.4.4 Cas ou x; et x, sont proches (voisinage de V7).

Le cas ou les moyennes sont égales est résolu par la méthode de Pearson. Le comportement au voisinage de V7,
qui n’est pas couvert par ce sous exemple particulier, mérite d’étre abordé ici.

Moyennes proches variances éloignées.

Nous faisons référence a 'annexe 6. Méme si les racines de P, sont trés rapprochées, une seule génére une
solution statistiquement acceptable au probléme des moments.

Moyennes et variances proches.

Dans le cas présenté en annexe 7, les deux distributions composant le mélange sont trés proches I'une de 'autre.
Le fait de travailler avec les moments théoriques permet d’isoler clairement 'une des deux solutions statistiquement
acceptables aprés inversion. Cependant, comme nous ’avons remarqué dans d’autres cas, 1'utilisation de cette
méthode risque d’étre problématique dans une démarche d’estimation.
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8.4.5 Conclusion.

Dans le cadre d’'un mélange de deux distributions normales, I'inversion du systéme des cinq premiéres équations
de moments a des lacunes. Il est impossible d’avoir recours & une méthode de type Newton-Raphson, & cause des
effets indésirables liés a Dinitialisation. L’utilisation des polynomes P, (ou Ppearson) €st & faire avec précaution,
et nécessite 'appui de la sixiéme équation de moments pour éliminer certaines solutions du systéme.

Comme nous sommes amenés & avoir recours a la sixiéme équation de moments, que ce soit dans le cas ou les
moyennes sont les mémes (exemple de Pearson), ou pour choisir 1'une des solutions quand plusieurs sont valables,
nous proposons de remplacer I'une des équations du systéme [8.25] par cette sixiéme équation. Etant donnée la
méthode utilisée pour inverser le systéme &1, si nous remplagons la cinquiéme équation, les quatre premiéres étapes
de la résolution seront communes, et il suffira de substituer les résultats obtenus, lors de ces étapes, dans la sixiéme
équation. Ce choix permettra notamment de supprimer le probléme lié a ’égalité des moyennes (variété V7).

Cette idée est développée dans le chapitre suivant.
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INVERSION DE S1POUR DES MOMENTS THEORIQUES

Moyenne F1 | Variance F1 p Moyenne F2 | Variance F2 racines >0 acceptable Test T6 Commentaires
Annexe 1 5.0 3.0 0.6 1.0 1.0 0.54761436 non
3.84 oui 0.0
1.0 1.0 0.7 3.0 1.0 0.26803419 non
Annexe 2 0.84 oui 0.0
1.0 1.0 0.7 3.0 1.0 0.84 oui 0.0 On a aussi T5=0.0
1.0 1.0 0.5 2.0 1.0 0.25 oui 0.0
Annexe 3 0.43301270 oui 0.066876 _|Cette racine double n'est pas celle
0.43301270 oui 0.066876 Jqui permet l'inversion.
1.0 1.0 0.5 2.0 1.0 0.25 oui 0.0 T5 n'est pas calculable
Annexe 4 2.092434442 -0.092434442 1.19341301 oui 0.0 Cette racine double caractérise V2.
1.19341301 oui 0.0
Annexe 5 EHHEH 1.19341522 oui 7.36E-7 Les deux racines sont proches
1.19343486 oui 0.0 Les deux tests aussi.
Annexe 6 2.4E-7 oui 0.0
5.57893E-7 non
amexe7 | 1000t | noon | 06 | 10 [ 10 ][ 24k oui 00
5.57898E-9 oui 6.12E-10
Légende :

Paramétres théoriques :

Parametres calculés :

I
L]

Racine choisie pour l'inversion :

Paramétres issus de Pvarégales :

il

Fic.IL.5. -
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Etude du systéme formé des quatre premiéres et
de la sixiéme equations de moments centrés.

Nous nous proposons dans cette partie de remédier aux problémes de I'utilisation des polynomes Ppegrson €t
P, dans le voisinage des variétés annulant le jacobien Ji, voisinage dans lequel nous sommes confrontés a des

problémes d’unicité et méme d’existence des solutions. Pour cela, considérons le systéme :

0=px1+(1—p)as

Mg = pat + (1 —p)a3 + (po1 + (1 = p) 02)

Mg = pxi + (1 —p)a3 + 3 (porz1 + (1 - p) o222)
Mg :px‘ff (1—p)as + 6 (po*w% +(1-p) Uzz%) +3 (pU% +(1-p) a%)
M§=pa$S+(1—p)as+15 (p(n i+ (1-p) 02x3)+45 (pa%x%+ (1—p) o3 23
+15 (poi + (1 -p) o3)

CP)

ol la cinquieme équation de &; a été remplacée par la sixiéme équation des moments centrés.

[9.38]

Afin de montrer que ce systéme permet de pallier aux problémes soulevés par [8.25] étudions son jacobien.

9.1 Existence et unicité des solutions.

Le jacobien Js associé au systéme Gs est :

p 1-p T1 — T2 0
2px1 2(1 — p)z2 2401 — 23 — 02 D
3p(:c§ +o01) 3(1— p)(a:% +02) 3 4+ 30121 — 25 — 30212 3pxy
Jo = z} + 6012% + 302
2 4p(x? + 3o121) 4(1 — p)(z3 + 30222) —1;1:% N 610219U5 - 3105 6p(z3 + o1)
x5 + 100123 x5 + 100223 2§ + 150121 + 450222 + o 15p(ac411+
6 2 6(1 —p) 2 .6 4 2.2 3 2 2
+1501I171 +150’2x2 Ty 150’21}2 450’21}2 09 60’1(171 + 301)

0

1-p

3(1 —p)z2

6(1 — p)(z3 + 02)

15(1 — p)(z5+
60213 + 303)
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aprés avoir factorisé p dans les premieére et quatriéme colonnes, et (1 — p) dans les deuxiéme et cinquiéme
colonnes, le calcul du jacobien donne :

210 — 8xxo + 272803 — 4827 a3 + 422823 — 422728 + 4832 — 272228 + 8wy 2 — 210
+32801 — 2422001 + 84282201 — 168232301 + 210277501 — 168732501 + 8472250,
—24x1 2801 + 32501 + 182807 — 72252907 + 90z1230% — 90x3 2502 + T2312502
—18250% + 302103 — 120232903 + 18023230% — 120212303 + 302503 — 1352307%
+1352307 — 45035 — 32509 + 240 w909 — 84282305 + 168230309 — 210xi 500
+168xi”x302 — 843:%3:802 + 243:13:502 — 33:302 — 361:?0102 + 1443:?@0102
7180z%x30102 + 180x%x§0102 — 144:611’30102 + 36x30102 — 90:6‘110%02 + 360x?z20%02
—540z3130%09 + 36011250202 — W0x30309 + 540220309 — 540230309 + 2250 02
+182803 — 72251903 + 9012303 — 9023 x503 + T2x12503 — 182503 + 90270103
—360x3x90103% + 54023250103 — 36021230103 + 90250103 — 810230203 + 8102302073
—4500303 — 30z103 + 120232003 — 180232303 + 1202123035 — 302403 + 540230103
—540230103 + 4500303 — 1352205 + 1352305 — 22501 0% + 4503

Jo = 3(—1 + p)?p?

que 'on peut factoriser en :

_ 2 9 (ZL’l — 1’2)9(561 + LCQ) + 3(.%1 — x2)8(01 — 0'2) + 18(1’1 — 1'2)5(1'1 + 1’2)(01 — 0'2)2
J2 - _3(1 —p) p |: +30(£C1 — £C2)4(0'1 — 0'2)3 — 135(1’1 + 1’2)(1’1 — ZL’Q)(O'l — 0'2)4 — 45(0’1 — 0’2)5) :| ’

ou encore, en posant Z = o1 — 0y

457° + 135($1 + l‘g)(l’l — ZL’Q)Z4 — 30(ZE1 — 2172)4Z3 — 18(1‘1 — $2)5(£E1 + ZEQ)Zz :|

Jo = 3(1 - p)*p? { —3(z1 — 22)3Z — (21 — 22)° (21 + 72)

Remarquons dés maintenant que ce déterminant admet au moins un pole, puisqu’il est sous forme d’un polynéme
de degré impair en Z.
Il est possible d’ordonner le jacobien sous une autre forme plus instructive:
F3
3Z [(.’L’l — 2172)8 + 10(561 — ZE2)4Z2 — 15Z4J
+ (561 + .’ﬂg)(l’l - 1’2) [(1’1 - 1’2)8 + 18(.%1 - 1'2)4Z - 135Z4]

Fy

Jo = 3(1 — p)*p? [9.39]

1/4 .
Le second terme, Fy, s’annule pour |x1| = |z2| et pour |1 — 25| = (6\/6 -9) / v/|Z|. Les variétés sur lesquelles

le jacobien J; s’annule étant caractérisées par x1 = x2 et |x; — x| = (6\/67 9)1/4 \/m, le terme Fy de [9.39]
s’annule sur les variétés annulant J;. Regardons si le terme Fj s’annule pour ces mémes jeux de paramétres.

Le cas particulier ot z1 = x2 = 0, qui correspond au cas du systéme inversé pour la méthode de Pearson avec
les moyennes égales, s’écrit sous la forme :

Jo = —135(1 — p)*p*Z°.

Il ne s’annule que pour Z = o1 — 02 = 0, correspondant au cas ot les deux distributions normales sont les mémes,
qui n’entre plus dans I’étude des paramétres des distributions de mélange.
Si I'on se place sur V5

x1 — o] = (6\/6—9)1/4 \/m,
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[9.39] devient

Jo = 9(1 — p)2p22° [(6\/6 . 9)2 +10 (6\/6 - 9) - 15} ,

qui ne s’annule que lorsque Z = 0, c’est & dire lorsque les deux distributions normales composant le mélange sont
identiques. Ce déterminant ne s’annule donc pas pour les mémes valeurs que J;. Le systéme devrait permettre
d’obtenir des solutions dans les cas posant, précédemment, un probléme.

Le terme Fy de [9.39] s’annule encore si x1 = —x9 # 0, qui n’est pas un cas de nullité recensé pour J;. Dans ce
cas on aura:

Jo = 9(1 — p)?p*Z [2562:° + 1602, Z* — 152"] . [9.40]
Le discriminant de [9.40] considéré comme un polynéome en Z2 étant :

Ay, = 2560021% + 153602, ® = 409602,° > 0,

on peut factoriser [9.40] en:

—160 — 1/40960) x1* —160 + /40960) 214
Jo = —135(1-p)*p*Z || Z° + ( ) Z*+ ( - Jan ,
30 30
16 (5 + 2v/10) o * 16 (24/10 — 5) o *
= —135(1—-p)*p*Z || Z° - ( )z 77 + (V10 —5) :
15 15
5+ 210 5+ 210
= —135(1—p)?p*Z | |Z] -4 (1—5\/_):612 |Z| +4 %xﬂ X [9.41]
g2 4 18 (2v10 - 5) a1 *
15 ’
Si Z = 0, comme nous étudions le cas ot x1 = —x2 # 0 (ce qui est équivalent & p = 0.5), nous nous plagons dans
le cas symétrique ol
gy = 02
etp = 0.5.

ce qui définit une sous-variété Vs, de R2xR*? x [0.5;1]

V3 - {(331»552;01,(72727) ,01 =02,P = 0.5,1‘1 = —T2 7é 0}7

sur laquelle J3 est nul. Ce cas de nullité de J; est, a priori, couvert par le sous cas du premier systéme des moments
ou les variances sont égales.

[9.41] définit une autres variété sur laquelle J; s’annule. Il s’agit de la sous-variété V4, de R2xR*? x [0.5; 1]
définies par :

(5 +2V10)

R z12etp=0.5

Vsl = ($1a$2;01,027p)7|01 —U2| =4
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Puisque 'on sait que les deux déterminants ne sont pas simultanément nuls, on peut se placer, désormais, hors
des variétés annulant J; (ce qui assure que 135X224 — 18 X622 — X19 £ 0). Le jacobien J, peut se factoriser.
En effet, si 'on s’appercoit que

x1+ 22 = (1—2p) (21 — 22)

et que l’on pose

X = (561 — $2),
I’équation
Iy — 3(1 . )2 2 45Z5 + 135(561 + LCQ)(I’l — 1’2)24 — 30(1’1 — :L’2)4Z3 — 18(561 — LCQ)S(ZL'l + IL'Q)ZQ
2 p)p —3(1}1 — LEQ)SZ — (CL‘l - 1‘2)9(1‘1 + .1‘2)
devient

Jy =3(1—p)?p® [452° — 3X®Z — 30X"Z% + (1 — 2p) X (135X 2" — 18X° 2% — X7)],
que I'on peut factoriser sous la forme d’un polynéme en p, puisque 135X274 — 18X67% — X110 £ .
Jo = —6X*(1352" —18X"'Z* — X®) (1 — p)*p” x

B 457°% —3X87 —30X423 +135X224 —18X62%2 — x10
P 2 (135X 274 — 18X022 — X10) ’

1 3Z(152* —10X*Z* — X8)
= —6X%(1352% —18X*Z2 - X8 (1 —p)*p* |p— | =
( JA=pPP" P = | 5+ 55 (13527 — 18X 122 — X°¥)

Comme

(5 + 2/10) (5 +2v10)

157 —10X*2% — X% = Z| — X2 7z X2
5 0 |Z| T |Z| + e X
<22 L 16(2VT0-5) x14>
15 ’

la sous-variété Vi, de RZxR™ x [0.5;1] :

3(0170’2)(15(01702)4710(‘%1 7z2)4(01*02)2*($1*$2)8)
(.’L‘l—.’132)2(135(01—0'2)4—18(.’121—.’172)4(0'1 —02)2—(561—562)8)

_ (1
(z1,22,01,02,p) ,p = (5 +3

Vi =
et (1 — 12)?2 (135 (o1 — 02)4 — 18(w1 — w2)* (01 — 02)2 — (71 — 932)8) #0

contient la variété V3 issue du sous-cas ol 01 = o9 et p = 0.5, ainsi que la sous-variété V3, puisque cela correspond
a la sous variété sur laquelle X = 2z; # 0 et p = 0.5 qui appartient bien a Vj.

THEOREME 9.1: Le jacobien Jo est nul si et seulement si (x1,x2,01,092,p) € Vi dont Uintersection avec V4 U Va
est nulle, par définition méme de Vy.

11 ne nous reste qu’a inverser le systéme [9.38] afin de pallier aux lacunes du précédent systéme des moments.

Ftude du systéme formé des quatre premiéres et de la sixiéme equations de moments centrés.



9.2 Inversion algébrique du systéme. 103

9.2 Inversion algébrique du systéme.

Considérons le systéme des équations des moments du mélange de deux distributions normales N (py,07) et
N (p2,03), en fonction des moments centrés Mg, Mg, Mg et Mg. Ce systéme s’écrit, comme nous I'avons signalé
plus haut :

0=pxi+ (1 —p)as

Mg = paf + (1 - ) 54 (po1+ (1 —p)oz)
Mg:pr+(17 )£E2+3(p0'1$1+(1* ) 02 ) [942}
Mg =pat+(1— )1324‘6(27‘71331 (1-p) 21’)4‘3(}701 (1-p) 2) . )
M§=pal+(1—-p)a§+15 (por 2t + (1—p)oga3) +45 (pof 27+ (1 —p) o3 a3)

+15 (po} + (1-p) o3)

S2

9.2.1 Siz; = 2.

Nous nous ramenons au systéme donnant, dans I’étude de Pearson la solution au probléme du mélange de deux
distributions de moyennes égales. Il s’agit du cas o M5 =0et kg >0

9.2.2 Si I 7& 9.

Nous pouvons, comme précédemment, effectuer le changement de variable, lorsque x1 — xo # 0, :

o' —oxy
01 = —_—
p(z1 — x2)
o' —oxq
et o9

(1=p)(z2 = 21)’

pour obtenir le systéme :

pri+(1—p)e2=0
pri+ (1 —p)ag = Mg — 30’ 2

3((o") +o?(pel+(1—-p)a3
pri+ (1 —p)ag = Mi -6 (o' (v1 +22) — ow122) — ()" o 2)

p(1—p)(z1—z2)*
Sy = (p:rgi +(1-p) :vg) (:Elxg) =-15 (£C11'2)2 [O'/ (x1 + x2) ((:L’l + :EQ)2 — 2x2x1)} . [9.43]

—-15 (x1x2)2 [O‘:L‘ll'g ((1'1 + 1'2)2 — :L‘lxg)} + (m1x2)2 Mg
+45x1 29 [0’2 (21 + 22)° — 2oy ) — 20 01 20(21 + T2) + (0'3)1332)2:|

—15 (21 —22) [(1 = 2p) 0’ + (30"20 - U3x1z2) {%H

Les calculs pour obtenir la derniére équation sont détaillés ici :

/ /
64 (1—p1a® = ME—15 o' — oy i (o —om 4
pry+ (1 —p)zy 6 @ —m) T @ =) Zg
(o/ — Ux2)2 (o' — a:vl)Q
—45 ( x} + 3

pler—a2)’ ' (1—p) (22— 21)°
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(o' — a:rg)s (o' — awl)s )
—15 — ,
<P2 (01 —22)°  (1=p)* (&1 —22)°

puis :
’ (o4 _ 4 3_ .3
i+ (1—p)xg = Ms—15
pry + (1 —p)a; 6 ( (1 — 22)
45 (1=p)(0'x) — ox129)” + p (0'xy — oa12)°
p(1=p)(x1—22)°
15 (1—10)2 (UI—0$2)3—P2 (01_0551)3
p? (1= p)* (21 — 22)° ,
donc :
prl + (1 —p)as = Mg — 15 (O'/ (:vg’ + iz + xox? + :vi’) — oX1T2 (x% + x120 + x%) )
45
+— ( o ((1 = p) & + pa3) — 20 cxy@a(w1 + a2) + (O'CC1£L’2)2)
122
15 —
_(:U]‘—;L‘Q) |: (1 _p)2 |:0_/3 _ 30_/20_:1;2 4 30_1 (0_:1;2)2 _ (0'332)3:”
(z122)
15 —
LB ;CQ) [ —p? [0'3 — 30”021 + 30" (011)* — (le)SH ,
(z172)
c’est a dire :
(pz$ + (1 —p) 29) (z132)> = —15 (z122)° (U' (z1 + z2) ((ml +35)% — 2:823:1) )
—15 (.’E1$2)2 (—0'£C1.’E2 ((.’El + ZL’2)2 - .’[1$2) )
+45x1 x5 ( o'? ((1 —p)at —I—pmg) —20'ox1ma(T1 + T2) + (03311‘2)2)
15 (e —22) [(1 = 2p) 0" + 3070 [pa1 — (1 - p)* 22|
—15 (21 — z2) [—30’02 [pr% —(1-p)? x%} + 03 [pri’ —(1-p)? x%“
+ ($1ZE2)2 Mg
Comme :
pQ-T? - (1 - p)2 x% = —I12 (p2$1 - (1 - p)2 332> >
pPai—(1—-p)°a3 = 0
—(1—2p) z129
et pPr1 — (1—p)’ae = (—,
p 1 — ( p)” w2 (@1 + 22)
on a enfin :
(pz§ + (1 —p)29) (z172)° = +45z119 [ o’ ((ml +a5)% — x2x1> — 20’ ocx1m9(T1 + T2) + (lexg)z]
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—150" (z1z2)2 (x1 + x2) ((ZEl + z2)2 — 2x2z1)
+15 (331332)3 o ((a:l + a:g)2 — a:lxg) + (1‘11}2)2 M

—15 (21 — 22) [(1 —2p) 0 + (30”0 — oPw1) [%” .

Les quatre premiéres équations de &/, étant les mémes que celles de &/, on tire, comme plus haut :

VA — o) + (05 —30/)" + |15 — 30

p = :
21/4(Ms — 0)? + (Mg — 30")?
\/4 (Mg — 0)® + (Mg — 30")% — | Mg — 307
wy = My —sgn(Ms— (M§ — o)
\/4 My — 0)? + (M — 30")> + | Mg — 307
4(M§ — 0)® 4+ (MS — 30")? + | MS — 30|
et uy = M+ sgn(Ms—30"). \/ 2 i > (

2 J) )
VAWM — 0)* + (Mg — 30")? — | M — 30|

ainsi que :

L M5 (2(M5 = 0) + k) (M5 — o)
ov = 5 . [9.44]

11 suffit, désormais, de substituer ces résultats dans la derniére équation. Pour éclaicir le calcul, posons :

S = —15 (2172) (U/ (x1 + x2) ((ZEl + x2)° — 2x2z1> + ox12 ((xl +x9)° — 961562) ) ,
Sy = 45x1m9 ( o’ ((331 + 332)2 - 332.1‘1> — 20’0’%‘1.1‘2(%‘1 + x9) + (ax1x2)2> ,
: — (1 — 2p) v129
= —1 — 1—2 '3 2 _ 3 (
Ss 5 (1 — x2) {( p) o’ + (300 — o’ w112) [—(CIH ) H ,
Se = (paf+ (1 —p)a§ — Ms) (z132)",

et commencons les calculs:

Sy = —15 (z122)° (0’ (x1 + x2) ((a:l + 29)° — 23:23:1) — o129 ((a:l +x9)? — 331.1‘2) ) ,

Mg — 30"\ ( ( M§ —30"\?
= —150 (M{—o)* (=2 3 2 (MS —
o' (M3 U>(M§a><(M§cr +2(M5 - o)

Mg — 30"\ ?
1 Me — o) | [ =222 ME —

(M§ —0)S; = —150" (ME - 30") ((M§ —30")2 42 (M — 0)3)

—150 (M5 — o) 2 ((M§ - 30’)2 + (M5 — 0)3) ,
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= 150" (MS — 30") ((Mg ~ 30" + 2 (ME — o) 3)
+15 (M§ — 0) 3 (Mg — 30")* — 15 (Mg — 0)°
—15M5 (M5 — ) 2 (Mg — 30')° + (M5 — 0)°) ,

d’ou :
XS = —15 (a’ (ME — 30" ((M§ —30")? 42X 3) —x3 ((M§ —30")2 + X3) )
~15 MEX 2 ((M§ — 30" + X3) :
= —15 ((M§o' —30") (M§? — 6M50" + 90" +2X° ) — X * (Ms5* — 6Ms50’ 4+ 90" + X?))
—15 M5X * (M§* — 6M50" + 90" + X?)
XS; = —15 (M§P0' —6MS§* 0" + 9MSo"™ + 2M5X 30" — 3MS§P0™ + 18MSo" — 270" — 6X° o?)

—15 (=M$*X * +6X Mo’ — 9X %0 — X® + MyM5*X ?)
—15 (—6MsM5X %0’ + 9IM5X %" + M5X® ),
—15 (=270 +27TM§0"™ +3 (—3M5§% + —5X 3 + 3M5X %) 0”?)
—15 ((M5® —6MsM5X * +8X *M§) o' + (= X'+ M5X?® — M§*X + M§M5?) X ?),
—45 (—3M§* —5X 3+ 3M5X 2 —90%) 0% — 15 ( —X* + M§X? — M§$2X + M§M§?) X 2
—15 (M5® — 6MgM5X > +8X *MS +2TM50"%) o'

De méme pour Sy :

S4 = 45£C1Z'2 ( O'/2 ((.Tl + .TQ)Z - CCQZ'1> - 20'/0'.T1ZL'2(£C1 + CCQ) + (01'1562)2)
§ — 30’ ’ ZC — 0 ° ’ c / c 2
= —45(M§ — o) < o’ <(M3 3(]\4)20 jg\;[ ) ) + 20’0 (M§ —30") + (o (M5 — o)) ) :
(M§ —0)Sy = —45 ( o ((M§ ~30")% 4 (MS — 0)3) — 20" (MS — o) (M — 30—’))

2
—45 (20'M5 (M5 — 0)? (M — 30") + (Mg — o) (f (M5 — o)* + Mg (M — 0)) ) ,
donc :

X8y = —45 (0'2 ((M§ —30')% + X3) — 20’ X3 (ME — 30’))

45 (2U'M5X2 (M — 30") + (X° — M5X2)2> ,

X5 —45 (M§%0" — 6M30™ + 90" + X30"* — 20’ M§X® + 6072 X7)
15 (20 MEMEX? — G0 MEX (X0~ M5X?)’)
= —45( (7X° - 6M5X? + M5?) 0" — 6M50™ + 90™)
45 (<2 (M5XP  MEMEX?) o'+ (60— MEX?)’)
—45 ((7X3 — 6MEX2 + MS2 +90™%) 02 — 2 (MEX® — MEMEX? + 3MS0’?) o)
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—45 (X* - M5 x?)”
Passons a S5 :

3= =151 —a2) [(1- ) + (3070 — oPamy) [~

(z1+ 22)

M2—a

‘M; — 30| 58 S (M5 — 30") (30'20 + 0% (M5 — o)) (M5 — 0)?
VA5 — o) + (Mg —307)? VA5 — o) + (M5 —307)?

VA (M5 — (Mg — 307)?
Sy = -—15 —sgn M3 —3cr

S5 = 15 (sgn (M5 —30") Mcl_ 0) [(— ’Mé: - 30/‘) o —sgn (M5 —30") (30/20' +0% (M5 — o)) (M5 — 0)2} ,
2
donc :
M§ —o

(M3 —0)S5 =15 [— (M5 —30") 0" — (30’2 (= (M5 — o) + M5) + (= (M5 — o) + M3)* (M5 — o)) (M3 — 0)2} :
c’est a dire :
XS5 = 15 [f (MS — 30") o™ — (30'2 (=X + Mg) + (- X + Mg)? X) X?] ,
= 15[ (M5 —30")0” — 30" (—X + M§) X? — (—X* 4+ 3M5X° — 3M5*X + M3*) X?],
et donc :
X85 =15 [-M§o™ — 30" (—X° + M§X? — ") + X® — 3M5X° + 3M5* X" — M§PX?] .

Enfin :

Se

(paf + (1 = p) 2§ — M) (w122)",

= |2l + (1= p)ad) (a3 +a3) + (@122)°| (wr2)® — M (122)°,

= :[(px% +(1-p)ad) ((a:1 o)’ - 2:61:102) - (xle)Q] ((xl Fa0)? - 2x1x2) + (;cle)?’} (z122)
Mg (2125)°

= [[(mo1m2) @1+ 22)° + 2(@0122)° = (@122)%] (@1 +22)° = 20022 ) + (0122)° ] (122)°

— Mg (w12)?,

= [(maw) (o + 22 + (@2)?] [+ 22)° (@0122)" = 2 (2122)° | + (@122)° = Mg (212"
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ou encore :

ME — 3¢’ 2

So = (% + (M — a>2> (a5 = 30" +2(M5 = 0)°) — (M5 — 0)° — Mg (M5 = 0)°,

2
(M§2 — 60" M5 + 90" + (M§ — o—)?’) (M§2 60" M5 + 907 + 2 (M — 0)3>
- Ms —o
(M5 -0) (M5 — o)’
M§ —o 6 Ms -0’
donc :
(M —0)Ss = (54M§2 2T (M — o) + 810’2> o — (18M§ (ME — o) + 12M$3 + 1080’2M§> o'

+ (M5 — 0)° + (3M5? — Mg) (M5 — 0)” + Mg?,
c’est a dire :
XS = (5A4MS? 4 27X° + 810"%) 0’ — (18M5X? + 12M5° + 10802 M) o’ + XO + (3M5* — M§) X° + MS*.
Rassemblons les quatre parties du calcul :

X(53+S4+S5—56)= 0

et donc :

0 = o 2(72X% — 90X2Ms — 36 M5 + 360 %) + o (12X M + 3MS> + 420" M)
+16X° — 30X M5 + (15M5% — 12M5% — M§) X® + 15X MSMS? + Ms*.

En posant kg = M§ — 15M{MS — 10M$? + 30MS3, le sixiéme cumulant du mélange :

0 = o2(72X% —90X2M§ — 36M5> + 360 2) + o’ (12X > Mg + 3M5> + 420" M)
+16X°% — 30X° Mg + (—15ks M5 — 22M$* — ke) X° + 15X> MSMS* + MS*.

Il est, alors, nécessaire de séparer deux cas :

12X°3M§ + 3M5? + 420 M§ = 0
ou 12X3M§ + 3M$> + 4202 M5 # 0,

or
12X3M§ + 3MS? 4+ 4207 M5 = 0
Mg (12X° +3M5% +420°) = 0&
M3 = 0car X > 0 par définition,
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Or, si M§ = 0, deux cas sont possible : Si M§ = 0 et k4 > 0, les moyennes sont égales et la résolution du systéme
peut étre menée différemment. Si M$ =0 et k4 < 0, on est dans le cas ot les variances sont égales et le systéme

se restreint aux quatre premiéres équations, systéme déja inversé dans le cas précédemment étudié.
Si MS #0,0na:

o o 2(—=T2X% + 90X 2MS + 36M5% — 360 %) — 16X + 30X° M5 + (15ka MS+22M 52 +kg) X° — 15X2 M5 M§? — Ms*

12X3 Ms+3M$3+420"2 Mg

et, d’apres [9.44] :

/
g

AXO 4+ 8X My + (ke + 2M5%) XP — kIX? — dkyM§? X + AM5!
B M (—2X3 — 7TXky + 10M$?) '

Il suffit alors de substituer ce résultat dans [9.44] :

6 (4 X0 +8kaX* + (2M$? + ko) X ° — K3X? — 4AM$2ka X + 4M5*)* = (M5? — (2X% + ka) X) (—2M5X® — TM5ka X + 10M5°)?

c’est a dire, aprés développement :

96X 4 384ks X0 + 8(6 kg + 13 M5?) X + 336k3 X + 12k4(8ke + 5MSH) X7
+6(—16k5 + kg + 4 ke M§* +22 M) X® — 6k3 (2ke + 4TMS*) X + 6ky (k3 — 2 (4ke M§> + 5MS5")) X*
+ (97K M§? + A8MS* (ke + TMS?)) X° — 141k3 M5  X? + 48 kg M5OX —4 Ms® = 0.

La résolution du systéme G, si M§ # 0, se raméne donc a la recherche des racines strictement positives du
polynome de degré 12 :

Py (X) = 96X"° +384ks X"+ 8(6 kg + 13 M§*) X" + 336K1X° + 12k (Ske + 5M5%) X7
+6(—16k3 + kZ + 4 kg M5 +22 M5 X® — 653 (2ke + 47M;?) X°
+6ka (k3 — 2 (4ho M52 + 5MST)) XU+ (97kG Ms? + 48MS™ (ke + TM?)) X°
— 141K M5 X% + 48 Ky MSSX — 4 M5,

Comme Pj3 (0) = —4 M$® < 0 et que P2 (X) X—+> 400, P12 a toujours au moins une racine strictement
—+400

positive.

9.3 Exemples d’inversion du systéme.

Dans les exemples suivants, les calculs sont effectués avec une précision de 1000 chiffres significatifs et les racines
des différents polynomes sont calculées avec une précision de 50000 chiffres significatifs.
Le test que nous présenterons avec la cinquiéme équation est le rapport T5 définit plus haut :

| (2} + 100123 + 150321) + (1 — p) (23 + 100223 + 150322) — ME
5— )
2M¢

ol le numérateur est calculé avec les paramétres obtenus par inversion du systéme et le dénominateur est calculé
avec les parameétres connus initialement. Ti doit étre “proche” de 0 (égal a 0 dans les études théoriques), et comme
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précédemment, s’il y a plusieurs ensembles de solutions acceptables, nous choisirons celui qui donnera le rapport
le plus proche de 0.

9.3.1 Cas général (éloigné des podles du jacobien).

Nous faisons référence a ’annexe 8. Le polynéme P;5 admet une seule racine positive r; qui donne un ensemble
de parameétres solution appartenant au domaine de définition des distributions normales. Le test Ty est nul pour
cet ensemble de solutions, qui est effectivement celui que nous espérions.

9.3.2 Cas ol 01 = 0y (éloigné des podles du jacobien).

Sip#0.5.

Nous faisons référence a 'annexe 9. Le polyndéme Pj5 a une seule racine positive, r1, ce qui permet d’éviter de
choisir entre plusieurs possibilités d’ensemble solution au probléme des moments.

Sip=0.5.

Nous faisons référence a ’annexe 10. C’est un cas particulier de la variété V4 posant probléme pour ce second
systéme. Nous constatons que le cas théorique est couvert par la méthode.

9.3.3 Cas ou les variables appartiennent a la variété V,.

Comme nous pouvions le prévoir aprés les calculs de jacobien, les calculs d’inversion, présentés en annexe 11,
sont menés sans probléme dans ce cas. Le polyndme Pjs n’a qu'une racine positive, ce qui montre que 1'utilisation
de ce polynome peut permettre de remédier & d’éventuelles défaillances du probléme classique des moments.

9.3.4 Cas ou x; et x, sont proches (voisinage de V7).

Le cas ou les moyennes sont égales est résolu par la méthode de Pearson. Le comportement au voisinage de V7,
qui n’est pas couvert par ce sous exemple particulier, mérite d’étre abordé ici.

Moyennes proches variance éloignées.

Il y a, dans ’exemple cité en annexe 12, trois racines positives & Pj5 qui ne donnent qu’une solution statistique
au probléme des moments. La différence entre les variances suffit a 'unicité statistique de la solution, mais comme
nous ’avions déja constaté pour P,, il n’y a pas unicité globale des solutions.

Moyennes et variances proches.

Nous faisons référence a I’annexe 13. Les trois racines de Pjo donnent cette fois deux solutions potentielles au
probléme des moments. Le cas des distributions de parameétres trés proches est moins aisé a inverser. Il peut, dans
ce cas, comme nous le signalions déja pour P,, y avoir des difficultés dans les inversions de systéme empiriques des
moments
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9.3 Ezemples d’inversion du syst

INVERSION DE S2 POUR DES MOMENTS THEORIQUES

Moyenne F1 _ Variance F1 _ p

_ Moyenne _um_ Variance _um_ _ racines >0 _ acceptable _

Test TS5 _

Commentaires
Annexe 8 5.0 3.0 0.6 1.0 1.0 3.84 oui 0.0
1.0 1.0 0.7 3.0 1.0 0.84 oui 0.0
Annexe 9
1.0 1.0 0.7 3:0 1.0 0.84 oui 0.0
1.0 1.0 0.5 2.0 1.0 0.25 oui incalculable L'inversion se fait sur V4
Annexe 10
1.0 1.0 0.5 2.0 1.0 0.25 oui incalculable
Annexe 11 2.092434442 -0.092434442 1.19341301 oui 0.0 Il n'y a qu'une seule racine sur V4
Annexe 12 9.05089E-8 non
2.4E-7 oui 0.0
6.53347E-7 non
Annexe 13 9.05117E-10 non
2.4E-9 oui 0.0
6.53359E-9 oui 0.03422
Légende :

Parameétres théoriques :

Paramétres calculés :

L1
L1

Racine choisie pour l'inversion :

Paramétres issus de Pvarégales :

Il

Fic.II.6.
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- CHAPITRE 10 -

Le probléme des moments dans le cas des
moments empiriques.

Afin d’illustrer les problémes que nous laissaient présager les inversions des systémes avec moments théoriques,
nous étendons ces inversion au cas de moments empiriques issus d’un échantillon de 100000 individus. Les racines
des polyndmes sont calculées avec une précision de 50000 chiffres, pour assurer, comme nous en avons montré la
nécessité plus haut, une précision suffisante.

Précisons, enfin, que ce chapitre n’est pas un chapitre d’estimation, & proprement parler, mais plustét une
collection d’exemples destinés & mettre au point une méthode originale d’estimation cumulant les deux systémes
des moments, et que nous présenterons dans le chapitre suivant. Nous cherchons, en fait, & nous faire une idée
empirique sur “I’épaisseur” du voisinage des variétés Vi et Vo pour lequel l'inversion du premier systéme des
moments ne donne pas une estimation fiable pour les moments empiriques, et doit étre suppléée par 'une des deux
autres méthodes. C ’est pourquoi nous présentons dans tous les cas, les résultats pour les polynémes P, et Pio,
et si nécessaire, ceux du polynome Pyqrsgaies- Les exemples suivants illustrent de fagon presque exhaustive les
différents cas de mélanges susceptibles d’étre étudiés, et nécessaire a 'optimisation du protocole d’estimation que
nous souhaitons développer.

10.1 Cas général (éloigné des poles du jacobien).

Ce cas de figure présenté en annexe 14, montre l'efficacité des deux méthodes pour un mélange ne devant
théoriquement pas poser probléme. Nous avons, par ailleurs, la confirmation que I’estimation par les cinq premiéres
équations est un peu plus précise que celle utilisant le remplaement de la cinquiéme par la sixiéme. Signalons, enfin,
que le test Ty est vérifié a deux milliemes pres.
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10.2 Cas intermédiaire.

Le cas d’un tel mélange ne semble pas particuliérement proche de I'une des variétés que nous avons identifiées
comme pouvant étre source d’erreur. Pourtant, I'utilisation de P, met en évidence une instabilité de la méthode
a cet endroit. Dans le premier des trois exemples présentés en annexe 15, 16 et 17, les ensembles de parameétres
obtenus par les deux méthodes sont équivalentes et proches de celles que nous attendons. Le test Ti remplit son
role dans la selection du bon ensemble de parameétres. Dans le second exemple, aucune des deux solutions issues
de P, ne s’approche de celle issue de Pjs. De plus, la solution désignée par le test Tg n’est pas celle qui semble
la plus raisonnablement proche des paramétres de simulation. Enfin, le dernier exemple, dans lequel P, n’a pas
de racine positive, confirme que l'on est apparemment trop proche d’une variété problématique (probalement V3),
pour pouvoir faire confiance a cette méthode.

10.3 Cas ou 01 = 05 (éloigné de V; ou Vy).

L’objectif de ce paragraphe est de montrer ’évolution de la qualité des estimations, lorsque, pour deux moyennes
théoriques fixées, on augmente les variances théoriques (en les maintenant égales). La distribution de mélange se
rapproche ainsi du cas symétrique, qui peut étre source d’erreur. De plus, la qualité de ’estimation des parameétres
est altérée, dans les estimations par FM ou IC'E, lorsque les variances théoriques sont grandes par rapport a la
différence des moyennes théoriques.

Nous fixerons, dans les exemples présentés dans les annexes 18 a 29, les deux moyennes théoriques a 1 et 5, et
les variances théoriques s’étaleront progressivement de 4 a 16, ce qui mettra en évidence une limite de la méthode.

Pour des variances théoriques égales 4 4, 5 et 6, (annexes 18 & 20), 'inversion par P, reste sensiblement de qualité
constante, alors que Pi2 donne des solutions qui se dégradent. Les inversions par Pygrégales €voluent globalement
comme celles par P,. Notons que pour les variances théoriques 5 et 6, les tests T5 et T préconisent de choisir les
solutions issues de Pyqrégaies-

A partir de variances théoriques égales a 7, (annexe 21 et 22), la qualité des résultats par P, se dégrade
légerement. Les résultats par Pjo peuvent étre trés bons (annexe 21) et parfois beaucoup moins bons (annexe 22).
C’est Pyarégales qui commence & donner les meilleurs résultats. Les tests pour la méthode par P> sont moins bons
que ceux de Pygrégates- P» donne de meilleurs tests, que Pygrégates, dans le second exemple.

Les choses se compliquent véritablement lorsque les variances théoriques sont égales a 8 (annexes 23 a 25). Les
tests pour les parameétres issus de Pygrégates SONt moins bons que ceux pour les deux autres méthodes, alors que les
solutions sont trés proches de celles espérées. La méthode par Pjo n’est plus du tout fiable et trois cas de figures
différents peuvent se produire dans l'utilisation de P,. En effet, alors que les tests sont toujours meilleurs que ceux
de Pyarégaies, I'inversion peut-étre bonne (annexe 23), mauvaise (annexe 24) ou méme étre faussée par un mauvais
choix d’aprés le test T (annexe 25).

Pour des variances théoriques supérieures, on constate encore ce type d’évolution. Dans les exemples ou les
variances théoriques sont égales a 16, (annexes 26 & 29), tous les cas sont possible. Les solutions issues de Pj3 ne
sont jamais satisfaisantes, alors que celles issues de Pyqrégales sont trés fiables. Le systéme classique des moments
donne des résultats parfois bons, parfois mauvais, qui ne sont, dans les quatre exemples, qu'une seule fois moins
adaptés a notre échantillon, que ceux donnés par Pyarégates, d’apres Ts.

En conclusion, & moins que I'on ne soit dans un cas simple, il faudrait trouver un moyen d’identifier le cas ou
les variances théoriques sont proches, pour pouvoir utiliser Pygrégaies-

Le probléme des moments dans le cas des moments empiriques.



115

ot w9 sont proches (voisinage de Vi ).

ol T €

10.4 Cas

CAS GENERAL (1)

Moyenne _um_ Variance _um_ _ racines >0 _ acceptable _

Moyenne F1 | Variance F1 p Test Commentaires
5.0 3.0 0.6 1.0 1.0 0.54601120 non Les deux ensembles illustrent la
Annexe 14 3.82183292 oui 0.00173 _|différence entre les deux systémes.
3.76515225 _ oui _ 0.01335
Moyenne F1 | Variance F1 p Moyenne F2 _ Variance F2 _ _ racines >0 _ acceptable _ Test Commentaires
1.0 3.0 0.7 3.0 1.0 0.79825763 oui 0.00140
Annexe 15 1.10372983 oui 0.01191
0.77147585 oui 0.00183
0.72592143 oui 0.01524 La racine de Rr choisie par le test
Annexe 16 1.23574038 oui 0.00487 n'est apparemment pas la meilleure
1.06993985 oui 0.00874
Pas de racine pou -
Annexe 17
0.74950208 oui 0.01721

Paramétres théoriques :

Paramétres issus de Pvarégales :

I
L]

Paramétres issus de B :

Paramétres issus de P12 :

Racine de B choisie : _H_
Racine de P12 choisie: _H_

Fic.IL.7.

empiriques.
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VARIANCES EGALES - CAS NON SYMETRIQUE. (1)

Moyenne np_ Variance F1 _ p _ Moyenne ﬂm_ Variance F2 _ _ racines >0 _ acceptable _ Test

Commentaires
1.0 4.0 0.7 5.0 4.0 1.05058972 non
Annexe 18 3.34675593 oui 0.00012 Les trois ensembles sont équivalents
1.00517695 | 4.02746615 | 0.69849771 | 4.99209486 | 4.02746615 3.34757404 | T6=0.00057 et T5=0.00264
1.07793956 oui 0.05075
Annexe 19 3.45223752 oui 0.00333 Le test pour P varégales est meilleur
3.45406980 | T6=0.00265 et T5=0.00332 que pour Po.
1.00058277 oui 0.02412
Annexe 20 3.24849134 oui 0.00388 La solution de S2 se dégrade.
3.25209268 | T6=0.00329 et T5=0.00396
1.15562866 oui 0.02206
Annexe 21 3.42397853 oui 0.00206 Le test pour P varégales est meilleur
0.95230913 6.82366517 | 0.69177785 | 4.98949027 6.82366517 3.47525733 | T6=0.00037 et T5=0.01206 que pour Po.
0.98441242 oui 0.02843
Annexe 22 3.36327878 oui 0.00211 Le test pour Rarégales est moins bon
0.96523424 | 6.94282588 | 0.69124752 | 4.94841332 6.94282588 3.38613063 | T6=0.00336 et T5=0.00985 que pour Po.

Légende :
Parameétres théoriques :

i

Paramétres issus de Pvarégales :

Paramétres issus de Rr

Parameétres issus de P 12 :

Racine de Po choisie :

B cwcoepsonose [ ]

Fic.IL.8. -

empiriques.
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ot w9 sont proches (voisinage de Vi ).

ol T €

10.4 Cas

VARIANCES EGALES - CAS NON SYMETRIQUE. (2)

Moyenne F1 _ Variance F1 _ p _ Moyenne F2 _ Variance F2 _ _ racines >0

_ acceptable _

Test Commentaires
1.0699469 oui 0.01236
Annexe 23 3.4160620 oui 0.00368
0.97149150 | 7.99725947 | 0.69282798 | 4.97869673 | 7.99725947 3.41735620 | T6=0.00388 et T5=0.00181

oui 0.03298209
1.40176403 oui 0.00410
Annexe 24 2.91098508 oui 0.00264 T6 privilégie Rralors que Pvarégales
1.01816485 | 7.96808818 | 0.70316693 | 5.02591427 | 7.96808818 3.35252359 | T6=0.00584 et T5=0.02534 semble donner une meilleure solution.

1.10020339 | 8.27244657 | 0.72383286 | 5.02902276 | 8.27244657 3.08556302

T6=0.00537 et T5=0.00397

1.75467586

oui

0.02572

oui 0.01194
1.11947921 oui 0.00461
Annexe 25 3.07609454 oui 0.00486 Le test ne choisit pas la bonne racine

de Po-.

Légende :

Parameétres théoriques :

Parameétres issus de Pvarégales :

]
L 1]

Paramétres issus de Rr :

Paramétres issus de P12 :

Racine de P12 choisie :

Racine de Po choisie : _H_

Fic.I1.9. -

empiriqu
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VARIANCES EGALES - CAS NON SYMETRIQUE. (3)

Moyenne F1 _ Variance F1 _ p _ Moyenne F2 _ Variance F2 _ _ racines >0 _ acceptable _ Test _ Commentaires
1.0 16.0 0.7 5.0 16.0 1.17715817 oui 0.00072
Annexe 26 3.20443221 oui 0.00272 Le test ne choisit pas la bonne racine

1.05316579 | 16.1689338 | 0.71919590 | 5.05234368 | 16.1689338

3.229922404

T6=0.00289 et T5=0.00353 | de Po.

0.99126648 oui 0.01221
0.82268609 oui 0.00541
Annexe 27 2.80384831 oui 0.00083 T6 privilégie R alors que Pvarégales
1.07395556 | 16.01814534 [ 0.72014096 | 5.10787360 | 16.01814534 3.27952536 T6=0.00094 et T5=0.03364 semble donner une meilleure solution.
3.04137056 oui 0.01469
Annexe 28 P o n'a pas de racine positive.
1.05428059 15.7939404 | 0.72336408 | 5.20853599 15.7939404 3.45343986 T6=0.00120 et T5=0.02328
2.34879036 oui 0.00564
0.84781430 oui 0.00389
Annexe 29 2.92544060 oui 0.00300 Te privilégie Pvarégales qui semble
0.99999830 | 16.0002079 | 0.71639405 | 5.10222663 | 16.0002079 3.41906193 | T6=0.00113 et T5=0.03503 | donner une meilleure solution.
2.25669552 oui 0.05541677

Légende :

Parametres théoriques : _H_ Parametres issus de Rr :
Paramétres issus de Pvarégales : _H_ Parametres issus de P12

Racine de Po choisie :

Racine de P12 choisie: _H_

Fi1c.I1.10.
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10.4 Cas ou z; et x5 sont proches (voisinage de V).

Nous nous plagons dans un cadre ot les moyennes théoriques sont trés proches. Nous commencons avec des
variances théoriques trés différentes, que nous rapprochons au fur et & mesure, jusqu’a tendre vers deux distributions
identiques, (annexes 30 a 39).

Dans le premier exemple, ot les moyennes théoriques sont égales a 2 et ou les variances théoriques sont 1 et 10,
les paramétres issus de I'inversion par P, ne sont pas trés satisaisants. Deux indices permettent de rejeter cette
solution, puisque le moment d’ordre 3 est proche de 0 (avec k4 > 0) et que le test Ty est nettement moins bon que
dans les exemples que nous avons étudiés jusqu’ici. La solution issue du second systéme des moments est nettement
plus proche de celle espérée. Le fait que le test T ne donne pas un bon résultat illustre 1'utilité de remplacer la
cinquiéme équation de moment par la sixiéme.

Lorsque ’on baisse a 5 la seconde variances théorique, annexes 31, 32 et 33, le troisiétme moment se rapproche
davantage de 0 (toujours avec kg > 0). Les tests Tg, lorsque la méthode classique donne une solution, ne sont pas
trés bons et les solutions proposées ne sont pas trés satisfaisantes. La qualité de I'estimation par P, pour ’annexe
31, ne peut pas étre mise en doute par la qualité du test, puisque Tg < 0.1. L’utilisation de P;5, par contre, donne
entiére satisfaction. Les trois exemples illustrent les trois cas de figures rencontrés pour un tel mélange.

Une fois que les variances théoriques sont 1 et 1.5, le troisiéme moment centré est trés proche de zéro, et le
cinquiéme s’en rapproche, (annexes 34 & 36). La distribution de mélange tend vers une distribution symétrique.
Meéme si, dans le premier exemple, les deux méthodes donnent des solutions équivalentes, il faut faire valoir que le
troisiéme moment centré associé a k4 > 0 incite a l'utilisation du second systéme des moments G,. Le troisiéme
exemple, annexe 36, montre, cependant, que 1'on s’approche aussi des limites de cette derniére méthode.

Le dernier cas abordé, annexes 37 & 39, est un cas extréme qui montre qu’il existe un seuil de proximité entre les
deux distributions composantes au-dela duquel la distribution de mélange ne peut plus étre décomposée fiablement.
Dans le cas extréme de 'annexe 38 aucun des deux systémes d’équations de moments ne donne de solution, et ’'on
doit recourir artificiellement & P,qrégates-

En conclusion de ce paragraphe, si l'on est en présence d’un moment centré d’ordre trois proche de zéro (on
peut, par exemple, se fixer comme seuil |MS| < 1) avec k4 > 0, il est nécessaire de privilégier I'utilisation du second
systéme des moments.

10.5 Cas ou les variables appartiennent & un voisinage de
la variété V,.

Il s’agit ici de montrer que les craintes que nous manifestions plus haut dans I'utilisation du premier systéme
des moments s’avérent justifiées, et que G4 pallie effectivement aux lacunes de &;.

Le premier exemple, annexe 40, illustre le cas ou P, a deux racines proches qui engendrent deux ensembles de
parameétres quasiment symétriques par rapport a I’ensemble des paramétres théoriques, et dont les tests, eux aussi,
sont trés proches. Le second exemple, annexe 41, illustre le cas ou P, n’a pas de racine positive, et ot Pjs remplit
sont role de suppléant. Il est & noter que 'utilisation de P;s semble donner, dans les deux cas, une solution plus
précise. Les exemples traités en annexe 42 et 43, reproduisent, pour un autre ensemble de parameétres, les mémes
problémes.

Le probléeme des moments dans le cas des moments empiriques.
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MOYENNES EGALES. (1)

Moyenne F1 | Variance F1 p _ Moyenne F2 _ Variance F2 _ _ racines >0 _ acceptable _ Test Commentaires
2.0 1.0 0.7 2.0 10.0 0.00061207 oui 0.14433

Annexe 30 0.00142259 non
0.00023072 non Mc,3=0.30454
0.00061192 oui 0.15832
0.00166562 non
0.00004656 oui 0.07170

Annexe 31 0.00010824 non
0.00001756 non Mc,3=-0.03661
0.00004656 oui 0.10957
0.00012675 non
0.00016926 non P o n'offre pas de solution.

Annexe 32 0.00039347 non
0.00006384 non
0.00016930 oui 0.78688
0.00046085 non
8.579%-6 oui 1.69610 On ne retient pas la solution de P,

Annexe 33 0.00001994 non le test n'étant pas concluant.
3.2352%-6 non
8.5788E-6 oui 0.4528
0.00002336 non

Légende :

Paramétres théoriques :

Paramétres issus de Pvarégales :

]
L1

Paramétres issus de Po :

Parameétres issus de P12 :

Racine de Po choisie :

Racine de P12 choisie:

L]
L]

Fic. II.11.
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MOYENNES EGALES. (2)

p _ Moyenne _uw_ Variance _uw_ _ racines >0 _ acceptable _

Moyenne F1 | Variance F1 Test Commentaires
2.0 1.0 0.00017709 oui 0.00044

Annexe 34 0.00041134 non Les deux ensembles de paramétres
0.00006660 non sont équivalents.
0.00017707 oui 0.00500
0.00048132 non
0.00006700 oui 0.01130

Annexe 35 0.00015566 non
0.00002522 non Mc,3=-0.00928
0.00006691 oui 0.11358
0.00018211 non
0.00012011 oui 0.01460

Annexe 36 0.00027940 non Les moyennes et variances sont trés
0.00004539 non proches, l'inversion est difficile pour les
0.00012035 oui 0.27044 deux systéemes
0.00032765 non

Légende :

Paramétres théoriques :

Parameétres issus de Pvarégales :

[ ]
]

Parametres issus de Rr :

Parametres issus de P12 :

Racine de Po choisie : _H_
Racine de P12 choisie: _H_

Fic. I1.12.
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MOYENNES EGALES. (3)

Moyenne F2 | Variance F2 _ _ racines >0

Moyenne F1 | Variance F1 p acceptable Test Commentaires
2.0 1.0 0.7 2.0 1.1 2.519E-6 oui 0.06385
Annexe 37 5.449E-6 non Les moyennes et variances sont trop
7.813E-7 non proches pour étre différenciées
2.085E-6 oui 0.47034
5.655E-6 non
Annexe 38 aucun des deux systeme ne donne
0.00058529 non de solution.
0.00077491 non
0.00305778 non
1.99183026 | 1.02730978 | 0.99850301 | 3.61424194 | 1.02730978 0.00393450 | T6=0.00285 et T5=0.03932
2.0 1.0 0.7 2.0 1.1
Annexe 39
0.01912354 oui 0.22614
Légende :

Paramétres théoriques :

Parametres issus de Pvarégales :

[ ]
[ ]

Parameétres issus de Po

Parametres issus de P12 :

Racine de Po choisie :

Racine de P12 choisie:

[ ]
L]

Fic.I1.13.
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10.6

VOISINAGE DE V

Moyenne F1 | Variance F1 p Moyenne F2 _ Variance F2 _ racines >0 _ acceptable _ Test Commentaires
2.09243444 1.0 . -0.09243444 . 1.11536287 oui 0.00134
Annexe 40 1.26575051 oui 0.00414 P o adeux racines proches.
1.15301642 oui 0.00056
2.09243444 . . -0.09243444
Annexe 41 P o n’apas de racine positive.
1.16498215 oui 0.00067
0.77246780 d b -0.77246780 . 0.47636331 oui 0.00492
Annexe 42 0.72576341 oui 0.00431 P o adeux racines proches.
0.61773036 oui 0.00553
0.77246780 d b -0.77246780
Annexe 43 P o n’apas de racine positive.
0.58048035 oui 0.00490

Légende :

Paramétres théoriques :

Parameétres issus de Po : I Racine de Po choisie : _H_
Parameétres issus de P 12 : I Racine de P 12 choisie: _H_

Il

Parameétres issus de Pvarégales :

Fic.I11.14.

s empiriques.
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10.6 Cas ou les variables appartiennent & un voisinage de
la variété V,.

Nous nous cantonnerons, pour Vj, au cas symétrique ot les deux variances théoriques sont identiques et les
proportions des deux distributions égales, (annexes 44 a 46). Cela viendra compléter I’étude faite au voisinage de
V1. En effet, nous y avons envisagé le cas ot |M$| < 1 avec k4 > 0 et exemple que nous traitons maintenant est
celui ou k4 < 0. Cette remarque permet de mettre en concurrence, comme le montrent les trois exemples présentés,
la méthode par P, et celle par Pyarégales- La méthode par P n’aboutissant pas toujours, elle ne peut donner
satisfaction.

10.7 Conclusion.

L’inversion par le polyndéme Pjo du second systéme semble trés complémentaire de celle du premier systéme par
le polynéme P, pour trouver la solution, lorsqu’elle existe, du probléme des moments. Il apparait, en effet que P,
donne de trés bonnes estimations lorsque les ensembles de paramétres sont éloignés des variétés V; et V3, alors que
I'intérét de ’estimation par la méthode P4 se précise lorsque I'on se rapproche de ces variétés. Le second systéme
des moments doit cependant étre utilisé avec précaution en complément du premier systéme, puisque nous savons
que la précision des estimateurs des moments empiriques diminue avec 'augmentation de ’ordre de ces moments. Le
chapitre suivant propose une synthése de I’ensemble des contraintes théoriques et des problémes particuliers soulevés
par le mélange de deux distributions normales, débouchant sur une méthode fiable d’estimation des paramétres.
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lusion.

10.7 Conc

VARIANCES EGALES - CAS SYMETRIQUE (\4).

Moyenne F1 _ Variance F1 _ p _ Moyenne F2 _ Variance F2 _ _ racines >0 _ acceptable _ Test _ Commentaires
1.0 1.0 0.5 5.0 1.0 0.00011608 non
Annexe 44 4.00050206 oui 0.00225
1.00235430 | 0.99809997 | 0.50102661 | 5.00267799 | 0.99809997 4.00063055 | T6=0.00227 et T5=0.25035 |T6 préconise le choix de la solution
0.00059191 non deP o
1.59655280 non
1.68870807 non
0.00003336 non
Annexe 45 4.00011477 oui 0.001014
1.00714446 0.99873595 | 0.50055040 5.00720488 0.99873595 4.00011600 T6=0.001012 et T5=0.07754|T6 préconise le choix de la solution
0.00017001 non de P varégales.
1.63821816 non
1.68940092 non
3.78866233 oui 34.060 Les tests sont mauvais, on ne retient
3.84706114 oui 27.66 pas ces solutions.
0.00068181 non
Annexe 46 4.00417662 oui 0.00022
| 098325364 | 100652488 | 0.49751277 | 498555018 | 100652488 | | 4.00451331 | T6=0.00027 et T5=020004
0.00349219 non
1.54463489 non
1.773844448 non
3.80174634 oui 5.00515
3.99670640 oui 0.76506
Légende :
Parametres théoriques : _H_ Parametres issus de Po I Racine de Po  choisie : _H_
Parametres issus de Pvarégales : _H_ Parametres issus de P12 : I Racine de P 12 choisie: _H_

Fic.II.15. -

mriques.
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- CHAPITRE 11 -

Méthode d’estimation des parametres d’une
distribution de mélange de deux distributions
normales inconnues.

11.1 Exposé de la méthode proposée.

Apres avoir récapitulé les différentes méthodes d’estimation avec les différents systémes, nous énoncerons la
procédure générale d’estimation du mélange de deux distributions normales, par la méthode des moments.

11.1.1 Estimation des parameétres avec F,.

Par une méthode adéquate, on cherche les racines positives du polynéme :

Py (X) = 8X°+28ry X" — 120N X° + (30k] + 24r5M5) X° + (6K3 — 148k4MM%) X*
+ (9695 + 36k4k5MG — 9K3) X2 + (213 + 24MGks5) MF X — 3295 k4 X + 8IS0,

oll K4, k5 et M3 sont les estimateurs respectifs de ks, ks et MS. Les moments et les cumulants sont estimés grace

aux estimateurs empiriques des moments.
Si X* est la racine positive permettant d’obtenir les estimateurs des parametres (p*, u3, 13, 05, 03), on calcule :

WMEX*S + ks X*2 — 3r0g X*ONG + 20MG3
—2X*® — 3Ry X" + 4N
eto* = M5 — X",

VES

Méthode d’estimation des paramétres d’une distribution de mélange de deux distributions normales inconnue
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Les parameétres sont alors estimés par :

VXS (05— 30" + 95— 307

pro= ;
*3 C 1%\ 2
20/4X%3 + (5 — 307)
VAKX 4 (G — 307)% — |5 — 30|
py = M- sgn (Mg —30™) X+,
VAKX 4 (G — 307)% + |5 — 30|
V/AXS 4 (95 — 307%)% 4 |05 — G
Wy = DM sgn (G — 307 .
V/AXS 4 (95 — 307%)% — |amg 30’*|
L e
o1 = P *
p* (py — p3)
I % * m
s - O

(1 —p*) (3 — 13)’

ou I et IS, sont, respectivement, les estimateurs de M et Ms.
Lorqu’il y a plusieurs solutions statistiquement raisonnables au probléme des moments, nous choisirons celle qui
minimisera le test :

p* (15 013 4+45 03 272+15 of ai*+21%) + (1 — p*) (1503 a3 +45 03 232 +1503°+ x30) —M§
29Me ’

Ty=

ou Mg est 'estimateur de M§. Notons, enfin que nous rejéterons toute solution pour laquelle T > 10.

11.1.2 Cas ou les variances sont égales.

On se raméne dans ce cas a la recherche des racines positives du polynéme de degré 3 :

P’uarégales (X) = 2X3 + kg X — 93??)2

Si X* est la racine, on calcule o*, p*, uj et u :

o* ms — X,
L VAXS 4+ g 4+ (90|
P 2,/IX + g
IX 3 + NG — ||

pi = 9 — sgn (M5) + — | X*

AXT T )
VAXT O ¢ ]
NoGET R

et p3 = M+ sgn (M3).

Méthode d’estimation des paramétres d’une distribution de mélange de deux distributions normales inconnues.
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Dans le cas ou plusieurs solutions seraient staistiquement acceptables, nous choisirions celle minimisant 'un des
tests :

p* (15 013+45 03% 272+15 of ai*+ai®) + (1 —p") (1503 23*+45 032 232 +1505%+ 230) —Mg
29

)

Ty=|2

ou

p* (27 + 1007273 4 1507%27) + (1 — p*) (237 + 100323® + 15032x%) — M
29Mme '

11.1.3 Cas ou les moyennes sont les mémes.

D’apres Cohen, (voir [Cohen67]) les parameétres autres que les moyennes (égales & la moyenne empirique), seront
estimés par :

" . 1_56 ke \° 4Ky
o = Mtgl5g <§> T3l
" c 1_56 ke \ 4/€4_
o2 = Pty gt <§> T3
etp* — _—]\4-2'_ _
o5+ o]

ou kg est Pestimateur du sixiéme cumulant du mélange kg = M§ — 15M$MS — 10MS? + 30MS3.

11.1.4 Estimation des paramétres avec Ps.

Par une méthode adéquate, on cherche, comme pour P,, les racines positives du polynéme :

Pio (X) = 96X'2 +384k4 X0 + 8(6r6 + 13 M) X® 4 33613 X5 + 12k4(8rg + 5MG) X7
+6(—16K% + K§ + 4 K IS + 22 DﬁC4)X6 6/4:4(256 + 47T X5
+6k4 (K5 — 2 (4kMS 4+ 5IMGH)) X + (97K3MS + 48M5* (kg + 7TMS)) X°

—141K3MS* X2 + 48 Ky ML X — 4 M

ol K4, K5, ke et MG sont les estimateurs respectifs de ky, ks, kg et M5. Les moments et les cumulants sont estimés
grace aux estimateurs empiriques des moments.

Si X* est la racine positive permettant d’obtenir les estimateurs des parametres (p*, uf, u3, 05, 0%), on calcule
maintenant:

4X0 4+ 8X kg + (ke + 2M§?) X3 — kX2 — 4k M X + 40N
—2X3 — TX k4 + 100

/%

et o* = MG — X",

Méthode d’estimation des paramétres d’une distribution de mélange de deux distributions normales inconnue



130 11.1 Ezposé de la méthode proposée.

Les parameétres sont alors estimés, comme précédemment, par :

VXS (05— 30" + 95— 307
po= , [11.45]
20/4X%3 + (M — 307)?

VAKX 4 (G — 307)% — |5 s

py = M- sgn (Mg —30™) :
VAKX 4 (G — 307)% + |5 — 30|
VJAXS 4 (G - 307)% + |5 — 307
sy = M+ sgn (M5 —30™). X+,
V/AXS 4 (9 - 307)% — |5 — 307
Ik *_ 9
O’T _ g g (M2 )

P (ui — p3)
o' — 0" (uf — M)
(1—=p*) (u3 — i)’
ou I et IS, sont, respectivement, les estimateurs de M et Ms.

S’il y a plusieurs solutions statistiquement acceptables au probléme de moments, nous choisirons celle qui
minimisera le test :

et oy =

p* (27 + 1007273 + 1507%27) + (1 — p*) (23° + 100525® + 1503%2%) — M
29Mme '

o=

Comme nous 'avons fait pour P,, nous fixons une limite supérieure a la validation d’une solution par ce test, et
nous rejetons une solution pour laquelle 77 > 10.

11.1.5 Meéthode générale d’estimation des paramétres d’un mélange de
deux distributions normales.

Les problémes d’unicité étudiés pour les systémes de moments théoriques, &; et Sq, se compliquent lors du

passage au systéme de moments empiriques ]\7> =3 (5) En effet, il n’y a pas continuité, en fonction des moments du
mélange, des solutions des systémes théoriques au voisinage de V3 UV, ou V3 selon les cas. La méthode d’estimation
que nous proposons permet de choisir le systéme pour lequel I'estimation est la plus fiable, et permet de pallier
aux cas d’instabilité présentés dans les articles de référence [Fryer70] et [Fryer72] dont nous rappelons le contenu.
Dans leur article [Fryer70] consacré a I’étude de la stabilité de la méthode des moments pour le mélange de deux
distributions normales inconnues Fryer et Robertson, envisagent neuf paramétrages différents pour le mélange de
deux distributions normales. Ils mettent ainsi en évidence trois cas pour lesquels la méthode présente un biais tres
important, qu’ils ne parviennent pas a expliquer. Ces trois exemples sont situés dans un voisinage immédiat de V5,
cas dont nous avons discuté la stabilisation plus haut. Nous sommes par conséquent en mesure de justifier le biais
important constaté par Fryer et Robertson par le fait que &7 n’est pas approprié a I’estimation des paramétres dans
ces trois exemples. 11 est & noter que la méthode de mesure du biais proposée par Fryer et Robertson ne fait pas
apparaitre de biais important dans le seul cas de mélange choisi au voisinage de V;. Les exemples que nous avons
traités dans le chapitre précédent montrent pourtant une épaisseur non négligeable du voisinage de V; sur lequel
l'utilisation de la méthode des moments basée sur &, n’est pas fiable. Dans l'article [Fryer72] de comparaison
de différentes méthodes d’estimation des parameétres du mélange de deux distributions normales inconnues, Fryer
et Robertson envisagent neuf nouveaux exemples de paramétrages. Ils constatent dans quatre cas, l'infériorité de

Méthode d’estimation des paramétres d’une distribution de mélange de deux distributions normales inconnues.
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la méthode des moments par rapport a une méthode de maximisation de la vraisemblance et & une méthode de
minimisation d'une distance du x?2, les cinq autres cas n’étant pas défavorables & la méthode des moments. Ces
quatre cas, a lorigine de ’abandon progressif de la méthode des moments pour ’estimation des parameétres de
distributions de mélanges, sont, d’aprés notre étude, a traiter avec le systéme Gs. En effet, deux cas sont issus
d’un proche voisinage de V; et deux autres d’un proche voisinage de V5.

La méthode d’estmation que nous proposons favorise le systéme des cingq premiéres équations de moments, et
ne préconise le recours au second systéme que dans un voisinage de V; ou V5. Cette méthode tire les enseignements
des quarante six exemples traités ici et des dix-huit cas étudiés dans les articles de Fryer et Robertson:

> 1.Si M5 <05et MH#0:

> Si kg > 0, I'estimation vient de G,.
> Si kg4 <0, solution issue de P, ou Pygrégales Mminimisant le test 7.

2. 5iM5=0:

> Si kg > 0, cas particulier de &3 ol p1; = .

> Si kg4 <0, choix de la solution issue de Pyarégates-
» 3. On choisira la solution de &5 si :

> La solution issue de &5 vérifie :

1/4 2
Ty, = 10 (|:c1—x2|— (6\/6—9) |a%—a%|> <2,

> Si &1 ne donne pas de solution acceptable.
» 4. Sinon la solution vient de &;.

Estimateurs des moments d’un mélange exponentielle-exponentielle.
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- CHAPITRE 12 -

Estimateurs des moments d’un mélange
exponentielle-exponentielle.

Le systéme des moments, non centrés, pour un mélange de deux distributions exponentielles, de parameétres
respectifs my et mo, est :

2pm? +2(1 — p)m3 = M,

pm1+(1—p)m2:M1
G5 =
6pm3i + 6 (1 — p)m3 = M3

12.1 Calcul du jacobien de Gs;.

Le jacobien J; de ©3 est

p 1-p mi1 — Mo
dpm;  4(1—p)mgy  2m3 —2m3 |,
18pm? 18 (1 —p)m3 6m? — 6m3

Js =

que 'on développe et factorise directement en :

J3=12p (1 —p) (my — m2)4 .

Ce jacobien ne s’annule que si my = mag, c’est a dire si 'on n’est pas en présence d’un mélange. Il n’y a, donc, pas
pour ce type de mélange, de problémes équivalents & ceux signalés pour le mélange de deux distributions normales.

Estimateurs des moments d’un mélange exponentielle-exponentielle.
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12.2 Reésolution algébrique du systéme Gs.

Cette étude a été effectuée par Rider (voir [Rider61] et [Rider62)). La résolution du systéme des moments (non
centrés), donne deux triplets solutions calculables littéralement, lorsque

12M7 —6 My #0et —9 (3M7 —2M,) M +6M, (4 M7 —3 M) Mz + M; > 0.

Ces solutions sont symétriques (par la transformation m; — ma, et p — (1 — p)). Ces solutions sont données
ci-dessous ( les M; étant les moments d’ordre 7 ) :

3M; My — Mz + /=9 (3M? —2My) M3 +6M; (4 M? — 3 My) M + M3

m; =

12 M2 — 6 M,
) = 1 12 M} — 9 My My + M;
2 2/=9 (BMZ —2M,) MZ +6M, (AMZ—3My) Ms + M2’
my = =3 My My + My + /=9 3M7? —2My) M3 +6M; (4 M7 —3My) Mz + M3
12 M? — 6 M, ’
ainsi que
my = _ —=3M;y My + Mz + /=9 3 M7 —2My) MZ +6 M, (4 M7 —3My) Mz + M3
12 M2 — 6 Ms ’
b - 1 12 M} — 9 M,y My + M
2 2,/-9 (3M2 —2My) M2 +6M, (4 ME—3My) My + MZ
my = 3My My — Mz + /=9 (3 M7 — 2 My) M3 + 6 M, (4M1273M2)M3+M§.

12 M2 — 6 M,

L’inversion de ce systéme donne une solution unique, il n’est donc pas utile de définir un critére de choix pour
distinguer des solutions différentes. La forme des solutions n’assure pas, pour autant, que les solutions obtenues
par inversion du systéme soient statistiquement acceptables.

12.3 Exemples d’inversion du systéme Gs.

L’étude de linversion doit se concentrer autour du cas annulant le jacobien, c’est a dire lorsque les deux
distributions composant le mélange sont proches 'une de 'autre. Les résultats des exemples traités dans les
annexes 47 & 55, sont récapitulés dans le tableau Fi1c.11.16.

Les résultats des exemples traités pour les moments théoriques, cités en annexe 47 et 48, montrent que
d’éventuelles erreurs dans la résolution par le systéme empirique, ne viendraient que d’un manque de précision
des moments empiriques.

Le cas général, pour les moments empiriques, cité en annexe 49, est bien estimé par la méthode. Les problémes
des annexes 50 a 52, sont essentiellement dus au fait que la distribution de mélange se rapproche trop d’une
distribution exponentielle simple. Les annexes 53 a 54, montrent, dans un cas extréme, les dégénérescences liées a
la méthode.

Estimateurs des moments d’un mélange exponentielle-exponentielle.
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MELANGES EXPONENTIELLE-EXPONENTIELLE.

| Parametre F1| p | Parametre F2|

Commentaires

Annexe 47

Systeme théorique

Annexe 48

1.0001 0.7 1.0

Systeme théorique

Annexe 49

2.0 0.3 1.0

cas général

Annexe 50

1.2 0.3 1

Tous les paramétres sont bien estimés

Annexe 51

1.2 0.3 1

La distribution de mélange est trop

proche d'une distribution exponentielle,

Annexe 52

p est mal estimé.

Annexe 53

1.1 0.3 1

La distribution de mélange est trop

proche d'une distribution exponentielle

Annexe 54

p est supérieur a 1

Annexe 55

1.1 0.3 1

certains parametres sont négatifs

Parameétres théoriques : I:l
Parameétres estimés : -

Fi1G.11.16. -
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- CHAPITRE 13 -

Estimateurs des moments d’un mélange
normale-exponentielle.

Le systéme des moments, non centrés, pour le mélange d’une distributions normale N (p;,01) et d’une distrib-
utions exponentielles, de paramétre msy, s’ écrit :

My = ppy + (1 —p)mo

My =p (3 +o01)+2(1—p)m3

Ms = p (pf +3py01) +6 (1 — p)m3
My = p (ud + 6p3or +30%) + 24 (1 — p) m}

G

13.1 Calcul du jacobien.

Le jacobien Jy de G4 est, si l’on factorise p dans les premiéres et derniéres colonnes, et (1 — p) dans la deuxiéme,

1 1 My — M2 0
201 241 4mg p3 + o1 —2m3 1
Ja=p (1 -p) 3(u3 +o1) 18m3 w4+ 301, — 6m3 3u, ’

4(pd +301p,) 96m3  pf 460143 4303 — 24ms  6(u3 +o1)

en ajoutant & la troisiéme colonne ms fois la deuxiéme, on a

1 1 T 0
o201 204 4meo uf +o1+ 2m§ 1
Ja=p"(1-p) 3(u3 +o1) 18m3 i + 301y + 12m3 3uy

4 +3o1py)  96m3  pi +601pu] + 307 +72m3 6(ui + 01)

Estimateurs des moments d’un mélange normale-exponentielle.
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Si ’on retranche, alors, a la troisiéme colonne p, fois la premiére, on a

1 1 0 0
201 20 4ms —/,L? + o1+ 2m3 1
Jo=r (=D 520y 1sm2 —243 + 12m3 34,

4(ud + 301py) 96m3  —3ut — 601’ + 307 +72m3  6(ud +01)

Afin de pouvoir développer le déterminant suivant la premiére ligne, dans de bonnes conditions, on retire la
deuxiéme colonne & la premiére pour obtenir :

0 1 0 0
Y 2#1 —4meo 4mo —,ui +o01+ 2m§ 1
Jy=p (1-p) 3(u? + o1) — 18m3 18m3 —2u% +12m3 3p

4(p 4 301p,) — 96m3  96m3  —3ut — 601pu? + 307 +72ms 6(p2 4+ 01)

et aprés développement :

2p, —4ma —u% +o01+ 2m§ 1
Jy=-p*(1—p)| 3(u?+01)— 18m3 —24% + 12m3 34, ,
A(pf +301py) —96m3  —3p] — 601uF + 307 +T2my  6(uf +01)

ce qui permet d’obtenir :

2 —uS +12 13 ma — 66 i m3 + 192 P m3 — 288 p? m3 + 288 py, m3 — 144 m§
Jy=—-p°(1-p) 4 _q .3 2 2 3 4 _ 2 _ . 2\ 2 o -3
+3 (N1 8 uy mo + 36 uy ms — 96 p, ms +48 mg) o1 —9 (/,L1 4 py me —2 mg) o1 —9 09
[13.46]
Afin de factoriser ce déterminant, il nous faut mettre le polynéme de degré trois en o1, sous la forme de Cardan.
Posons pour cela :

(1F — 4pymo — 2m3)
3

X =01 —
et [13.46] devient :

A

—2
) X34+ — (uf — 8 puf mo +24 pf m3 — 40 py; m3 + 26 m3) X
Ji=9p°(1 - p) 8 6 53 42 3.3 24 5 6 ’ [13.47]
+§(u1—12u1m2+60u1m2—160u1m2+222,ulm2—120u1m2+16m2)

B

Le déterminant de Cardan est alors :

A 443 +27B?,

32 ( w12 —24 pltmao 4264 pi® m3 — 1736 p) m3 + 7434 u ms — 21024 puf m3 4 36864 uS mS — 27936 uS m3 )

97 —32868 pt m§ + 113184 p3 m$ — 130464 p? mi° 4 73440p, mi' — 17064 m3?

dont le signe est trés difficile a établir. On peut vérifier, sur des exemples que ce déterminant n’est pas de signe
constant. Le nombre de racines réelles du polynéome en X de [13.47] étant fonction du signe de ce déterminant,
nous ne pouvons donner de factorisation plus précise du jacobien. La figure F1¢.I1.17 représente une partie de la
surface A.

Estimateurs des moments d’un mélange normale-exponentielle.
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Pour trouver un exemple d’ensemble de paramétres annulant le jacobien, il est nécessaire d’en fixer deux, ici
my1 = 0 et my = 1, et trouver les racines convenables du polynome en le dernier parameétre, ici

; — % 13 cos [é <7r — arctan (3 8237))] + 21/§sin l% <7r — arctan (3 537>>] ~ 0.941367

2 4 1 31237
et 012 = 3 + g\/ﬁcos [5 <7r — arctan ( 3 ))] ~ 4.68585.

Q
-
Il

13.2 Inversion algébrique du systéme.

Des deux premiéres équations de G4, on tire :

_mgy —pmy — M,

(1 — p2)m§ + 2(—1 —I—p)mng + M12 — pMy

2 [13.48]

et o1 = —

lj/ =
! P p

par substitution les deux derniéres équations deviennent :

0=—2(=1+p*) m3+6 (=1+p) ms My —2 M} +3p My My+3 (—1+p) mg (=2 M} +p My) —p? My [13.49]

et

0 = —2(1—-4p—4p°+7p") m3—8 (—1+p)®> mj My —8 (=1+p) mgo Mj —2 M} +3 p* MF13.50]
+12 (=1+4p) mj (= (=14p) M7 +p* Ms) —p* M.

Grace a [13.49] et [13.50], on peut faire baisser le degré des équations en mg. En effet, on tire de [13.49]

6 (—1+p) m3 My +3 (=1+p) mao (=2 ME +p M) —p*> Mz —2 M} +3p My Mo

3
m =
2 2 (—1+p%)

ce qui permet d’exprimer les mondémes en mo de degré n > 3 en fonction de monomes de degré n, n — 1 et n — 2.
Par exemple :

6 (—1 +p) m% Ml +3 (—1 +p) m%(—2 M12 +p Mg) +m2(—p2 M3 -2 M?+3p M1 Mg)

4
2 2(-1+p3)

m

)

que l'on peut substituer dans [13.50] qui devient :

m3 (=2 My —8 p My — 8 p? My — 16 p* My + 26 p* M; + 8 p° M)

m3 26M12+12pM12—|—12p3M12—30p4M12+3pM2—12p4M2+9p5 M)

s (—6M§—6pM13—6p2 M} —6p> M} —3p My My+9 p*> My My+9 p® My M2> [13.51]
+21p4M1 M2+p2 M3—3p3 M3—3p4M3—7p5 M3

+2(1+ p + p? ) (M} —3p* M3 + p*My) =0,

Estimateurs des moments d’un mélange normale-exponentielle.
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et en renouvelant 'opération, [13.51] devient :

m3 (=3 (~=1+p)°p (-2 (1+p B+p(9+5Dp))) M12+(1+p+p)(1+p(2 +3p)) Ma))
N 6(—2+p(-1+5p(-1+pB+p) Mi =3 (=2+p (=2+p (1 + (5+ (23 +11 p))))) My M,
e p i (Lhp+p) (- L+p (3+p (3+7p)) My
N ( 6 (1+pQ2+p (B+p) Mi =3 (1+p+dp) (1+p(4+p) Mf Mo )
+p (1+p+4p®) (14+p (A+p) My Mz+p (1+p+p°)* (3 M§ —p M) 135
13.52

d’ott 'on peut tirer m3 en fonction de mq, si

=3 (=14p?p (21 +pB+p(9+5p) M} +(1+p+p*) (1+p (2+3p)) M) #0

c’est a dire

Tun (p) = +3 p* My +p® (=10 M} +5 My) +p® (—18 M7 +6 Ms) +p (—6 M7 +3 M) — 2 M7 + M, # 0.
[13.53]
Dans le cas ou Ty, (p) = 0, [13.52] devient

m 6 (=2+p (-14+5p(~=1+p(B+p) M} =3 (=2+p (=2+p (1+p (5+p (23+11p)))) My M>
P +p (L+p+p%) (~14p B+p (B3+7p) My
N ( 6 (1+p (2+p(5+p) Mi =3 (1+p+4p*) (1+p (4+p)) M} M, )0

+p (L+p+4p?) (L+p (d+p) My My+p (L+p+p*)* B3 M5 —p M) )~ 7

[13.54]
que l'on rameéne, en exploitant a trois reprises le fait que, d’aprés [13.53]
4 2MP— My, —p (=6 M{ +3 M) —p* (=10 MP +5 M) — p* (=18 M{ +6 M)
p - 3M2 )
a
T, (p)
—1440 MY M2 + 144 M3 M3 + 288 My My
1400 MY My — 744 M} My Ms + 54 M2 M2 Ms — 16 M3 M,
p ( —4320 MP M3 + 648 M7 M3 + 837 My My + 4200 M7 M
—1812 M} My Mz — 78 M? M2 M3z — 60 M3 Ms
m2 ) —12960 MP M2 — 540 M3 M3 + 1566 My M
TPU\ 112600 MS My — 3336 M My Ms — 174 M? M2 Ms — 60 M3 M; )
5 [ —T7200 M M3 — 576 M3 M3 + 2007 My M3 + 7000 M{ Ms;
P +60 M My Ms — 882 M2 M2 Ms — 44 M3 Ms
—126 M M3y +45 M2 My +9 M3 — 240 MY My Mz — 66 M} M2 Ms
+93 My M3 M3 + 200 MY My — 72 M} My My — 6 M M2 My — 4 M3 M,
+ —216 M{ M3 + 243 ME M3 — 27 My — 720 My My Mg — 270 M} M3 M; )
P\ 4288 My M3 Mz + 600 M$ My — 156 Myt My My — 42 M3 M3 My — 15 M3 M, —0
) —486 M{ M3 +297 M2 M2 — 27 M — 2160 M7 My Ms — 1170 M3 M2 Ms; -
P +531 My M3 M3 + 1800 M$ My — 168 M; My My — 66 MZ M2 My — 15 M3 M, )
5 18 M M3 + 711 M2 ME — 36 M5 — 1200 M? My Ms — 978 M3 M2 M
P ( +438 My M3 Mz + 1000 M$ My + 180 M} My My — 102 ME M2 My — 11 M3 M, )
77/ (p)
[13.55]
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18.2 Inversion algébrique du systéme.

Si le coefficient T7,,, (p) de mgy n’est pas nul, on tire de [13.55] l'expression de mg en fonction de p, paramétre
appartenant a ]0; 1] et racine de [13.53]. Tous les parameétres sont ainsi déteminés, et doivent étre comparés & ceux
issus de Pnormez, grace au test T5N ormex,

Si le coefficient T, (p) de mo est nul, le second terme, T,/ (p) de [13.55] est nul aussi (puisque ma > 0). Nous
sommes dans le cas particulier ou Ty, (p), T%,,, (p) et T\ (p) ont une racine, p € ]0; 1], commune. Ceci est équivalent
a l'existence d’une telle racine pour le polynome :

P, (p) = Tgn (p) + TLILQn (p) + ﬂ:lg (p) )

qui s’écrit encore :

Pun (p) =46 p7 My (=10 M2 +5 M) + 9 p® M3

1+ M3 (256 M3 + (9 M3 — 4 My)?)+ 6 My M3 Mz (—1536 Ma + 279 M3 — 124 M)
+ 54 M7 M3 My (My (—192 + 257 M) — 66 My)
+ 360 MY M3 Ms (6 My (=172 +7 M) — 61 My)

(=2 M2 + My)? — 24000 M7 My Ms (42 My + My) + 10000 M3 (49 M2 + M2)

+6 (2 M2 — Ma)p | +8 M M3 (181 M3 (400 + 7 Ma) + 2186 M3 + 4140 My M3 + 1071 M3 My — 166 M3)

+3p?

+2p?

+ 200 MY My (=154 M3 + 72 My (36 M3 + M3) — 63 M3 My + 14 M3)
+M}E M3 (82944 M3 + 1134 My — 704 M3 + 8649 My M3 — 756 M3 My + 112 M3)
+ 3 M} M2 (138240 M3 + 1323 My + 7628 M2 + 7440 My M2 — 1188 M2 My + 332 M2)
240 M{ M3 M3 ( 3 My (298 + 33 My) — 103 M)
—48000 MY My My (42 My + My) + 3 My M My (3 (1136 — 3 My) My + 283 My)
+ 18 MY M3 Mj (20010 My + 267 M3 + 772 My) + 20000 M{° (49 MZ + M?)
+ 3 MP M Ms (3 (2134 — 1299 My) My + 962 My)

— M} M3 (81 M3 (3248 4+ 55 My) + 23092 M2 + 3150 My M2 — 1296 M2 M, + 904 M?)
+ My (=14 81 M5 +9 M§ My — 20 Mj (16 M2 + M3))
+600 M My (1728 M3 + 48 My M2 — 33 M3 My — 4 (189 M2 + M2))
+M? (2 -3 M3 (26784 M3 + 54 My — 8 M3 + 2976 My M3 — 213 M3 My + 42 M3))
—48 M{ M3 M3 (3 My (—36905 + 489 M) — 8929 My)
+ 12 M} M3 Ms (3 My (—1291 + 2223 My) — 650 My) + 360000 M2 (49 M2 + M3?)
+480 M7 M3 M3 (6 My (6031 4 126 My) — 287 My) — 864000 M{' My Ms (42 My + My)
— 6 My M§ My (12 My (857 + 51 My) + 871 My) — 36 M My My (3 My (19718 + 1887 My) + 982 M,)
+8 MY M2 (—324000 M3 + 7047 My + 352738 M2 + 51480 My M3 + 31338 M2 M, — 2078 M?)
+ 1600 M{° My (—9023 M2 + 324 My (36 M2 + M2) — 189 M2 M, — 107 M2)
—4 M$ M3 (1578528 M3 + 18630 M4 + 74492 M2 + 70335 My M2 + 8658 M2 My + 1148 M3)
+ M2 (7+ 81 M§ + 252 M$ My + 115 M3 (16 M2 + M3))
+ M3? My (32 + Mj (534195 M3 — 3402 My + 2816 M2 + 60570 My M2 — 3204 M3Z My + 656 M?2))
+ M (36 + My (133588 M2 + 243 My (M2 (1680 + 131 M) — 608 M2) — 2160 M3 M, + 3580 M2))
3 My M§ Ms (=3 My (20996 + 2391 M) — 5020 My)
+6 M} My My (12 My (—5792 + 4623 My) — 4531 M)
+ 480 M7 M3 M3 (102633 My + 2007 M2 — 1976 M,) — 3072000 MY My Mj (42 My + My)
— 6 M7 Mj M (1019856 Moy + 114669 M2 + 2636 M,)
+ 12 M7 M3 Ms (3 (662416 — 12705 Ma) Mo + 122828 My) + 1280000 M2 (49 M2 + M2)
+ 12 M? M3 (—522720 M3 + 8559 M3 + 285816 M2 + 144960 My M2 + 74244 M3 My — 10696 M3)
+1200 M{9 My ( —34972 M2 + 1536 M (36 M3 + M3Z) — 669 M3 M, — 348 M3)
—2 M M3 (11504592 M3 + 135513 M3 — 26672 M3 + 420336 My M3 + 72918 M2 My + 9292 M3)
+ M3 (23 +405 M3 + 855 MS My + 269 My (16 M2 + M2))
+ M? My (—110 + 3 M3 (629586 M3 — 3267 My + 8952 M3 + 64554 My M3 — 3075 M3 My + 698 M3))
+ 2 M} (64 + 3 My (114318 M3 + 21303 My + 51100 M3 — 100032 My M2 — 2094 M3 My + 1386 MZ))
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—12 M Ma+6 M2 +36 (=3 M? + Ms)? + 30 (=2 M? + Ms)?
+36 (=9 My M3 (240M{ + 10 MEMy — 29M3) + (2100M¢ — 556 MMy — 29 MZM3 — 10 M3) M3)2
+ 6(=9 My M3 (800M7 + 64 MZMy — 223M3) + 2 (3500M ¢ + 30 M{My — 441 MEMZ — 22 M3)Ms)
(=9 My M2 (160 Mj — 24 M} My — 31 M2) + 2 (700 My — 302 M My — 13 M M3 — 10 M3)Ms)
+p* +6 (9 M3 (2 M{+79 M? My —4 M2)— 6 My My (200 M} + 163 M? My — 73 M2) M;
+ (10 M7 + My) (100 M} +8 M} My — 11 M3) My) (=9 M3 (8 M} —9 M} My + M3)
—6 My My (40 M} +15 M2 My — 16 M32) Mz + (2 M? — My) (100 Mi + 24 M? My + 5 M2) My)
49 ( 9 M3 (18 M — 11 M} My + M3) + 3 My My (240 My + 130 M} My — 59 M3) Mj )2
+ (=600 MY + 56 M My + 22 M? M2 +5 M3) M,
9 My (—2 MZ + M) +30(6 Myt —5 MZ My + M3)
+6 (=9 My M3 (800 Mi + 64 MZMy — 223M2) + 2(3500M ¢ + 30M{ My — 441 MEM3Z — 22M3) M)
(=9 My M3 (240M7 + 10 MMy — 29 M3) + (2100M$ — 556 Myt My — 29 M? M3 — 10 M3) Ms)
+2p° +3(9 M3 (2 M}+79 M My —4 M3) — 6 M; My (200 M} + 163 M} My — 73 M3) Ms
+ (10 M + M) (100 My +8 M7 My — 11 M3) My)
(=9 M3 (18 M} — 11 M} My + M3) — 3 My My (240 M +130 M} My — 59 M3) Ms
+ (600 M — 56 M My —22 M? M3 —5 M3) M,)
36 My (=3 M7 + M) + 25 (=2 M7 + My)?
+ (9 My M3 (800M7 + 64MEM, — 223M3) — 2 (3500MF + 30M{ My — 441 MZM3 — 22 M3) M322
9 M3 (=2 My —79 M My +4 M3Z)+ 6 My My (200 M + 163 M? My — 73 M2) M;
+ ( — (10 M2 + M,) (100 M} +8 M2 My — 11 M2) M, )

+pb

Ce cas correspond a une redondance dans les équations du systéme. En effet, les quatre équations ne permettent
d’exprimer que trois parameétres, puisque, si l'on tire p;, o1 et p, des trois premiéres équations, la quatriéme sera
implicitement vérifiée, pour toutes les valeurs de ms. Si ce cas se produit, il est donc nécessaire de recourir a la
cinquiéme équation de moments. Cette équation s’écrit :

—120 (=1 +p) m3 +p (p7 +10 pf 01 + 154 0F) = M,

ou encore, compte tenu de [13.48],

Prrois(p) = m3(—2(3 + p(5 — 20p — 35p* + 47p*))) +m3(=30(~1 + p)*(~1 + (=2 + p)p) M)
+m3(20(=1+p)*(=3(1 + p) M7 + p(1 + 2p) M) + m3(20(—1 + p) M1 ((=3 + p) M7 + 3pM>)) =0, [13.56]
+ma(15(—1 er)(2M{1 — 4pM3E My + p?>M3)) + (6 M7 — 20pM3 Mo + 15p2 My M2 — p4M5)

qui est un polynéme en ms puisque p est connu en tant que racine convenable de P,,. Une solution éventuellement
issue de cette méthode sera comparée avec les précédentes grace au test T2 °"™¢% construit sur la sixiéme équation
des moments centrés :

(1 = p)(720m§ — 720m3 My + 360m5 M7 — 120m3 M7 + 30m3 M7 — 6mo M7 + M7) '\ e
TNormez_ +p(150? =+ 450'?.’17% + 15(’;"11}11 + 13(15) 6
o SN
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Nous nous plagons, désormais dans le cas ot Ty, (p) # 0. On peut, en substituant comme précédemment, m3

dans [13.49] abaisser le degré de cette équation, pour obtenir dans un premier temps :

3(1-p)(-2Q+pB+p(9+5p) MZ+(L+p+p®) (L+p (2+3p) M) (2 M} —3p My My + p? M;)
—2 (6 (1+p® (4+p(-21+p (12+5p (T+p))))) M} =3 (1+p+p?) >

(I4+p(-24p(A+p(-T+p (32411 p)))) M1 Ma+p (14+p+p?)? (-14+p B+p (3+7p))) Ms)

12 (2+p* (44 (—2+p) p (19414 p))) M
—6 (—2+(=2+p)p) 1+p+4p?) (-1+p (2+5p)) M M,

+ma —6 (—2+(=2+p)p) 1+p+4p*) (-1+p (2+5p)) M M, =0,

2p(Q+p+p*) L+p+4p*) (1+p (4+p) My Ms
+p (3 (1 +p+p*) (1+p (~4+p (=6+p (=16 +7p)))) M5 +2p (1 +p+p*)> My)

2
+m3

et dans un second temps :

72 (-1+4p(-14+p(-7T+15p (1+2p)))) M{
36 (=34 p(=5+p (—13+p (27+2 p (55 + 68 p))))) M7 M,
+12p (14+p (5+p B+p (23+2p (59451 p))))) M Ms
-36p (14+p) (—1+p+28p°+17 p* +27 p°) ME My Mj
A (35D (F14p (94D (61+p (59+p (63 +p (~11 +41 p))))))) M3
M ~2p (L4+p+p*)? (~1+p (B+p (3+7p) My
vo s (3 (3P (F10+p (“114p (184 p (169 +p (188 + 153 »)))))) M2
! —2p (1+p* (4+p (—21+p (124 5p (T+p)))) My
=9 (-1+p(-5+p(=3+p (5+p (55+p (75+p (41449 p))))))) M;
+M, +2p (1+p+4p*)(1+pA+p)(-1+p (B+p (3+7p)) M3
+6p (1+p+p*) A+p(=2+p (1+p (-T+p (32+11p))))) My M,
72 (1+p(—3—|—p(2+p(—48+p+95p2)))) MY
—108(1+p (4+p (—4+p (4443 p (1+4p (5+7p)))))) M} M,
9 (<1+p)* (A +p 2+3p) (L+p (~4+p (=6 +p (=16 +7 p)))) M
+24p (=34p (-10+p (=13 +p (=284 p (31 + p (142 + 25 p)))))) M} M3

sy —12p (—24+p (=13 +p (=12+p (=35+p (86 +p (129 +p (208 + 71 p))))))) M1 My M3 =0,
+2p(L+p+p?) (~14+p B+p B+7p)) MZ—6p (~1+p%)° (L+p (2+3 p)) Mz My
16 M2 ( 9 (L+p(—4+p(-T+p (=36+p (T+p (64+p (47472 p))))))) M2 )
' +2 (<1+p)* p(1+p+p?) (1+p B+p (9+5p) My -
13.57

Ce qui permet d’établir ’expression littérale de mo, lorsque

72 (14+p(-3+p(2+p (—48+p+95p?)))) M}
—108(1+p (—4+p (—4+p (—44+3p (1+4p (547 p)))))) M{ M,
~9 (=1+p)*(L+p (2+3p) (L+p (—4+p (~6+p (=16 +7 p)))) M3
+24p (=34 p (=10 +p (=13 +p (=28 +p (31 +p (142 + 25 p)))))) M M3
12p (=2+p (—13+p (—12+p (=35 +p (86+p (120 +p (208 + 71 ) My My My | 7O
+2p(L4p+p?) (~1+p B+p B+Tp)) MZ—6p (—1+p%)° (L+p (2+3 p) Mz My
6 M2 ( 9 (1+p (—44p (=T+p (=36 +p (T+p (64 +p (47+ 72 p))))))) M3 >
' +2 (=14+p)° p(L+p+p*) L+p B+p (9+5p))) My
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c’est a dire lorsque

Tdeum (p) =

72 M — 108 M{ My + 54 M7 M3 —9 M3
—216 MS + 432 M} M, — 216 M2 M2 + 36 M3 — 72 M3 M

TP 424 My My My +2 M2 +12 M2 My — 6 My M,
o [ 144 MY + 432 M} My — 378 M? M2 + 54 M3 — 240 M3 M;
P 156 My My Ms — 10 M3 + 24 M? My — 12 My M,
5 [ —3456 MP + 4752 M My — 1944 M2 M2 + 180 M3 — 312 M3 M
P +144 My My My — 4 M3 + 72 M} My — 18 My M,
Lt 72 MY — 324 M My + 378 ME M2 — 234 M3 — 672 M3 M;

Lo (0840 MP — 6480 M Mj 43456 MP M — 108 My + 744 M} My )

1032 My My Ms + 116 M2 — 84 M2 My + 24 My M,
o [ —9072 M My + 2538 M2 M2 — 414 M + 3408 M3 My
TP\ 1548 My My My + 194 M2 — 72 M2 My + 36 My M, )
- (3888 M? M2 + 684 M + 600 M3 M; — 2496 M; My Ms
P 1284 M2 + 48 M? My — 6 My M,
+p® (—189 M3 — 852 My My Mz + 182 M3 + 60 M7 My — 12 M, My)
+p° (98 M3 — 18 My My)

420 My My Ms+2 M2 — 60 M2 My + 12 M, M, 40,

145

Comme nous disposons désormais des expressions littérales de i, ma et o1 en fonction de p et des 4 premiers
moments, nous pouvons substituer ces trois paramétres dans les troisiéme et quatriéme équations de Sy. Ces
substitutions nous donnent deux polynomes, issus respectivement de la troisitme et de la quatriéme équation,
de degrés respectifs 30 et 39. Ces polyndémes, dont nous tenons I'expression a la disponibilité du lecteur, nous
permettent, en calculant leur PGCD, d’obtenir un troisiéme polynome, de degré 12, cette fois, dont I'une des
racines réelle, comprise entre 0 et 1, permettra I'inversion du systéme &4. Ce polyndéme, Pyormez, €St :
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Prnormes (p) =27 (_2 ]\412 + M2)6
9 (2 M? — M)? (72 MY — 180 M} My + 27 M3 + 48 M7 Ms — 72 My My M3
P 48 M2 —3 My My +6 M2 (15 M2 + My))
324 (72 M}? — 240 M° My + 336 MY M3 — 228 MY M3 + 71 M} M3 —10 M? M3 + MS)
+216 My (40 M§ — 120 MY My + 104 M M2 — 20 M? M3 — 3 M) M
—2 M3 +36 (92 MY — 148 M} Mo + 42 M2 M2 +3 M3) M2 +48 M, (7T M? —3 My) M3
—3 (2 M} — M) (9 (40 M — 76 M} My + 38 ME M2 — M3) +96 My (M? — My) My + 8 M2) M,
54 (232 M}? — 1248 M} My + 1920 MJ M3 — 1216 MY M3 + 291 M M3 — 30 M? M3 + 3 MS$)
+108 My (216 M§ — 544 MY My + 452 M} M2 — 108 M? M3 +9 M3) M;
+36(106 MY — 156 Mi My — 9 M? M2 + 3 M3) M2 + 24 My (23 ME +6 My) M3 +9 M
12 M, 9 (8 My — 48 MY My + 56 M} M2 — 17 M2 M3 +2 M) )
+3 My (44 M — 68 M? My +7 M3) Mz + (26 M} + 3 My) M3
+12 (3 (4 M} — 6 M2 My + M3)+4 My Ms) MZ —2 M3
27 My (576 M0 — 1472 MY My + 1424 MY M2 — 686 M} M3 + 212 M2 M3 — 27 MJ)
—36 My (248 MY — 528 MY My + 272 My M3 + 88 M}? M3 — 27 My) M;
4 —144 (30 M$ — 41 M} My + M3) M2 —24 My (17 M? +6 My) M3 + 6 M;
AN ( 9 (152 M§ — 312 MY My + 236 M} M3 —59 M M3 +5 M3) )
Y\ 3 My (92 M — 180 M? My + 31 M3) Mz + (62 M? + 3 My) M3
—2 (24 M} —72 M} Ma + 15 M2 + 20 My Ms) M7 +2 Mj3
189 MS$ + 288 MY Ms + 19008 M{ My M3 + 36 M3 M2 + 2 M3 — 384 M Ms (51 M3 — 11 My)
—144 MY (180 M3 — 11 My) + 315 My My + 48 My M3 My — 66 M3 M7 +4 M;
67 +48 MY (729 M3 — 92 M2 — 171 My My) — 8 M} Ms (—1062 M3 + 91 M2 + 504 My M,)
—4 My My (837 My + 84 My M2 — 39 M2 My + 22 M3?)
—6 M (3249 My — 184 My M2 — 1242 M3 My + 80 M3)
+4 M? (1107 M3 + 792 M3 M2 — 504 M3 My + 125 M2 My + 126 My M3)
162 M$ — 19296 M My Mz — 288 M3 M3z + 96 M7 My (411 M3 — 17 My) + 7632 MY M,
+63 M3 My + 60 My M3 My + 30 M3 M7 +8 M} My (—2754 M3 + 41 M2 + 246 My M)
+6p° | —24 MY (543 M3 — 37 M2 + 288 My My) +4 My My (297 My + 48 My M3 — 237 M3 My +16 MZ)
+6 M (783 My — 876 My M3 + 282 M3 My + 28 M3)
+4 M2 (513 M3 + 981 M2 M2 + 207 M3 My — 95 M2 My — 36 My MZ) — 4 (6 M3 + M)
27 M3 (111 M} — 50 M7 My + 33 M3) — 18 My M3 (940 My — 356 M7 Ms + 105 M3) M;
+6 (—190 M + 1548 M}t My — 669 M7 M3 + 39 M3) M3
—12p7 | —12 My (19 M? — 42 My) M3 — 24 M3 +2 (9 My (416 MY — 170 M} My + 85 ME M3 — 4 M3)
—3 My (524 M} +36 M My — 13 M2) M3 +5 (10 M? — 3 My) M2) M,
+(348 M — 108 M? My +3 M3 — 8 My Ms) MZ + Mj3
2457 M$ — 88 M3 M3 + 172 M3 + 2592 MY Mz My + 24 My (57 M3 + 13 M3) M,
— 156 M3 M3 +4 M3 +16 M3 Ms (—2088 M3 + 253 M3 — 846 My My)
+3p® + 24 M} (—644 My M3 + 894 M3 My — 13 M3)
—8 My M3 (1539 My + 564 My M3 + 111 M3 My + 20 M3)
+4 M? (3213 M3 + 7128 M2 M2 — 126 M3 My + 308 M2 My + 252 My M?)
—441 M§ — 9 My (336 My Mz + 79 My) + 12 M3 (1308 M M2 + 226 My M3 My — 7 M3)
+3p° | +72 M3 (16 M2 — 67 M My) — 48 My (118 My M3 +2 My (58 M} + Ms) My — 9 M? M})
+4 (M3 (212 M} + 105 M3) + 242 M? M3 My +2 My (27 M3 — 20 M3) M3 +2 M3)
0 18 M2 (58 M3 — 504 My My My + 49 M2) — 48 (3 My (3 M? + My) +7 My M3)M? + 24 M; )
+3 (63 My + 1704 My M2 Mz +8 (85 MZ — 12 My) M2) M,
+2p'! (343 M3 — 336 My M3 My +12 (3 M3 —2 My M) M? +6 M) +4 p'? M.

+p?

+2p3

_6p

Il est nécessaire, avant de rechercher les racines de Pyormer de connaitre les racines de Ty, €t Tyeus- En effet,
nous ne pouvons pas exclure, d’aprés ce qui précéde, que les racines réelles, appartenant a ]0; 1], de ces polynomes,
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permettent I'inversion du systéme G4. Les éventuelles solutions issues de ces deux polyndémes seront comparées
avec celles issues des racines statistiquement convenables de Pnormer au moyen du test, basé sur la cinquiéme
équation de moment centrés :

((1 = p)(120m3 — 120m3 My + 60m3ME — 20m3 M3 + 5mo My — M7) + 15potay + 10poyx$ + pat) — Mg

TNormew:
g 2M¢

Le fait d’utiliser les moments centrés dans ce test nous permettra de développer naturellement une méthode pour
les mélanges généralisés de la famille réunissant les distributions normales et exponentielles.

Dans le cas ot Tyeus (p) = 0, avec Ty, (p) # 0, on aura, d’apres [13.57], comme mgy > 0, pour la méme valeur
dep:

—72 M{ + 108 M} My — 54 M} M2 +9 M, M3

—72 MY + 180 M} My — 180 M} M3 +45 My M + 12 M M;
+36 M? My Ms — 15 M2 Mz —2 My M2 —12 M3 My +6 My, Moy M, )
o [ —504 MT +468 M} My — 198 M} M3 + 27 My M3 + 60 M; Ms;
P —3 M2 M3 —4 My M2 —6 My My My +2 My M, )

3 1080 MY — 972 M7 My + 324 M} M2 — 45 My M3
P ( +36 Mj My — 36 M My Mz +27 M3 Mz + 18 My M2 — 48 M} My — 2 Mz My )
2160M — 3960 M} My + 3042M M2 — 495M; M3 + 276 M M3 — 1008 M?E Mo Ms )

+p

4
P +183 M3 Mj + 64 My M3 + 252 M3 My — 48 My My My — 12 Mz M,y

s [ —4896 M7 My + 3384 M7 M3 — 675 My M3 + 1416 M; Mz — 1620 M? My Ms;
+ ( +177 M3 Mz + 218 My M2 — 144 M} My + 156 My My My — 40 M3 M, )

6 2754 M3 M2 — 369 My M3 + 1224 M} Ms — 1584 M} My My
TP ( +189 M3 Ms + 252 My M2 — 420 M} My + 216 My Mo My — 56 My M, )
—441 My M3 — 972 M} My Mz — 33 M3 Ms + 262 My Mz
—60 M} My + 258 My My My — 60 My M,
+p% (123 M3 Ms + 56 My M3 466 My My My — 34 Ms M,)
—14 p9 M3 M4

Tirois (p) =

+p”

Comme précédemment, la nullité simultanée de ces deux polyndmes est équivalente a la nullité de la somme de
leurs carrées. Si I'on note

Pdeuw (P) = Tdeu:r (P)2 + ﬂrois (p)2 .
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Tieusr €6 Tirois seront simultanément nuls s’il existe une racine, p, appartenant a ]0; 1[, du polynome :

Pdeu:v (p) = 81(1 + M%)(—QM% + M2)6
T2MP — 36 MY (6 + 5Ms) — 12M7P M3 — 36 M3 (2 + Ma) M;
+pl8(2M3E — My)? +3M; My (8 + 5Mo) My + 12M7 (3Mo (12 + 5Ms) + My)
+M3Z(—216M2 — 45M3 + 2M2 — 6(—2 + Ma) My) + 2(18M3 + M2 — 3MoMy)
TTT60M 4 + 324MS — 67392 M72(—1 + 3Ms) — 10368 M M3 + 1728 M (—2 + 7TMa) M3 + 324 M3 M3
+225 My M3 + 4AMy + 144M7 M3(3Ma(4 + 11Ms) — 4My) — 24Mo(9M3 + M2) My + 36 M3 M}
+432M°(3Ms(—120 + 187Ma) + 4My) — 48 M?P M3(162M3 + 351 M3 + M3 + 6(6 + Ma)My)—
144 MF (1026 M2 + 1233M3 — TM2 + 6(2 + 5M2) M,)
+144MOE(IM3(—53 4 65Ms) + 20M2 — 5 Mo M2 + 6 My (7 + 6 Mo) My + MZ)—
24ME(2TM3 (=27 + 35Ms) — 3Ma(6 + 29Mo) M2 + 2(54M2(2 + M) — M2)My + 6(—1 + My) M)+
ME(—2916 M3 + 2511 M$ — 1368 M3 M3 — 1332M35 M3 + 4AMj5+
24(18M3 (4 + M) — (=2 + Mo) M3 )My + 36(—4 + Ms) Mo MZ)+
12My My M3 (8M2 — My(90M2 + 117 M3 — 5MZ + 12(2 + Ma) M)+
36 M7 Mz(—8MZ + My(156 M3 + 249M3 — AM32 + 8(5 + 2M3) My))
A1472M [ — 324 M8 — 31104 M2 (—9 + 2My) + 12960 M7 My — 4752 M7 (4 4 M) M3
+216 M3 M2 — 45 My M2 + 20M5 — T2M] M3(—1680My + 51 M2 — 10My)+
6 M2 (99M3 + (—6 + 5Ma)M2)My — T2MI M7 — 864 M0 (3 Mo (264 + M) + 11My)+
24 M M3(TMZ + 18 My (3Ma(—96 + 5My) — My) + 192M,)+
144 M3 (4185M2 + 306 M3 — 5M3 + 3(—4 + 31 Mo) My)—
—2p3 12M 3} M3 (9M3 (—414 + 25My) 4 20M3 — 12Mo M3 — 36(—11 + Mo) My My — 2M3)+
My M3(27M3(—208 + 11My) — 6 Mo (12 + 11Mo) M2 — 4(18 M3 (—17 + 2My) — M3)My — 12Mo M3)+
T2MP(9M3 (72 + 13M>) + Mo(278 + 11Mo) M3 + (6M3F(27 + 2M) — M2)My — (4 + M) MZ)+
2MZ(—972M3 — 405M$ — 2466 M3 M2 + 90M3 M2 — 4M
+6(9(—44 + My) M3 — (—6 + 5Ma) M2) My + 18 My (8 + Ma) M?)
—T2ME(27T0M2 + Mo(3438 M2 + 423 M3 + 34M2 + 3(38 + 31Mo) My))

—212544 M4 + 20088 M + 5184 M2 (294 + 211 My) — 79488 M1 My + 1728 M7 (270 + 193 M) M3 —
OMS3(76 + 89 Mo ) M2 + 84MF — 24 My (207M3 — (9 + 2Mo) M2) My + 4(90M2 + M2)M?
—288 M M3 (3 Mo (1318 + 485My) + TMy) — 432M1°(9M5 (1280 + 487Ms) + 128 M)+
144 M (46170 M2 + 10782M3 — 53M2 + 12(—67 + 50My) M) —

36 MP (9M3 (13956 + 2045My) — 2440M2 — 616 Mo M2 + 12Mo(—596 + 105My) My — 32M2)+
48 M M5 (—9M3 (672 + 145M5) + 86 M3 + 30Mo M3 + 3Mo (184 + 11 M) My + M7)+
12M7H(243 M3 (557 + 49Ms) — 6 Mo (1446 + 229 Mo ) M2
+2(9M3 (—870 + 59Ms) — 2M32) My — 48(—4 + My) M3)+
8 My M3 (27 M3 (131 + 32My) — 6 M (57 + 13My) M3 + (9(—88 + M) M3 — M3Z)My — 6 My M3)+
M3Z(—290628 M3 — 12231 M + 32976 M2 M3 + 5760M3 M2 — 56 M3
—24(9M3(—253 + 8Ma) — (—12 + 5 M) MZ) My + 36(—52 + Ma) My M)+
48 MY M3 (45 My (Mo (426 4 107My) — 2My) — 4(M2 + 153My))

+p?

+pt

TSVP
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699840 M4 — 10368 M2(—2 + 195M>) + 49248 M1+ My — 432 M7 (2264 + 923 M) M3+
144 M7 M3 (21 M5 (762 + 221 Ms) — 26 My) + 432M7°(3 Mo (1476 + 2257Ms) + 22My)—
144 M7 M5 (12717 M3 + 3681 M3 + 8M3 + 22(—9 + 4Mo) My)—

288 M3 (14445M3 + 8568 M3 — 113M3 + 3(—T75 + 62Ma) My)+
6 M3 M3 (9M3 (10540 + 3207 My) — 24(18 + 31 My) M3 + 6 My (—820 + 223Mo) My — 8M3)+
7T2ME(9MS3 (5097 + 1892My) — 2296 M2 — T08 My M3 + 6 Mo (—375 4 172My) My + 42M3F)+

oS My M3(—297M3 (184 + 61Ms) + 24 M (49 + 62My) M3
b —4(9MZ(—188 + 17My) + 17M2) M, + 60My M2)
+M?3 (145800 M3 + 29565M5 — 60084 M3 M2 — 28314 M3 M2 + 200M 3
+12(9M3 (283 + 32My) + (76 + 11 M) M2) My + T2Mo (11 + 4Mo) M) —
6 M} (243 M3 (776 + 213 M) — 54 Mo (590 + 219My) M2
+2(153MZ(—66 + 17My) — 106 M2) My + 12(14 + 33My) M2)+
2(—1134M$ + 1728 M3 M2 + 1413M3 M2 — 22M3
+12My(63M35 — 10(1 + Ma)M3Z) My — 2(36 M3 — M3Z)M3Z)
—1010880M{* 4 6804 MS + 57024 M72(158 + 81 Mz) — 321408 M1 M3 + 6912M7 (161 + 256 Mo) M3
+7884 M3 M2 — 56T9Mg M3 + 440M5 — 576 M M3 (3Mz(1650 + 1519Ms) — 34M,)+
24 Mo (117 M3 4 (—60 + T9My) M2) M, —
4(63M3 + 11M3) M7 — 432M1° (3 M5 (19656 + 6659M>) + 640 M)+
288 M7 M3(6426 M3 + 6435M3 + 22M3 — (64 + 21 Ma) My)+
144 M3 (194940 M3 + 55764 M3 — 293 M2 + 24(—93 + T9M2) My)—
288 M (9M3 (5583 + 1531 M) — 3(399 + 172My) M2 + 3My(—513 + T9Mz) My — 20M3)+
12M 3 My (—27 M3 (1172 4 1645My) + 104M2 + 2412Mo M2 + 6 My (36 + 499M) My, + 180M3)
+4My M3 (27 M3(—254 + 463 Ms) — 3M(624 + 677Ms) M2
—2(36 M2 (—T7 4 40My) — 55M32) My — 132My M2)+
MZ(—277020M3 — 92097 M + 93384 M2 M2 + 98100 M3 MZ — 1060M 5
+24(9M3 (22 + 61 M) — (=132 + 215Mo) MZ) My + 144 Mo (7 + 17My) MZ)+
48 M (243 M3 (295 + 83My) — 6 Mo (1091 + 1002My) M2
—(81M2(43 4+ 11My) + 205M2) My — 3(—2 + 59Mo) M?)
2332800 M4 — 69012M$ — 10368 M72(—71 + 377Mz)—
425952 M1 My + 432M7 (168 + 29 My ) M + 45M3 (272 + 35Mo) M2 —
780M3 + 576 M7 M3(3 Mo (276 + 37Ms) — 37My) + 6 Mo (2133M3 + 52(—9 + 2Mo) M2) My —
8(90M3 + TM3Z)MZ + 864 M{°(36 M (175 + 117My) + 319M4)+
144 M7 M3(—6480M3 + 1269M35 + 106 M3 + 6(63 + 31Mo) My )—
144 M (83754 M3 + 9891 M3 — 491 M3 + 6(—444 + 427 M) M) —

24 M M3 (27 M3 (—915 + 7T9My) + 1682M3 + T2My M3 — 12My(—229 4 105Mo) My — 19M3)—
T2MO(36 M3 (—3981 + 32M>) + 6(682 + 131 M) M3Z — 3My(—3588 + 1045Mo) My + 98M3)+
My M3(—81M5 (912 + 13My) — 6 Mo(—4764 + 83 M) M3
—4(9M3 (—568 + 247TMy) — 91 MZ) My + 312Mo M3 )+
2ME(—486 M3 (—960 + 17Ms) + 306 M2(—397 + 21 M) M3 — 112M3+
3(27M3 (=906 + 125Ms) — 2(—516 + 377Ma) M2) My + 36 Mo (61 + 5Mz) MZ)+
T2M (2T M (—2328 + T3Ms) — 6Ma(—1134 + 145M5) M2
—(9M3(—816 + 169Ms) + 19M2) M, — (100 + 27Mo)MZ)

+pb

+2p7

TSVP—
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466560014 + 23814 M — 5184 M2 (9119 + 5340Mz) + 3017088 M1 Mz — 1728 M7 (5084 + 5939 M) M;
+90828 M3 M3 + 42903 M3 M2 — 3668 M3 + 288 M| M3 (3 Mo (33612 + 15403 My) — 442My)+
24 Mo (513M3 — (547 + 182Mo) M2) My — 8(189M2 — 10M2) M?
+864M1°(3M5 (41334 + 16541 M5) + 1400My)—
864 M7 Ms3(32706 M3 + 10131 M35 — 149M3 + 3(—172 + 81 My) My)—
144 M3 (838161 M2 + 239076 M3 — 5365M2 + 12(—882 + 1039My) My)+
144 M3 M3 (9M3 (7424 + 1779My) — 6(325 4 194My) M2 + 3Mo(—1252 4 301 My) My — 13M3Z)+
36 MP(9M3 (225120 + 47917 M) — 24(3046 + 2029 M) M2 + 24 Mo (—2964 + 1955My) My + 2188 M3)+
8 M M3 (—81 M3 (1585 + 322Ms) + 6 M2 (2885 + 642My) M2 —
(27TM3(—612 + 61 My) + 269M3) My + 168 Mo M3)+
3M?Z(679428 M3 + 82053 M3 — 495216 M3 M2 — 165744 M3 M3 + 2960 M5+
8(27 M3 (—569 + 106 Ms) + 2(727 + 411 M) M2) My + 72M>(36 4 13Mo) M) —
36 M(135M5 (4281 + 679Mz) — T2M3(1619 + 655My) M2+
8(27M3(—223 + T7Ma) + 52M2) My + 60(5 + 19Ma) M2)
19116 MS$ + 25920 M2 (—19 + 408 Ms) — 4380480 Myt Ms+
1728 M7 (9395 + 7447 My) Mz — 108 M3 (213 + 331 My) M2 + 3020 M
—432 M0 (3 My (22122 + 22895 My) — 1700 My) + 18 My (36 M + 5 (74 + 119 My) M2) My
+8 (27 M2 — 59 M2) M7 — 144 M] My (217854 My + 130323 M3 + 878 M,)
+432 MY Mz (15 M2 (3567 + 1777 M) — 459 M2 — 2 (322 + 73 My) My)
+72 M} (644274 M2 + 452853 M3 — 14470 M2 — 12 (=201 + 176 My) My)—
72 MY (9 M3 (42853 + 25363 M) — 3 (10866 + 15383 My) M2
g0 —3 My (2652 + 1397 Ms) My — 224 M2)+
p 18 M} My (—27 M3 (13772 + 5799 My) + 13216 M2+
19728 My M2 + 48 My (279 + 289 Ms) My + 252 M?)+
3 My Ms (27 M3 (2536 + 2761 M) — 24 My (2121 + 829 My) M2~
8 (9 M2 (299 + 241 My) — 244 M2) My — 96 My MZ)+
3 M? (—134784 M3 — 112941 M$ + 527652 M3 M3 + 224946 My M3 — 5776 M
+6 (9 M3 (652 + 259 My) — 4 (219 + 872 My) M2) My + 72 My (—1+ 40 My) M3)+
18 M} (27 My (14264 + 7993 M) — 6 My (35482 + 27651 My) M2~
4 (18 M2 (300 + 197 M) — 151 M2) My — 48 (2 + 41 My) M3)
15595200 M72 + 143748 M$ + 1762560M 1 M3 — 576 M7 (—3774 + 18809 M) M3
+3M3(1084 + 10887 M) M2 + 2904 M3 + 48 M7 M3 (3 M2 (20164 + 114513 M) — 2516 M)+
1728 MO (Mo (—17352 4 6919Ms) — 375M,) — 24 Mo (T89MS + 4(18 + 143 M) M2) M+
8(90M3Z + 127TM3Z) M7 — 144 M7 M5 (42018 M3 + 76835M35 — 2173M3 — 4(—237 + 1156 M) My)
—A8MP( — 476658 M2 + 399267 M3 — 29714M2 — 6(—1706 + 7265My) M)+
A8MP(9M3 (—17485 + 29781 My) — 32912M2 — 87411 My M3 — 6 Mo(—3601 + 6781 Ma) My — 1286 M37)
+3p10 | —12M3 M3 (—9M3 (12276 + 24395M>) + 9944 M2 + 40860 Mo M2 + 24 Mo (11 + 1869 M) My + 8MZ)+
AM, M (—9M; (2342 4 5327 Ms) + 3My (2712 + 5701 M) M +
8(45M2 (11 + 58My) — 34TM2) M, — 1068 My M2)+
ME(—1121364 M3 + 286875M$ — 525528 M3 M3 — 737268 M35 M3 + 29588 M3
—24(12M3(—427 + 473M>) — (102 + 5101 M) M2) My + T2My(—70 + 13 M) M2)—
T2MH(3MF(—16971 + 15163 M) — Mo (31586 + 48437 Mo) M2 —
(M2(—2886 + 6293 M>) — 461M2) My — 2(59 + 184Mo) M3)

+p8

TSVP—
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149364 MS + 5184 M7 (—4505 + 1561 My) Mz + 95256 My M2 — 30735 Mg M2 — 21364 M3 +
6 My (657 M3 + (—1334 + 4863 My) M2) M,
—24 (51 M2 + 125 M2) M3 + 25920 M{° (2394 My + 5 M)
+432 M (5462 M2 + 3 My (3 My (—19657 + 3713 My) — 2255 My) + 1612 M,)
+72 M{ M; (3 (170608 — 91239 My) My + 13150 M)
+24 M M3 (—29083 M3 + 6 My (324 My (—588 + 325 My) — 12727 My) + 17784 My)—
36 M3 M3 (—190014 M3 + 101643 M3 + 7492 M3 —
ot 30052 My M2 — 2 My (—6242 + 19861 My) My + 336 M3)—
72 MY (9 M3 (—78994 + 19865 My) + 39790 M2 —
94720 My M3 — 6 My (—4127 + 9592 M) My + 630 M3Z)+
3 My Mz (9 My (—47600 + 9733 My) — 14 My (—5252 + 3223 My) M3 —
4 (6 M3 (—1333 + 2875 My) — 2495 M2) My + 5880 My M2)
+2 M? (994356 My — 233685 M$ — 557838 M3 M2 + 573282 M3 M2 — 36356 M3+
6 (9 My (—2290 + 2897 My) — (—2198 4 26581 My) MZ) My — 72 My (—43 + 148 My) M3)+
24 M7 (54 M3 (—9864 + 3433 My) — 3 My (—55110 + 87413 My) M3 —
(27 M3 (—2018 + 3429 M) — 8968 M2) My + 3 (—104 + 443 My) MZ)
112104 M8 + 8208000 M) M3 — 113940 M3 M3 + 69057 M3 M2 +
103468 My + 288 M| M3 (6 Mo(—60115 + 9717 M) — 4T75M,)—
24 Mo (45 M3 + (—1131 + 2330M2) M2) My + 24(57M3 + 367M3) M3+
1728 M3 (78408 M3 + 1007M3 + 5(77 + 101 M3) My)
+A48M? M3 (1837890M3 — 377217M3 + 28954 M3 + 12(—1043 + 6918 Mo ) My)+
48 M} M3 (36 M3 (—20520 + 3169My) — 2(—16441 4 22749 M) M2 —
18 Mo (—1144 + 3467 My) My + 1111M2)+
+p'? 36 MY (9M3 (268852 + 36737 M) + 437256 M2 —
267760My M2 — 12M(—1588 + 13353 M) My + 5380M2)+
8 My M3 (—27M3(—3005 + 1726 Ms) + 6M2(—33087 + 4372M) M3+
(9M2(—3536 + 5105My) — 10193M2) My — 7734 My M) —

36 MH(9M(—99027 + 15485 My) — 2 Mo (—288134 + 133297 My ) M3 —
2(3M2(—6390 + 17849M>) — 8498 M2) My + 20(14 + 335Mo) M3 )+
ME(1643652M3 + 731511 MS + 10438704 M3 M2 — 1871280 M3 M3 + 184904 M5 —
24(9M3 (—1471 + 3290M>) — (—3000 + 34387 Mo) M2) My + 144 Mo (—11 + 839Mo) M3)

6 (—43794 M$ + 3 M3 (—2744 + 863 M) M3 + 12734 Mi)+
410400 M? My + 24 My (1170 M3 — (—549 + 958 My) M3) My—
8 (90 M3 — 611 M3) M} — 4320 M Mz (2609 Mo + 24 M)
+48 MP Ms (894537 M3 — 79560 M + 8333 M3 + 18 (191 + 1313 My) My)—
72 MY (507843 M3 — 45788 M2 + 20332 My M2 + 3 My (4202 + 2261 My) My — 350 M3Z)+
6 M? Ms (9 M3 (—247332 + 25603 Ms) + 192304 M3 —
+2p'3 125112 My M2 — 6 My (—3316 + 29545 My) My + 4988 MZ)+
My My (=27 M3 (—9688 + 5711 M) + 24 Mo (—48723 4 3247 M) M3 +
4 (9 M2 (—2672 + 4145 My) — 10085 M2) My — 34680 My M3)+
M3? (—526824 M3 + 162729 MS$ + 6884172 M3 M2 — 576306 My M3 + 78232 Mg —
12 (9 M3 (=155 + 2176 My) — 11 (=192 + 2753 My) M3) My + 72 My (79 + 917 My) MZ)—
6 M} (243 My (—3352 + 833 My) — 6 My (—384906 + 71791 My) M2 —
2 (9 M3 (1734 + 10567 M) — 21556 MZ2) My + 12 (118 + 1817 My) M?)

TSVP—
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624348 M9 + 143316 M3 M2 + 47583 M3 M2 + 174008 M4 —
24M>(333M3 + (—232 + 1151 My) M3) My — 4(423M3 — 2132M3) M3+
576 M7 M3(34938 M3 + 238 M2 + 810 My + 721 Mo M)+
12M} M3 (9M3(—224084 + 14211 M) —

12(—11994 + 4769 M) M3 — 6 M (5812 + 15167 My) My + 3316 M3 )+
4 M M5 (—27M3 (19666 + 571Ms) + 3Mo(—209504 + 5489 Mo ) M3+
2(18 M2 (298 + 1097 M) — T619M2) My — 14352 M5 M3 )+
48 M (18 M5 (21465M3 + (—15480 + 1799M5) M3)+
(9M3 (2613 + 964Ms) — 4195M3) My — 12(11 + 150M3) M3)+
M3 (4359420 M35 + 194481 M$ + 12677400M35 M3 — 597924 M3 M3+
96868 M3 — 24(9M3 (874 + 1279 My) — (328 + 19265 Mo ) M32) My+
36 M5 (236 + 2641 My) M3) + 720M$ (2362M3 + My (—1854 My + 5My))
—14 M3 My (9( M (306 M2 — 41 M) M2 + (136 M7 — 176 M2 My + 21M32) M3 + 28 My M32)—
4(105M3 — 54 M1 Mo + 14M3)My)—

(189 M3 — 182M2 — 60M2 My + 12Ms(T1My Ms + My))+
4(—49M3Z + 9Mo M) (4536 M My + 207 M3 — 1704 M3 M3+
TTAM; My My — 9TM2 — 18 Mo My + MZ(—1269M2 + 36M,))—

(123 M2 M3 + 56 My M2 + 66 M1 Mo My — 34M3My)

(972M32 My M3 + 60 M} My + 3M3(11 M2 + 20My) + M, (441 M3 — 262M2 — 258 My My))

(123 M3 Ms + 56 M1 M3 + 66 M7 Mo My — 34M3 My)* —
8(—49M2 + 9My M) (342M3 + 300M3 Mz — 1248 My My My + 142M3 — 3Mo My + 24M72 (81M3 + My))
+(189M3 — 182M3 — 60M? My + 12My(7T1M; M3 + My))>+
28 M3 My (972 M2 My Mz + 60 M7 My + 3M3(11M2 + 20My) + My (441M3 — 262M2 — 258 My My))
T —28 M3 My (123 M3 M3 + 56 My M3 + 66 My Mo My — 34 M3 M) )
p +4(—49M§ + 9M2M4)(189M§’ - 182M§ - 60M12M4 + 12M2(71M1M3 + M4))
+p'® (196 M35 M7 + (98M3 — 18 M5 M,)?)

+p14

+2p1d

+p16

Ce cas correspond & nouveau a une redondance dans les équations du systéme, puisque les quatre équations ne
permettent d’exprimer que trois paramétres. Il faut donc recourir a la cinquiéme équation de moments et comparer
une solution éventuellement issue de cette méthode avec les précédentes grace au test Tg'orme?

13.3 Meéthode d’inversion du systéme G;,.

La méthode d’inversion du systéme des moments, du mélange d’une distribution normale et d’une distribution
exponentielle, se déroule en trois étapes.

»1. Méme si nous ne sommes pas str de la possibilité théorique qu’elles existent (nous n’avons trouvé aucun
exemple), nous cherchons les racines réelles appartenant a |0; 1[ des polynomes P, et Pyeyz. Si pp est une telle
racine, nous tirons, dans un premier temps, my comme racine réelle strictement positive du polynome [13.56] ou p
est remplacé par pg. Si un tel my > 0 existe, il ne nous reste qu’a reporter les valeurs de py et mo ainsi obtenues,
dans les expressions litérales de p; et o;. Nous ne conservons, bien stir, que les ensembles de parameétres solutions
statistiquement acceptables.

»2. Nous cherchons les racines réelles appartenant a ]0; 1] du polyndéme Ppormer, c€ qui nous donnera les
différents p candidats solutions. Nous portons ces résultats dans les expressions littérales de ma, p; et o1 [13.48] et
ne retenons que les ensembles solutions vérifiant ms > 0 et o1 > 0. Cette phase de I'inversion s’achéve, dans le cas
de non unicité des solutions statistiquement acceptables, par le choix de la solution minimisant le test Tf\‘,orm -
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»3. Si 1. et 2. fournissent des solutions, nous choisissons celle de toutes les solutions qui minimisera le test
T}

ormex”

13.4 Exemples d’inversions du systéme G,.

Nous n’avons pas une connaissance aussi précise du jacobien de ce systéme, que celles que nous avions pour les
systémes relatifs au mélange de deux distributions normales. Le choix des exemples en devient peut-étre moins
pertinents. Nous ne donnerons, donc, d’exemple, que dans le cas général, et dans le cas d’annulation du jacobien
que nous avons cité en exemple plus haut.

13.4.1 Exemples d’inversion théorique.

Les résultats que nous commenterons ici, sont récapitulés dans le tableau Fic.I1.18.

Les deux premiers exemples, (annexe 56 et 57), illustrent les deux formes unimodales que peuvent prendre un
mélange normale-exponentielle. L’exemple de I'annexe 58, est celui d’un mélange de deux distributions de méme
moyennes et de méme variances théoriques. Il n’y a pas de difficulté dans ces trois exemples.

Les deux cas suivants, annexe 59 et annexe 60, sont ceux correspondant aux cas d’annulation du jacobien. Ils
reproduisent deux problémes que nous avions déja rencontrés pour le mélange de deux distributions normales,
puisque le premier est un cas de racine double du polyndéme Py ormes, €6 que le second est celui d’une solution qui
n’est pas atteignable par ce systéme, et nécessite, a priori, le recours a une équation supplémentaire.

13.4.2 Exemples d’estimation des paramétres d’un échantillon.

Les résultats obtenus pour les moments empiriques et présentés en annexe 61 a 70, sont résumés dans les
tableaux F1G¢.11.19 et F1G.I1.20. Nous nous concentrons, aprés avoir détaillé dans les annexes 61 a 63, le pendant
des exemples généraux traités dans le cadre du systéme théorique, sur I’étude de l'inversion du systéme empirique,
au voisinage de deux cas d’annulation du jacobien. Les exemples des annexes 64, 65 et 66 montrent que dans le
cas induisant théoriquement une racine double, le “décalage” provoqué par les moments empiriques donne deux
solutions proches ou pas de solution. De méme, comme le montrent les résultats cités en annexes 67 a 70, le cas
“d’insuffisance” du systéme, engendre, lors du passage aux moment empiriques, des situations critiques du type de
celles que nous avons déja rencontrées.

13.4.3 Conclusion.

Compte tenu de la complexité d’écriture des polynomes que nous considérons, nous ne dévelloperons pas de
paragraphe équivalent, pour le mélange normale-exponentielle, & ceux présentant, dans les autres cas, la méthode
d’estimation avec les moments empiriques. Nous en sommes & un point ou nous connaissons une méthode d’es-
timation des paramétres d’'un mélange d’une distribution normale et d’une distribution exponentielle, dont nous
avons identifié, sous une forme certe complexe, les domaines de non application. Cette méthode pourra donc étre
appliquée, comme la méthode initiale de Pearson, aux problémes de continuité des solutions dans le voisinage de
la variété annulant le jacobien.

Estimateurs des moments d’un mélange normale-exponentielle.
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INVERSION DE S4 POUR DES MOMENTS THEORIQUES

Parameétres théoriques : _H_ Racine retenue pour l'inversion D

Paramétres calculés : I

Moyenne F1 | Variance F1 p Parametre F _ 1>racines>0 _ acceptable _._.mmﬁ .ﬁm:o::mv_ Commentaires
0.0 2.0 0.3 1.0
Annexe 56 0.10290133 oui 0.065514
0.3 oui 0.0 Il ya deux racines proches
0.36081114 oui 0.322049
0.98967385 oui 1.317914
Annexe 57 0.10165285 oui 0.099264
0.5 oui 0.0
Annexe 58
0.5 oui 0.0
Annexe 59 0.51675553 oui 0.332803
0.52344703 oui 0.044653 Il'y a une racine double
0.7 oui 0.0
0.7 oui 0.0
0.0 4.68584617 0.5 1.0
Annexe 60 0.16757485 oui 0.323474 La solution ne peut étre atteinte.
0.96222234 non
Légende :

Fic.I1.18.

Estimateurs des moments d’un mélange normale-exponentielle.
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3.4 Fxemples d’inversions du syst
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INVERSION DE S4 POUR DES MOMENTS EMPIRIQUES 1

Parameétres théoriques :

Parametres calculés :

_H_ Racine retenue pour l'inversion _H_

Moyenne F1 _ Variance F1 _ p _ Parametre F2 _ 1>racines>0 _ acceptable _._.mﬁ .ﬂm:o::@v Commentaires

Annexe 61 0.09447871 oui 0.118002
0.31039688 oui 0.007989
0.36396935 oui 0.328589
0.99281194 oui 1.616472

Annexe 62 0.10290405 oui 0.097352
0.50000254 oui 0.003090

Annexe 63 3.0795E-7 non
0.48367114 oui 0.007055

0.0 0.94136684 0.5 1.0

Annexe 64 0.29223659 oui 0.013325 I'estimation n'est pas bonne.

0.44448145 oui 0.277748
0.0 0.94136684 0.3 1.0

Annexe 65 0.29023618 oui 0.224985 I'estimation n'est pas bonne.

0.55713404 oui 0.063909
0.94136684

Annexe 66 0.27891681 oui 0.005002
0.29549171 oui 0.223447 Il ya deux racines proches
0.30571448 oui 0.000616
0.45347870 oui 0.036774

Légende :

Fic.I1.19. -

Estimateurs des moments d’un mélange normale-exponentielle.
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INVERSION DE S4 POUR DES MOMENTS EMPIRIQUES 2

Moyenne F1 _ Variance F1 _ p _ Parametre _um_ _ 1>racines>0

_ acceptable _._.mmﬁ .ﬂm:o:s@_

Parametres théoriques : _H_ Racine retenue pour l'inversion :

Parameétres calculés :

Commentaires
4.68584617
Annexe 67 0.10636466 oui 0.352289
0.28572474 oui 0.030084 Il'y a deux ensembles de
0.31665744 oui 0.184602 parameétres proches
0.99841621 non
0.0 4.68584617 0.3 1.0
Annexe 68 0.09941814 oui 0.423201 I'estimation est mauvaise.
0.99711692 non
4.68584617
Annexe 69 0.17005080 oui 0.170210
0.47942449 oui 0.048000 Il'y a deux ensembles de
0.52499534 oui 0.180466 paramétres proches
0.97928108 non
| oo Jaesssssrr| o0s | 10 |
Annexe 70 0.16587310 oui 0.336006 I'estimation est mauvaise.
0.95811690 non
Légende :

Fic.11.20. -

Estimateurs des moments d’un mélange normale-exponentielle.
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Estimation des parametres d’un mélange
généralisé simple.

14.1 Enoncé de la méthode.

Nous avons présenté, jusqu’ici, les méthodes d’estimation des parameétres dans les trois types de mélanges de
deux distributions rencontrés pour la famille réunissant les distributions normales et exponentielles. Nous savons
traiter indépendamment chacun de ces cas, si nous savons l'identifier, ce qui n’est, par définition, pas le cas dans
le cadre des mélanges généralisés.

La méthode d’estimation des paramétres d’un mélange généralisé, que nous proposons, consiste & traiter, dans
chacun des trois cas, normale-normale, normale-exponentielle et exponentielle-exponentielle, avant de choisir, parmi
les trois couples (type de mélange-parameétres estimeés), le mieux adapté au mélange étudié. Il semble naturel qu'une
fois de plus, le critére de choix se base sur les équations de moments inutilisées lors de ’estimation par la méthode
des moments. Nous proposons, pour cela d’utiliser la sixiéme équation de moments centrés, si 1’estimation du
mélange, supposé étre un mélange normale-normale, est faite par Gy, et la cinquiéme équation de moments centrés,
lorsque c’est Gy qui est utilisé.

Nous disposons des test Ty (resp. Tp) et T2Vo"™e® (resp. TZV°"™*) pour les mélanges normale-normale et
normale-exponentielle, et il suffit de définir leur équivalent pour les mélanges exponentielle-exponentielle. Nous
définissons ainsi :

p(120mf5 — 120m$ My + 60m3 M2 — 20m3 M3 + 5mq M — MY) _ e
Tf”’poz +(1 — p)(120m3 — 120m3M; + 60m3 M2 — 20m3M; + 5ma M — M?) 5
2N
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C

+p(720m8§ — 720m3 M, + 360miM?Z — 120m3$ M3 + 30m3M; — 6my M7 + MY) B
ot TETPo_ +(1 — p)(720m§ — 720m3 M + 360m3M3E — 120m3 M3 + 30m3 My — 6mao M7 + M)
6 - )
2M§

ce qui permet d’établir la méthode. Les résultats sur les mélanges théoriques, donnent, comme nous ’avons vu
précédemment, des test nuls pour les bons ensembles de paramétres associés au bon type de mélange, ce qui justifie
cette méthode de choix.

14.2 Exemples d’applications.

Nous ne disposons pas de régle, a priori, définissant des mélanges généralisés pour lesquels les tests de choix du
type de mélange peuvent étre mis en défaut. Les exemples qui suivent ont été choisis, aprés ’étude de nombreux
mélanges de types et de parameétres différents, pour l'illustration qu’il donnent des réussites et des échecs de la
méthode.

14.2.1 Exemples dans le cas théorique.

Il n’y a pas de surprise dans les exemples sur les moments théoriques, puisque les bons paramétres et les bons
types de mélanges sont toujours choisis. Nous constatons, aussi, que les mauvais types de mélanges ne donnent,
souvent, pas d’estimation des paramétres, puisque les cas ot seul le polynéme Pyqrégales donne une solution pour
le mélange normale-normale, peuvent étre considérés comme inapropriés, ce polynome donnant, quels que soient
les moments du mélange, une solution acceptable. Les premiers moments suffisent, donc dans ces cas 1a, a exclure
certain types de mélanges, sans avoir & recourir & des critéres de choix.

Les tableaux récapitulatifs, F1G.11.21,F1¢.11.22 et Fi1G.11.23, résument les 10 études de mélanges que nous
avons retenues. Les annexes 71, 72 et 73, sont consacrées a des mélanges exponentielle-exponentielle, et soulignent
que ce type de mélange semble ne pas pouvoir étre confondu avec un mélange normale-normale. Ce ne semble
pas étre aussi évident pour les mélanges normale-exponentielle, dont les tests sur les moments centrés d’ordre 5 et
6 sont tres proches de zéro. Les trois annexes suivantes, 74, 75 et 76, montrent que, réciproquement, le mélange
normale-normale ne peut pas étre approché par un mélange exponentielle-exponentielle. Il peut, cependant, y avoir
une confusion avec les mélanges normale-exponentielle, dont les tests sont, dans certains cas, proches de zéro. Nous
présentons, enfin, dans les annexes de 77 & 80, le cas des mélanges normale-exponentielle, pour lesquels, le type
exponentielle-exponentielle ne donne pas de solution. Dans les deux cas des annexes 78 et 80, ot P2 donne une
solution, le type normale-normale donne des tests proches de zéro, qui peuvent entrainer une confusion dans le cas
empirique auquel nous nous intéressons dans le paragraphe suivant.

Estimation des paramétres d’un mélange généralisé simple.
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14.2.2 Exemples dans le cas empirique.

Le tableau F1G.I1.24, regroupant les annexes de 81 & 85, met en évidence, que dans le cas des mélanges
exponentielle-exponentielle, la taille de 1’échantillon est primordiale pour une bonne identification du type du
mélange. Il semble, au vu des expériences, que la taille typique de I’échantillon permettant d’éviter les confusions,
avec le mélange de type normale-exponentielle, soit de 1000000 d’individus. D’apres les résultats présentés dans le
tableau F1G.I1.25, méme si les tests des types normale-normale et normale-exponentielle sont proches, la taile de
I’échantillon, de 100000 individus, semble suffisante pour identifier le bon type de mélange. Le cas des mélanges
normale-exponentielle, présentés dans les annexes de 89 a 95, et dont les résultats sont présentés dans les tableaux
F1G.11.26 et F1G.11.27, est un peu plus délicat. En effet, la taille de I’échantillon est trés importante, pour les
choix du bon type de mélange, et le dernier cas montre que méme pour un échantillon de 1000000 d’individus, le
choix du type n’est pas assuré.

Le probléme des mélanges généralisés, ajoute une dimension supplémentaire & I’ensemble des difficultés que
nous avons pu rencontrer précédemment, dans le cadre des mélanges de type identifié. Il semble aussi, et c’est ce
que laisse entendre le cas du type normale-normale, qu'une parfaite connaissance de chacun des types particuliers,
permette de contourner la majorité des difficultés liées aux mélanges généralisés. C’est, en tous cas sur ce point,
qu’il parait nécessaire de progresser, dans un premier temps.

Estimation des paramétres d’un mélange généralisé simple.
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Estimation des parameétres d'un mélange généralisé
Cas théorique du mélange Exponentielle-Exponentielle

Moyenne F1 _ Variance F1 _ p

_ Moyenne _um_ Variance F2 _ _ Test TS5 _

Test T6 _

Commentaires
1.0 / 0.6 (0)5%) /
Annexe 71 1.0 / 0.6 0.3 /
0.58901744 | 0.27811790 | 0.96517440 | 4.35011748 | 0.27811790 0.120507 0.245858 seul Pvarégales donne une solution
0.27734034 | 0.05822896 | 0.38209893 | 0.99373279 / 0.003602 0.006402 les tests sont proches de zéro
1.0 / 0.6 3.0 /
Annexe 72 1.0 / 0.6 3.0 /
1.50658887 | 1.92565543 | 0.97407264 | 12.82325119| 1.92565543 0.118648 0.247520 seul Pvarégales donne une solution
0.90809461 | 0.61225098 | 0.56174646 | 2.94323024 / 0.008969 0.017393 les tests sont proches de zéro
2.0 / 0.6 3.0 /
Annexe 73 2.0 / 0.6 3.0 /
2.03503477 | 2.60650464 | 0.96463754 | 12.25573018| 2.60650464 0.259503 0.131354 seul Pvarégales donne une solution
1.43898267 | 1.39337701 | 0.26262660 | 2.74228075 / 0.018751 0.041553

Légende :

Paramétres théoriques : _H__umqmam:mm Normale-Normale
Parameétres Expo-Expo : U_umqm:_m:mm Normale-Expo :
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Estimation des paramétres d'un mélange généralisé
Cas théorique du mélange Normale-Normale

Moyenne F1 _ Variance F1 _ p _ Moyenne F2 _ Variance F2 _ _ Test TS _

Test T6 _

Commentaires
1.0 2.0 0.6 3.0 1.0
Annexe 74 / / pas de solution
1.0 2.0 0.6 3.0 1.0
pas de solution
1.0 1.0 0.6 2.0 4.0
Annexe 75 / / pas de solution
1.0 1.0 0.6 2.0 4.0
1.58803706 | 3.30391324 | 0.51698669 1.19873710 / 0.027357 0.101880 les tests sont proches de zéro
3.0 20.0 0.6 1.0 1.0
Annexe 76 / / pas de solution
1.0 1.0 0.6 2.0 4.0
2.97382815 | 20.06552691 | 0.59948897 | 1.04172467 / 0.011506 0.001524 les tests sont proches de zéro

Légende :

Paramétres théoriques : _H_uma::m:mm Zqum_m.Zqum_m_H_ Mélange choisi “I
Paramétres Expo-Expo : _H__umﬁm:,_m:mm Normale-Expo : _H_
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Estimation des parametres d'un mélange généralisé
Cas theorique du mélange Normale-Exponentielle

Moyenne F1 _

Variance F1 _

_ Moyenne F2 _ Variance F2 _

Test TS _ Test T6 _

Commentaires _

p
1.0 4.0 0.6 3.0 /
Annexe 77 / / il n'y a pas de solution
1.58036286 | 4.40398875 | 0.98147626 | 13.43742727| 4.40398875 0.190041 0.082410 seul Pvarégales donne une solution
1.0 4.0 0.6 1.0 /
Annexe 78 / / il n'y a pas de solution
1.135446428 | 4.28920267 | 0.56570558 | 0.82354621 | 0.80514722 0.080779 on retient la solution de P12
1.0 4.0 0.6 1.0 /
1.0 1.0 0.6 1.0 /
Annexe 79 / / il n'y a pas de solution
0.92182890 | 0.74685223 | 0.97643001 | 4.23838059 | 0.74685223 0.200747 0.091779 seul Pvarégales donne une solution
0.0 1.0 0.6 1.0 /
Annexe 80 / / il n'y a pas de solution
0.33674095 | 0.96653071 | 0.95363122 | 1.70100051 | 5.08933166 0.004000 c'est la solution de P12- T5 proche de (
0.0 1.0 0.6 1.0 /

Légende :

Paramétres théoriques :

Paramétres Expo-Expo :
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Estimation des paramétres d'un mélange généralisé
Cas empirique du mélange Exponentielle-Exponentielle

Moyenne _HH_ Variance F1 _ p _ Moyenne _um_ Variance F2 _ _ Test T5 _ Test T6

Commentaires _

0.95285147 | 0.74995525 | 0.39274032 | 2.99119584 /

1.0 / 0.4 0.3 /
Annexe 81 1.00616939 / 0.38910866 | 0.30509304 / 0.015402 0.026842 I'échantillon est trop petit pour
0.48286240 | 0.21090567 | 0.97531105 | 4.33177176 | 0.21090567 0.122101 0.253074 que I'on reconnaisse le type du mélangq.
0.28897659 | 0.06742860 | 0.59296923 | 0.99877876 /
1.0 / 0.4 0.3 /
Annexe 82 1.0084773 / 0.39018254 | 0.30401388 / échantillon de 1000000 d'individus
0.48169344 | 0.20862924 | 0.97461386 | 4.31015063 | 0.20862924 0.117735 0.247093
0.28160786 | 0.06048700 | 0.58302999 | 0.99454964 / 0.007782 0.015534
1.0 / 0.4 3.0 /
Annexe 83 0.99801788 / 0.40293023 | 2.99550292 / 0.018905 0.039580 I'échantillon est trop petit pour
1.81157453 | 2.56100805 | 0.96659205 | 13.15861277| 2.56100805 0.127883 0.259177 que I'on reconnaisse le type du mélangg.

1.0 / 0.4 3.0 /
Annexe 84 0.98722375 / 0.39334927 | 2.98732371 / échantillon de 1000000 d'individus

1.80979153 | 2.52437762 | 0.96513330 | 13.01803117 | 2.52437762 0.120711 0.245375
0.89643206 | 0.59423949 | 0.36866601 | 2.96214342 / 0.004121 0.006592
3.0 / 0.4 2.0 /
Annexe 85 2.98032949 / 0.38213172 2.007375 / I'échantillon est assez grand pour
2.01306670 | 2.53131300 | 0.96387443 | 12.1473029 | 2.53131300 0.128986 0.253619 que l'on reconnaisse le type du mélangg.
1.40784371 | 1.29864702 | 0.24580622 | 2.69574622 / 0.014866 0.029218

Légende :

Paramétres théoriques : _ __umﬂmBm:mw zo:jw_m.zo::m_m_” _ Mélange choisi I
Paramétres Expo-Expo : _H_umqmq:o:mm Normale-Expo : H
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Estimation des paramétres d'un mélange généralisé
Cas empirique du mélange Normale-Normale

Moyenne F1 | Variance F1 p Moyenne F2 | Variance F2 _ Test TS5 Test T6 Commentaires
1.0 2.0 0.6 3.0 1.0
Annexe 86 / / pas de solution
0.99203358 1.96799683 0.59534566 3.0025707 0.99724281 I
pas de solution
1.0 1.0 0.6 2.0 4.0
Annexe 87 / / pas de solution
1.00030375 1.02069346 0.60995276 2.00251641 4.08666255 J
1.57950366 3.37521160 0.50766700 1.19706000 / 0.091513
3.0 20.0 0.6 1.0 1.0
Annexe 88 / / pas de solution
2.95261012 | 19.83734829| 0.61168198 1.01816235 0.69145387
2.94830504 | 20.08697924 | 0.59645213 1.09753116 / 0.004263 les tests sont proches.

Légende :

Paramétres théoriques : _H_ Parameétres Normale-Normale
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Estimation des parametres d'un mélange généralisé
Cas empirique du mélange Normale-Exponentielle (1).

Moyenne F1 _

Variance F1 _

_ Moyenne _um_ Variance F2 _ _ Test TS _

p Test T6 Commentaires
1.0 4.0 0.6 3.0 /
Annexe 89 / / il n'y a pas de solution
1.57481229 | 4.40747573 | 0.98173104 | 13.43384465| 4.40747573 0.074586 0.172749 seul Pvarégales donne une solution
1.00362061 4.0118766 0.60511885 | 2.99876241 / I
1.0 4.0 0.6 1.0 /
Annexe 90 / /
1.11650971 | 4.08180042 | 0.63488381 | 0.80856695 | 0.54167623 J les tests sont proches,
0.97934946 | 3.91105593 | 0.61015857 | 1.04277362 / 0.228123 on choisit le mauvais type de mélange|
1.0 4.0 0.6 1.0 /
Annexe 91 / /
1.10994187 | 4.32503767 | 0.55040746 | 0.83042874 | 0.86590947 0.166824 les tests sont proches,
0.95365402 | 3.94210364 | 0.59933462 | 1.03007896 / I on choisit le bon type de mélange
1.0 4.0 0.6 1.0 /
Annexe 92 / / échantillon de 1000000 d'individus
1.14451460 | 4.33937999 | 0.54985322 | 0.82708744 | 0.86343358 0.062990
1.00837351 | 4.01531550 | 0.59904759 | 0.99154427 /

Légende :

Parameétres théoriques : Hnm:ﬁ:@:mm Normale-Normale
Paramétres Expo-Expo : _H__umﬁm:a:mm Normale-Expo :
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Estimation des parametres d'un mélange généralisé
Cas empirique du meélange Normale-Exponentielle (2).

Moyenne F1 _ Variance F1 _ p

_ Moyenne _HN_ Variance _um_ _ Test TS5 _ Test T6 _

Commentaires
1.0 1.0 0.6 1.0 /
Annexe 93 / / il n'y a pas de solution
0.91290762 0.73360771 0.97416129 | 4.086380082 | 0.73360771 0.084801 0.183520 seul Pvarégales donne une solution
1.00900914 1.01247108 0.58893008 0.97467774 / I
0.0 1.0 0.6 1.0 /
Annexe 94 / /
0.32759780 0.92605890 0.93941170 1.48530856 4.71884674 ] les tests sont proches,
-0.45710937 | 0.76668786 0.37216725 0.90448078 | 0.030061 on choisit le mauvais type de mélange
0.0 1.0 0.6 1.0 /
Annexe 95 / / échantillon de 1000000 d'individus
0.33356301 0.94737999 0.94709383 1.60406416 4.92810563 les tests sont proches,
0.06336611 1.01099088 | 0.65029367 1.02821637 / 0.022567 on choisit le mauvais type de mélange

Légende :

Parametres théoriques : _H__umﬂm:gw:mm Normale-Normale
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- CHAPITRE 15 -

Classification bayésienne d’images - Modéles de
Markov cachés.

Nous nous plagons dans le cadre général de la segmentation statistique de I'image. L’ image que nous souhaitons
traiter est la discrétisation, sur le plan de la couleur, d’une vérité naturelle continue. Deux pixels appartenant
4 un méme élément naturel peuvent avoir une couleur différente, et notre travail consiste a associer a chaque
pixel la couleur correspondant a 1’élément naturel auquel il appartient et que nous appellerons sa classe. Une
difficulté supplémentaire vient s’ajouter a celles liées & la variabilité naturelle du terrain. En effet, un ensemble
de perturbations, dues, par exemple, en imagerie satellitaire, & la météorologie ou au protocole d’acquisition de
I'image contribuent & altérer la qualité de ’observation.

D’un point de vue statistique, nous séparerons l’observation, réalisation d’un vecteur aléatoire Y, continue et
dont les composantes sont & valeurs dans R, de 'image de classes, réalisation d’un vecteur aléatoire discret, X,
dont les composantes sont & valeurs dans I’ensemble des classes. En fait, les réalisations des composantes de Y sont
les observations des réalisations bruitées des composantes correspondantes, dites cachées, de X.

La modélisation statistique de I’ensemble des perturbations, que ’on appellera le bruit, s’effectue de la maniére
suivante : les composantes de Y, correspondant a des composantes de X appartenant a une méme classe, suivent
toutes une méme loi de probabilité continue. L’échantillon statistique constitué des réalisations de toutes les
composantes de Y suit, par conséquent, une distribution de mélange.

La segmentation statistique classique de I'image se fait en deux étapes. La premiére consiste a établir quelles sont
les ditributions présentes dans le mélange et en quelles proportions. La seconde permet d’estimer les réalisations
des composantes de X en fonction de celles de Y. La premiére phase sera appelée estimation des parameétres et la
seconde classification.

15.1 Démarche bayésienne.

Soit le modele statistique (R, ), Pycq), ot Q = {w1,ws, - ,wg } est Pensemble des classes (supposé fini).
Nous considérerons que les ensembles de composantes des deux variables aléatoires, Y et X, associées & une
image sont indéxés par ’ensemble, noté S, des pixels de cette image. Nous observons, alors, la réalisation y de la
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variable Y = (Y)
X =(X)

ses» continue et a valeurs dans RIS!, et souhaitons estimer la valeur ignorée de la variable cachée

seg» discréte et a valeurs dans QIS! fini.

15.1.1 Modélisation du bruit - lois de Y conditionnelles a X.

Comme nous ’avons signalé plus haut, le bruit peut étre modélisé par la somme de deux bruits, le premier lié
aux textures des classes présentes dans I'image et le second, résultant des difficultés techniques d’acquisition de
I'image. Ce bruit, qui sera supposé stationnaire dans la suite, est modélisé habituellement par des lois gaussiennes.

Le type de modélisation choisie pour le bruit incite a distinguer deux types de corrélations entre les variables
de Y conditionnellement a X. En effet, pour deux pixels distincts, s et ¢, deux cas peuvent se présenter pour les
réalisations respectives, x4 et xy, de X et X;. Si xg # x4, la corrélation entre Yy et Y; peut étre considérée comme
principalement liée a I’acquisition de 'information. Si xz, = x4, il faut tenir compte, en plus, d’une corrélation issue
de la variabilité naturelle des classes. Il est raisonnable de choisir, pour deux pixels distincts, s et ¢, suffisamment
éloignés, une corrélation naturelle nulle, c’est le principe des corrélations & portée finie.

Dans ce qui va suivre, la loi conditionnelle, pour un pixel s, donné, de Y; par rapport & X, sera une distribution
de probabilité, admettant une densité par rapport a la mesure de Lebesgue, dont la forme ainsi que I’ensemble des
parameétres sont uniquement déterminés par la classe de la réalisation de Xj.

15.1.2 Aspect bayésien.

Cette démarche d’estimation nécessite le calcul de la loi de X conditionnelle & Y, dite loi a posteriori. Consid-
érons, comme exemple, le cas simple d’un pixel. Si la fréquence d’apparition de w; dans la nature est connue, on
peut introduire une probabilité a priori II sur I’ensemble, €2, des classes :

I({w:}) = IL,. [15.58]

On définit, alors, une probabilité sur 2 x R en considérant les P,,,, qui définissent les distributions du bruit
associées respectivements aux w;. Cette derniére donne alors :

Po, (ys) = P (Xs = wi/Ys = y5) = 11 ({w;}) = 10}, [15.59]

Nous pouvons ainsi développer I'aspect de la problématique lié a la classification.

15.1.3 La classification bayésienne.

Pour cela, on introduit une stratégie de classification S: RISl — QIS | application déterministe et indépendante
des réalisations de (X, Y"), permettant d’attribuer un vecteur de classes dans QI51, a toutes les réalisations possibles
de Y.

Afin d’établir la fiabilité de la stratégie de classification, et d’optimiser celle-ci, on se donne une fonction de
perte L : QIS x QIS — R+, qui permet de quantifier la gravité de Perreur commise lors de la classification S.

L’espérance mathématique de L (§ (Y), X ) donne alors une mesure de la fiabilité de la méthode de classification.

La stratégie bayésienne, Sg, est celle qui minimise, pour une fonction de perte donnée, L, cette espérance.
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gB se définit donc par:

B [L (@B (v) X)} =min B [L (§ (Y) Xﬂ . [15.60]
S

Remarquons que pour une image classique de 256 x 256 pixels que 1’on souhaite segmenter suivant k classes,
I’ensemble des réalisations possibles de X est k256256 | ce qui, pour une segmentation suivant deux classes, donne un
ordre de grandeur de 10?961 possibilités de configurations différentes du vecteur. Ceci interdit le calcul analytique
direct de la segmentation dans le cadre d’un tel modéle.

Afin de réduire les calculs, on pourrait supposer que les variables aléatoires indéxées par les pixels sont in-
dépendantes. Cette hypothese, trés forte, semble ne pas étre trés raisonnable et serait, en tout état de cause,
difficilement justifiable. Au contraire, bien modélisée, la relation entre les pixels de 'image permet d’exploiter au
mieux ’ensemble des informations contenues dans 1’'observation. Les modélisations markoviennes permettront de
donner une structure pratique a cette dépendance, induisant une simplification des calculs bruts.

15.2 Meéthodes de classification bayésienne.

15.2.1 Position du probléme

Soit A C B C S. On désigne par X4 (resp. Yp) la restriction de X (resp. Y) a A (resp. B). D’une maniere
générale, la segmentation bayésienne, pour une fonction de perte 0-1, la plus courrament utilisée, consiste & estimer
X4 par la configuration X4 pour laquelle la probabilité conditionnelle & Yz = yp (probabilité a posteriori) est
maximale.

Les différences entre les méthodes de segmentation bayésiennes viennent, donc, du choix que 1'on fait pour A
et B.

15.2.2 Meéthodes locales

C’est le cas ou A = {s} et B =V, (V contenant s et un petit nombre de pixels voisins). Signalons que l'on
peut distinguer les méthodes aveugles, ou B est un singleton, des méthodes contextuelles, qui prennent en compte
une corrélation entre les composantes de Yp. Il n’est pas nécessaire de supposer X markovien. En effet, si on note
|V| le cardinal de V', pour tout pixel s € S et tout w; € Q on définit les fonction discriminantes :

FD(wi,yv) = Z P[X, =wi, Xy\ () =w,Yv = yv]. [15.61]

weQlvVIi=1

La segmentation est alors obtenue en appliquant & chaque pixel

[)A(s = wl} = [FD (wi,yv) = max FD (wj,yv)| - [15.62]

En situations réelles, la distribution de (Xy, Yy ) peut étre inconnue; elle devra, alors, étre estimée a partir de
I’observation Y = y. Les méthodes locales ont été trés étudiées, en imagerie, avant I'introduction des modélisations
markoviennes, (voir [Haralick86], [Swain81). Elles continuent, dailleurs, & susciter l'intérét, (voir [Marhic91],
[Liang92], [Braathen93], [Masson93], [Peng95] ou [Salzenstein96]).
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15.2.3 Meéthodes globales

C’est le cas on B = S. Dans le cas ot A = {s}, la méthode bayésienne, associée a la fonction de perte 0-1, est le
MPM. Dans le cas on A =S, la méthode bayésienne, toujours associée a la méme fonction de perte, est le M AP.
Les solutions de ces méthodes seront approchées dans la suite, en fonction du modeéle utilisé, par des algorithmes
appropriés que nous détaillerons.

15.3 Les champs de Markov cachés.

Nous considérons deux champs aléatoires X = (X;),cg et ¥ = (Ys),cg o S est 'ensemble des pixels. Chaque
X, est a valeurs dans I’ensemble des classes @ = {w1,...wi} et Y; est a valeurs dans R.

15.3.1 Définition.

DEFINITION 15.1: Le champ X est markovien pour le voisinage V' si

pour tout s € S, L(Xs/Xt12s) = L(Xs/ Xt 1ev,), [15.63]
ot Vs est un wvoisinage de s de forme géométrique V indépendante de s.

Par cette définition, nous acceptons de restreindre la dépendance conditionnelle de I'une des variables, par rap-
port & ’ensemble des variables aléatoire du champs de Markov, & une dépendance conditionnellement & un voisinage
de la variable concernée. Les formes de champs de Markov les plus utilisées pour une structure bidimensionnelle
comme celle des images, sont, conformément & I'intuition que l'on peut en avoir et en tenant compte de la durée
du temps de calcul, celles relatives aux quatre, voir, aux huit plus proches voisins.

15.3.2 Théoréme de Hammersley-Clifford.

On peut donner, (voir [Besag74]), une définition analytique des champs de Markov, pour cela, introduisons la
notion de clique.

DEFINITION 15.2: Soit V' un voisinage de forme géométrique fixée. Un sous-ensemble C de S est une clique, pour
le voisinage V', si C est un singleton ou si les éléments de C sont mutuellement voisins.

EXEMPLE 15.1: Pour un champs de Markov par rapport auzx quatre plus proches voisins, il y a trois types de cliques
différents. Le singleton est la seule clique d’ordre 1 et les cliques d’ordre 2 sont horizontales ou verticales.

Si ’on suppose que toutes les configurations du champs X sont susceptibles de se produire avec une probabilité
non nulle, on peut donner une expression analytique du champs en fonction de la forme du voisinage:

THEOREME 15.1 (DE HAMMERSLEY-CLIFFORD.): Le champ X est markovien, pour le wvoisinage V, avec une
probabilité non nulle d’existence de toutes ses réalisations si et seulement si :

—-U(=)

Px (z) = e , (v est la constante de normalisation), [15.64]
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avec une fonction énergie U donnée par

U)=Y_Y ¢ (), [15.65]

teT CeDy

ot T est l’ensemble de tous les types de cliques associés au voisinage V', Dy est l’ensemble des cliques du champs
de la sorte t € T' et @, est une application qui associe a chaque xc = (2s) o, avec C € Dy, un nombre réel.

Grace au théoréme de Hammersley-Clifford, on peut, pour un type de voisinage fixé et si 'on se donne des
fonctions ¢,, établir une expression de la loi conditionnelle de X a priori. En fonction des ¢,, indépendantes de la
position de la clique C dans S :

- X Qot(xé)
e tE€TCED,

P[X, =w;/Xy =ay] = : [15.66]

k=2 > eal)
e 1E€TCED:
=1

J

ol z est ensemble des réalisations z¢ pour lesquelles 7, = w;.

La difficulté, pour le choix de la fonction d’énergie, consiste & trouver un bon compromis entre la prise en
compte d’'un maximum de types de cliques et de la possibilité d’effectuer les calculs sur le modele. Si la forme des
voisinages, et donc celle des cliques, est simple, on connait la loi de X a une constante v (que I'on ne peut pas
calculer) preés. Par contre, il est possible de calculer explicitement les lois conditionnelles de X, sachant Xy, et
simuler, grace a I’échantilloneur de Gibbs, (voir [Geman84)), des réalisation du champs X. D’aprés [Salzenstein96]il
est raisonnable de se restreindre aux voisinages d’ordre quatre, et de ne pas considérer, par conséquent, les cliques
d’ordre supérieur a deux.

15.4 Utilisation des champs de Markov cachés en imagerie.

15.4.1 Loi de (X,Y).

Le calcul de la loi du couple (X,Y) est permis par deux concessions concernant la modélisation du bruit. Nous
supposerons, ainsi, que :

o (Y;),cs est une famille de variables indépendantes conditionnellement a toute réalisation de X.
oL (Y;/X) est assimillable a £ (Y;/Xs), pour tout s appartenant a S.

Sous ces hypotheéses, la distribution modélisant le bruit :
Px (Y)=P(Y | X),

s’écrit :

Poy)=[[PVe=us| Xe =) =[] fo. 05,

seS seS

ol fr, (ys) est la densité modélisant le bruit pour le pixel s.
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La loi du couple (X,Y) est alors :

=U(x)+ Y In(fay (ys))
PIX,Y) = (z,y)] =ce o5 [15.67]

ou U, la fonction d’énergie, a été décrite plus haut et ¢ est une constante de normalisation.
L’expression [15.67] permet de déduire que P [X = x | Y = y] est une distribution de Markov, ce qui autorise la
simulation des réalisations de X selon la loi a posteriori, par des algorithmes appropriés.

15.4.2 Mode des marginales a posteriori (M PM)

Le MPM, que nous avons défini plus haut, s’écrit :
Vs, 2MPM — argmax P (X, = z,/Y =y). [15.68]
Ts

L’avantage de cette méthode est que la fonction de perte pénalise I’erreur commise proportionnellement au nom-
bre de sites erronés. Comme, le calcul direct des P (X = z5/Y = y) est techniquement impossible, ’algorithme de

Maroquin et al, (voir [Marroquin87)), permet d’approcher le M PM, par une application directe de I’échantillonneur
de Gibbs.

L’échantillonneur de Gibbs.

C’est une procédure itérative et stochastique, dévellopée par Geman et Geman dans [Geman84), permettant de
simuler une suite de réalisations de X convergent en loi vers une distribution de Gibbs.

Rappelons que I'on considére deux champs aléatoires X = (X;), g et Y = (Y;), g ot S est I'ensemble des
pixels. Chaque X est & valeurs dans I'ensemble des classes Q = {w1,...wi} et Yy est a valeurs dans R.

Aprés la n'®™€ itération de I’échantillonneur de Gibbs, la configuration du champs simulé sera notée :

x(n) ={xs(n),s €S},

et 'on cherche a passer a la configuration z (n + 1). La configuration x (n + 1) sera initialisée & z (n).
On notera, de plus, Uy (z), la restriction de la fonction énergie U (z) aux termes de la somme contenant le pixel ¢.
L’algorithme, présenté maintenant, permet de simuler un champ X suivant la loi conditionnelle 8 Y =y :

[ ECHANTILLONNEUR DE GIBBS : |

Les étapes de [Go] & [Gs] sont présentées pour le pixel sy & 1’itération n+
1 et sont a répéter, a chaque itération pour tous les pixels de 1’image et
jusqu’ad ce qu’un critére d’arrét prédéfni soit vérifié.

[G1] Création d’une configuration initiale z(0).

[G2] Pour tout w; €, on calcule, conditionnellement & Y =y :

p; = e~ Uso((n+1)+In(fu,; (vs0))-

[G3] Tirage de ¢ € [0;1] suivant la loi uniforme sur cet ensemble.

Jj—1 k J
[G4] Détermination de 1’unique j tel que > p; <qg>. pi <> Di-
i=1 i=1 i=1

[G5] Alors z,, (n+1) =w; et on passe au pixel suivant.
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L’échantillonneur de Gibbs est, avec 'algorithme de Metropolis, (voir [Metropolis53]), que nous n’utiliserons
pas ici, le point central de nombreuses procédures d’estimation dans le cadre de problémes faisant intervenir une
modélisation par les champs de Markov

L’algorithme de Maroquin et al.

Grace aux hypothéses consenties lors de la modélisation, qui permettent 1'utilisation de 1’échantillonneur de
Gibbs, il devient possible de mettre en place un algorithme stochastique de classification. Cet algorithme, développé
dans le cadre de la reconstruction d’images, se déroule en trois étapes, la premiére étant la plus longue.

|ALGORITHME DE MAROQUIN ET AL.

Le nombre N de réalisations de X, simulées selon la loi conditionnelle &
Y =y, lors de 1’étape [M;] est déterminé par compromis entre la nécessité
de convergence de 1l’algorithme de Maroquin et al. et le colit en temps cal-
cul de chaque utilisation de 1’échantillonneur de Gibbs.

[Mﬂ Simulation, par 1’échantillonneur de Gibbs, de N réalisations, xl, N i
du champ X suivant la loi conditionnelle a Y =y.

[My] Estimation, pour tout s € S, de la loi de X, par les fréquences d’ap-

N

parition des classes dans 1’échantillon : zl, ... ,xiv.
[M3] Estimation, pour tout s €S, de X, par la classe maximisant la loi obtenue
en [Ms].
15.4.3 Maximum a posteriori (M AP)
Il s’écrit :
TMAP — argmax P (X = z/Y =vy). [15.69]
T

Le M AP a pour inconvénient majeur de pénaliser aveuglément les erreurs, indépendamment du nombre de sites
erronés.

Plusieurs méthodes ont été proposées pour approcher le M AP, parmi lesquelles ICM ( Iterative Conditional
Mode ) de Besag (voir [Besag86] ) et le recuit simulé (voir [Geman84]).

ICM.

C’est une méthode déterministe et itérative de calcul du M AP, introduite par Besag dans [Besag86] pour pallier
aux problémes liés aux besoins calculatoires des algorithmes stochastiques de calcul du M AP. Chaque itération
inclut au moins un balayage complet de 'image, la stratégie de balayage n’étant pas unique. Un balayage, ligne
par ligne, en aller-retour, peut constituer, en la matiére, un choix raisonnablement efficace. A litération n + 1,
il s’agit de minimiser, en chaque site successivement, la fonction énergie calculée avec la classification obtenue a
l'itération n, et en tenant compte de la réactualisation progressive des sites déja visités.

Le choix de la configuration initiale influence fortement ’estimateur obtenu par convergence de cet algorithme.
Il semble nécessaire d’avoir recours & une méthode de “pré-estimation” permettant une initialisation raisonnable de
I’IC'M. Le choix d’un tel algorithme est favorisé par les classifications multi-résolution, dans lesquelles I'information
initiale est plus importante.
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Algorithme du recuit simulé.

Si lon introduit dans I’énergie du couple (X,Y), utilisée en [15.67], le paramétre T appelé température, la
nouvelle énergie sera :

1
Ur =7

U (JI) - Zln (fme (ys))] )

ses

et la loi de la distribution markovienne d’énergie Uy,

7|U(@)- 2 ln(fxs(ys))}
PrlY) = () =ce | ,
lorsque T" tend vers 0, Pr converge vers la distribution uniforme sur ’ensemble D de toutes les réalisations de X
maximisant la loi a posteriori. Si la configuration optimale du champ est unique, la distribution limite correspond
a une distribution de Dirac vers laquelle on espére faire converger Pr. Cette convergence est assurée, d’apres les
études théoriques, si la décroissance de T s’effectue suffisamment lentement, c’est & dire typiquement en ﬁ, (voir
[Hajek88]).

Apres la n*™¢ itération de I'algorithme du recuit simulé, la configuration du champs simulé sera notée:

x(n) ={zs(n),s € S},

et 'on cherche a passer a la configuration x (n 4+ 1). La configuration = (n + 1) sera initialisée a x (n).On notera,
de plus, U; (x), la restriction de la fonction énergie U (x) aux termes de la somme contenants t.

[ ALGORITHME DU RECUIT SIMULE |

Cet algorithme est un échantillonneur de Gibbs ou, & 1l’itération n, la fonc-
tion d’énergie est Ur, .Les étapes de [RS2| & [RS5] sont présentées pour le
pixel sy a 1’itération n+1 et sont & répéter, & chaque itération pour tous
les pixels de 1’image et jusqu’a ce qu’un critére d’arrét prédéfni soit véri-
fie.

[RS:] Choix d’une suite (7)), décroissante vers 0 et création d’une config-
uration initiale x(0).

[RS3] Pour tout w; € ), on pose s (n+ 1) =w; et on calcule :

pi = eﬁ [Usg (2(nt+1)+In(fo; (950 )] .

[RS3] Tirage de ¢ € [0;1] suivant la loi uniforme sur cet ensemble.

Jj—1 k J
[RS4] Détermination de 1’unique j tel que > p; <qg> . p; < Y. Di-
i=1 i=1 i=1

[RS5] Alors zs, (n+1) =w; et on passe au pixel suivant.

La solution du M AP est directement issu de cet algorithme qui s’avére trés long a converger, mais qui peut
toutefois donner d’excellents résultats.
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15.5 Utilisation des chaines de Markov cachées

15.5.1 Introduction

L’inconvénient majeur du modéle des champs de Markov est que les algorithmes d’approximation qu’ils induisent,
sont itératifs et utilisent des techniques de simulation de Monte-Carlo. En effet, ’algorithme de Marroquin et al.
est basé sur une utilisation itérative de I’échantillonneur de Gibbs, qui est trés gourmand en temps calcul.

Afin de réduire la quantité de calculs et pour obtenir des algorithmes non itératifs, on peut utiliser les chaines de
Markov cachées, en se basant sur les principes généraux développés dans [Pickard80), [Devijver85], [Devijver87] et
[Devijver88]. La structure, en ligne, des chaines n’est pas intuitivement adaptée a la construction bidimensionnelle
des images. Il est, cependant, possible, grace au choix d’'un bon parcours de l'image, d’obtenir des résultats
appréciables, surtout compte tenu du gain de temps. C’est I'utilisation d’un parcours de Peano qui a été choisi pour
parcourir l'image (voir [Benmiloud95], [Giordana96] et [Giordana97]). Le parcours de Peano est une construction
fractale récurente permettant de décrire grace a une chaine, un réseau de base carrée. Son principe est développé
figure F1a. I11.28.

Une comparaison trés compléte des performances des segmentations sur des modélisations par champs et par
chaines de Markov est développée dans [Salzenstein96] une méthode automatique de choix, basée sur une estimation
de la “corrélation” p, et de “’homogénéité” h, de I'image, étant proposée dans [Salzenstein98].

Une chaine de Markov cachée est un processus a temps discret doublement stochastique, composé des deux
processus X = (X, )nen et Y = (Y,)nen. X est une chaine de Markov dont les réalisations sont inobservables et
Y,, est réel.

DEFINITION 15.3: Une suite de variables aléatoires (X, )nen @ valeurs dans l’ensemble des classes ) = {w1, ... ,wi}
est une chaine de Markov si elle vérifie pour tout n > 1

P [Xn = .’En/Xl =T1,y... ,Xn,1 = .’Enfl] =P [Xn = LCn/Xn,1 = Tn—-1]- [1570}

15.5.2 Loi de X

Pour obtenir la loi de X dans une chaine de Markov nous n’avons besoin que de la loi initiale :
T = P(X1 = wi) [1571}
et de la matrice de transition, supposée constante, A = {a;;}1<i j<k ol :
Qi3 = P (Xn+1 = wj/Xn = wi) . [1572}
On obtient en effet :

P (Xl = wil,XQ = Wiy, ,Xn = win) = T4 Qiq40 Qi 14, + [1573}
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15.5.3 Loi de (X,Y).

Comme ce fut le cas pour les champs, nous supposons que les (Y;,) sont indépendants conditionnellement & X
et que la loi de chaque Y,, conditionnelle & X est la loi conditionnelle & X,,.

o (Yi), <i<n ©st une famille de variables indépendantes conditionnellement & toute réalisation de X.
oL (Y;/X) est assimillable a £ (Y;/X;), pour tout ¢ inférieur a n. [15.74]

On note f1, fa, ..., fr les densités de Y,, respectivement conditionnellement a X,, = wq, ..., X;, = wy.
—les f; définissent toutes les lois de Y conditionnelles & X.
La densité h, de la loi du couple (X,Y) en & = (wiy, ..., w;,, ) et y = (Y1, ..., Yn) s’écrit :

h(z,y) = miy fir (U1) Qiviy fin (Y2) @i _yi, fir, (Yn) - [15.75]

15.5.4 Méthode du M PM.

Considérons la chaine de Markov cachée (X,,Y;) g, oit S est un ensemble de pixels ordonnés par le choix
du parcours de I'image. Quitte & opérer une réindexation, on supposera que la chaine est indexée par les entiers
se{1,...,]S[}.

Calcul du MPM

Sous les hypothéses d’indépendance énoncées ci-dessus, on souhaite calculer

E, (i) =P[Xs=w;/Y =], [15.76]
grace a la formule :
. os (1) B, (1
£ (1) = —; OLAQ ; [15.77]
> s (4) By (4)
j=1
ou
as (1) = P[Xs=w;, Y1 =y1,...,Ys =ys| est la probabilité forward
et 8, (i) = P [YS+1 = Ysi1s - Y|s| = Ys), [/ Xs = wi] est la probabilité backward.

que l'on calcule grace a 'algorithme de Baum et Welch développé dans [Baum70].
La solution du M PM sera donnée, alors, par :

max & (7) |- [15.78]

Probabilités forward et backward - Algorithme de Baum-Welch.

Les probabilités forward et backward ont été introduites par Baum et al. (voir [Baum70]). Leur intérét réside
dans les relations de récurrences qui permettent leur calcul.

Classification bayésienne d’images - Modéles de Markov cachés.
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La probabilité forward s’obtient & la suite d’une récurrence montante induite par la relation :

asi1 () = (Z as <z>aij> fi (o), 1S5 <k 1<s<S). [15.79]
La probabilité backward s’obtient par une récurrence descendante induite par la relation :

65 (Z) = Zaijfj (ys+1)ﬂs+1 (])a 1 S 1 S k, |S| Z S Z 1. [1580}
J

[ ALGORITHME DE BAUM-WELCH |

Cet algorithme est entiérement déterministe.
[BW;] initialisation de la passe montante :

ay (j) =mifj(y1) pour 1 <5 <k,

[BW;] passe montante : calcul des agsyg (j) pour 1 <j<k, 1<s<|S9|.
[BW3] initialisation de la passe descendante :

Bis (i) =1 pour 1 <i <k,

[BW,] passe descendante : calcul des [, (i) pour 1 <i<k,|S|>s>1.
[BWs] calcul des &, (i), ou plutdt de

€ (i) = as (i) B, () pour 1 <i<k,1<s<|S].
[BWs] calcul des

T, =argmax &, (i) =argmax &, (i) ,pour 1 < s <|S].
1<i<k 1<i<k

~

L’estimateur du M PM est alors donné, pour tout s, par X;=T;s.

M PM utilise donc le calcul direct des probabilités marginales a posteriori, d’ou le gain de temps, par rapport
aux méthodes pour les champs. Afin d’éviter les problémes liés a la décroissance, vers 0, trés rapide des quantités
manipulées, on remplace les probabilités jointes par les probabilités a posteriori (voir [Devijver85] ).

15.5.5 Méthode du M AP.

Nous nous plagons toujours, dans le cas d’une chaine de Markov cachée, indexée par un ensemble S de pixels.

Calcul du M AP.

L’estimateur par le M AP est :

[X - @} = <P X =3/Y =y] = max P[X =x/Y = y]) . 15.81]

Classification bayésienne d’images - Modéles de Markov cachés.
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Soit, la suite 85 (¢) définie par

65 (i) = max P((X1,Y1) = (w1,51), . (Xs-1, Ys1) = (0521, ¥s-1) , Xs = wi),

L1;.--yTs—1

qui est, en fait, un M AP pour s et X fixés. Cette suite peut étre definie par une récurrence induite par la relation :

8st1 (1) = jeglilfk}ajifj (ys) 05 (4)

et le M AP est donné finalement par

) ) .
emax s ()

Nous notons, enfin,

Xoi1 (j) = argmax ag; fi (ys) 65 (i) -
ie€{l,....k}

Algorithme de Viterbi.

Cet algorithme (voir [Forney73|et [Viterbi67] est trés utilisé en reconnaissance de la parole ou en reconnaissance
de caractéres. L’algorithme de Viterbi est confronté a une décroissance exponentielle, (voir [Levinson83)), vers 0,
des probabilités manipulées. Les problémes découlants de cette décroissance ont été, en partie, résolus par Devijver
et al dans [Devijver85], en utilisant, comme précédemment, les probabilités a posteriori, plutot que les probabilités
jointes, qui sont plus petites.

L’algorithme de Viterbi comporte une phase montante et une phase descendante.

| ALGORITHME DE VITERBI |

L’algorithme de Viterbi est non itératif, donc rapide, mais peut s’avérer
couteux en espace mémoire si l’image et/ou si k sont grands.

[V1] Initialisation de la passe montante : & (i) =m;, 1<i<k.

[V2] Passe montante : pour 2<s<|S| et 1 <i<k on calcule & (i).

[V3] Initialisation de la passe descendante : Z|g =argmax O|g| (i).

1€,

[V,] Passe descendante : pour |S|—1>s>1 on tire des calculs de V5,

-~

a:\s = Xs+1 (i‘\s+l) .

L’estimateur du MAP est alors :

X = (1, 35)) -

Modélisations sur arbres.
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- CHAPITRE 16 -

Modélisations sur arbres.

La modélisation par arbres de Markov cachés a été récemment introduite dans le traitement statistique des
images dans [Bouman94] et [Laferté96]. Alors que les calculs sont a peine plus compliqués, la structure du modele
semble, intuitivement, plus proche de celle d’'une image, que celle des chaines de Markov, méme si cette question
reste ouverte. Compte tenu de I’expérience que nous en avons, ce modeéle semble se poser en véritable concurrent
des champs de Markov.

16.1 Graphes et probabilités.

Les arbres de Markov cachés sont issus de la théorie des graphes. Commengons par donner la définition de la
notion de graphe empruntée a [Whittaker90].

DEFINITION 16.1: Un graphe G = (S, L) est formé d’un ensemble S de sommets, encore appelés noeuds et d’un
ensemble L C S?, d’arétes (ou arcs) reliant des sommets entre eux.

16.1.1 Graphes de dépendance

L’intérét de 'utilisation des graphes en statistique réside dans la possibilité de représentation graphique des
liens de dépendance conditionnelle entre les variables aléatoires composant un processus stochastique. Précisons
cette représentation.

DEFINITION 16.2 (CHEMIN ET SEPARABILITE): Une suite de sommets (s;), telle que Vi, (s;,5;41) appartienne &
L, est appelé chemin.

Un ensemble C' C S sépare deux ensembles A, B C S s’il n'existe pas de chemin pour aller de A o B sans
passer par C.

La notion de markoviannité sur graphe donne son sens a ’appellation de graphe de dépendance.

Modélisations sur arbres.
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DEFINITION 16.3 (MARKOVIANITE SUR GRAPHE.): Soit X un processus stochastique indicé par les sommets d’un
graphe G = (S, L) .

X est dit markovien sur G si VA, B,C C S tels que C sépare A et B, on a lindépendance conditionnelle de
X4 et Xp sachant X¢.

On dit alors que G est un graphe de dépendance pour X.

L’absence d’arréte entre deux composantes du processus signifie une indépendance, entre ces deux variables,
conditionnellement au reste des variables du processus, alors que la présence d’une aréte signale la possibilité d’une
non indépendance conditionnelle. En ce sens, I’absence d’aréte apporte plus d’information sur le processus, que
la présence d’une aréte, et c’est I'indépendance conditionnelle, signalée par ces absences d’arétes, qui permet de
développer les algorithmes de calculs sur les arbres.

Le théoréme de conditionnement permet de conserver la propriété de markoviannité par supression d’une partie
du graphe.

THEOREME 16.1 (DE CONDITIONNEMENT): Soit X un processus markovien sur G = (S, L), soit D C S.
Le processus Xg\p muni de la loi conditionnelle sachant Xp est markovien sur le graphe réduit G' = (S\D, L")
ou L' = {(s,t) € LN (S\D)?}.

16.1.2 Reégle de retrait d’'un sommet

Soit un processus X markovien sur G = (S, L) .
Soit alors X’ = Xg\ (3. On cherche le graphe de dépendance de X'.
Pour cela on introduit 8SG, qui est ’ensemble des sommets ¢ du graphe G reliés & s par un arc. On précise que

s ¢ 0%,

DEFINITION 16.4 (GRAPHE COMPLET.): Un graphe est complet si le nombre de ses arétes est mazximal c’est &
dire que tout couple de sommets forme une aréte.

L’importante proposition qui suit nous permettra de comparer la modélisation par arbres avec les modélisations
classiques.

PROPOSITION 16.1 (RETRAIT D’UN SOMMET.): Un graphe de dépendance pour Xg\[s) est donné par G' = (S\{s}, L')
tel que G contienne la restriction de G a S\{s} et que la restriction de G' a 05 soit un graphe complet.

En pratique, cela signifie que l’on joint tous les points voisins du point supprimé (le point blanc) comme on le

montre F1G.I11.29.
F<><>—0 — 0<I>A—o

F1G.11I1.29. - EXEMPLE DE RETRAIT D’UN SOMMET.

Modélisations sur arbres.
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16.2 Exemples de graphes de dépendances.

Les exemples qui suivent permettent d’évaluer ’aspect pratique de la représentation de certains processus par
les graphes de dépendances.

EXEMPLE 16.1 (CHAINE DE MARKOV CACHEE.): Ce graphe établit visuellement les hypothéses faites en [15.74].

F1c.111.30. - GRAPHE DE DEPENDANCE D’UNE CHAINE DE MARKOV CACHEE.

EXEMPLE 16.2 (CHAMPS DE MARKOV DE TYPE 1): Le graphe, F1¢.111.31, met en évidence la restriction de la
dépendance d’une des variables, conditionnellement au reste des variables du champs, a une dépendance par raport
a ses quatre plus proches voisins.

* o ¢ o
* o 9o
* o 9o
* o

F1G.111.31. - CHAMPS DE MARKOV RELATIF AUX 4 PLUS PROCHES VOISINS.

EXEMPLE 16.3 (CHAMPS DE MARKOV DE TYPE 2): Le graphe, F1G.111.32, met en évidence la restriction de la
dépendance d’une des variables, conditionnellement au reste des variables du champs, a une dépendance par raport
a ses huit plus proches voisins.

L’utilisation des graphes de dépendance permet une vision simplifiée des différentes modélisations. Elle met
aussi en évidence la diminution, proportionnellement & 1’éloignement, de 'interdépendance entre les variables, dans
les champs de Markov, ce qui semble intuitivement raisonnable pour la modélisation des images. La nouvelle mod-
élisation par arbre, compte tenu de sa structure et de sa complexité, ne permet pas une interprétation symétrique
des relations de dépendance entre les variables, ce qui peut étre considéré comme une faiblesse du modéle. Nous
apporterons quelques précisions sur ce point, dans le chapitre suivant.

Modélisations sur arbres.
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F1Gc.II1.32. - CHAMPS DE M ARKOV RELATIF AUX 8 PLUS PROCHES VOISINS.

16.3 La structure d’arbre.

Les arbres forment une sous famille particuliére de la famille des graphes.

16.3.1 Définitions.

DEFINITION 16.5: Un graphe hiérarchique est un graphe connexe’ partitionné en échelles, numérotées de 0 pour
la plus grossiére, & N pour la plus fine.
Un arbre est, alors, défini comme étant un graphe hiérarchique ne contenant pas de cycle'®.

DEFINITION 16.6: Un arbre homogéne est un arbre dont tous les sommets, & l'exception des feuilles'', sont reliés
a un nombre constant de sommets.

Les quelques exemples suivants donnent une idée de la variété des graphes appartenant a la famille des graphes
hiérarchiques ainsi que des spécificités des arbres.

16.3.2 Exemples.

Le graphe de F1a.111.33, appelé graphe de Kato (voir [Kato93)), est un graphe hiérarchique, mais pas un arbre
car il contient plusieurs cycles. Celui de F1G.II1.34 ne contient plus de cyles; c’est un arbre quelconque. L’arbre
homogéne est présenté sous la forme du quadarbre, Fic.II1.35.

16.3.3 Interprétation de ’arbre

L’ensemble S des noeuds de 'arbre est partitionné en échelles S™ , de la plus fine 0, a la plus grossiére N. On
note s~ I'unique pére de s et st I’ensemble de ses fils. On note s > I’ensemble des ancétres de s et > s 1’ensemble
de ses descendants.

9Un graphe est dit connexe, si pour tout couple de sites (s,t) il existe un chemin permettant d’aller de s  t.
10Un cycle est une suite (s1, ..., sn) de sites telle que, pout tout i, (s;,s;41) soit un arc du graphe et telle que s1 = sp,.

11 es feuilles sont les sommets de ’échelle 0

Modélisations sur arbres.



16.3 La structure d’arbre. 187

éch.2

éch.1

S

éch.0

F1c¢.111.33. - GRAPHE DE KATO.

éch.2

éch.1

éch.0

F1G.1I1.34. - ARBRE QUELCONQUE.
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Dans un arbre, le pére sépare a lui seul tous ses fils entre eux d’une part et ces derniers de leurs ancétres d’autre
part. Si ’arbre est markovien, il y a, donc, indépendance des fils conditionnellement & leur pére. Cette propriété
est déterminante pour les algorithmes sur les structures de type arbre.

16.3.4 Passage d’un champs aléatoire & un arbre homogéne

Le lien entre la structure tridimensionnelle des arbres et celle de 'image n’est pas apparent et il est nécessaire
de présenter clairement ’adaptation du squelette d’arbre a I’étude d’un probléme essentiellement bidimensionnel
comme celui du traitement d’image.

Principe de la modélisation

Il s’agit de construire un arbre dont les feuilles indicent les variables du champs. On “regroupe” quatre & quatre
ou deux a deux les variable du champs et on construit un pére & chaque groupe de feuilles. Cette construction est
alors appliquée au nouveau champs formé par les péres. On répéte ainsi de suite 'opération tant qu’elle est possible
jusqu’a I’ancétre unique, que I'on appelle la racine r. Pour les images 256 x 256 on construit donc un quadarbre a
8 niveaux d’échelles ou un diarbre & 16 niveaux.

Des arbres particuliers.

Le quadabre.
Le quadarbre est un arbre homogéne pour lequel chaque pére a quatre descendants. Sa structure d’ordre quatre
est bien adaptée aux images qui font couramment 2" x 2™ pixels.

éch.2 A

éch.1 A

T
1
i

/AN
e iE

F1G.111.35. - QUADARBRE A TROIS NIVEAUX.
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Le diarbre.

Le diarbre, qui n’a pas été étudié jusque 1a, présente la particularité de générer, une échelle sur deux, un feuillage
a symétrie non carrée. Cependant, la construction d’un diarbre, a partir d’une image, se fait suivant le méme shéma
que pour le quadarbre. Une latitude supplémentaire s’offre, lors de la construction du diarbre, au niveau du choix
du regroupement des fils. La symétrie a deux fréres de ce modéle permet d’envisager beaucoup plus de constructions
différentes du “branchage”, que la symeétrie & quatre fréres qui induit naturellement un regroupement en carré. Ne
serait-ce qu’en gardant cette base carrée, il y a trois fagons de regrouper deux a deux quatre petits-fils.

On peut, en effet, considérer systématiquement le lien de fraternité comme un lien basé sur le voisinage droit.
Les fils sont engendrés alternativement dans le sens latéral et dans la profondeur FiaG.II1.36.

éch.4

éch.3

éch.2

éch.1

éch.0

Fi1G.II1.36. - TRANSMISSION DROITE.

Dans le second modeéle F1G.I11.37 la transmission se fait une fois sur deux en diagonale et dans le troisiéme
cas, le lien de fraternité est uniquement diagonal F1c.II1.38, (voir [Monfrini99]).

Modélisations sur arbres.
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éch.4

éch.3

éch.2

éch.1

éch.0

F1G.1II1.37. - TRANSMISSION ALTERNEE DROITE-DIAGONALE.

éch.4

éch.3

éch.2

Fi1G.I111.38. - TRANSMISSION DIAGONALE.

Comparaison de cette modélisation avec les champs de Markov.

En appliquant la régle de retrait des sommets de la PROPOSITION 16.1, & tous les noeuds de notre arbre
n’appartenant pas a la résolution la plus fine, on montre que chaque variable de notre feuillage est reliée par une
aréte & chacune des autres variables, et que notre feuillage a donc un graphe complet.

Si 'on effectue un retrait des sommets sur un quadarbre & trois niveaux, on se familiarise avec le mécanisme
qui permet d’obtenir la représentation de ’arbre ramenée & un seul niveau d’échelle. En effet si I'on retire la racine
on se place dans le cas du graphe présenté F1G.111.39. Si I’on retire maintenant 'un des sommets de 1’échelle 1 on
relie entre eux tous ses fils et chacun de ceux-ci aux trois fréres de leur pére a I’échelle 1. On répéte ensuite cette
opération pour tous les noeuds de I’échelle 1 et on obtient un graphe, que I’on peut représenter shématiquement FiG.
IT1.40, ou tous les noeuds de I’échelle 0 sont reliés entre eux. Ce shéma tente de mettre en évidence le mécanisme
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éch.2

éch.1

éch.0

F1G6.11I1.39. - RETRAIT DE LA RACINE.

répétitif que 'on peut appliquer & un arbre plus important. D’aprés ce que nous avons vu plus haut, la graphe que

Fi1c.111.40. - DIAGRAMME RECAPITULATIF.
nous obtenons par retrait de tous les sommets de 'arbre qui ne sont pas & I’échelle 0, n’est pas markovien & I’échelle

0. La modélisation par arbre est bien différente de celle des champs et des chaines de Markov et il n’y a d’autre
moyen objectif de les comparer, que de s’intéresser aux résultats des algorithmes de segmentation qu’ils induisent.
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- CHAPITRE 17 -

Application a I'imagerie.

17.1 Simulations de champs par les arbres.

L’aspect en “peau de vache” des images simulées par I’échantilloneur de Gibbs est bien connue. F1a.I11.41 en
rappelle I'aspect.

F1c.111.41. - IMAGE SIMULEE PAR L’ECHANTILLONNEUR DE (GIBBS.

Afin d’apprécier, de maniére purement visuelle quelles sont les images les plus favorables a la segmentation par
arbres de Markov cachés, nous proposons ici d’examiner 1’aspect des images simulées par différents modeéles d’arbres.

Application a l’tmagerie.
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17.1.1 Simulations par le quadarbre.

Le quadarbre a transitions constantes.

Le modele le plus simple de quadarbre est celui pour lequel les probabilités de transition pére-fils associées au
couple de réalisations (w;,w;) sont constantes, quelle que soit 1’échelle, [Laferté00] Sil’on se place dans le cas d'un
modele & deux classes, pour lequel les probabilités de conservation de la classe sont les mémes pour les deux classes,
on obtient des images du type de celles de FiG. 111.42.

Le probléme, de ce type de modeéle, est que ’on ne parvient pas, contrairement & ce qui se passe avec les champs
de Gibbs, a obtenir des zones d uniformité des classes. Pour remédier & ce probléme nous proposons de compléxifier
le modeéle en faisant dépendre les probabilités de transition de 1’échelle.

Le quadarbre évolutif.

L’idée est d’augmenter la probabilité de conservation de la classe au fur et & mesure de I'affinement de la
résolution. Afin de ne pas multiplier les parameétres, les probabilités de transitions interéchelles dépendent d’un
parameétre « constant sur ’arbre, d’un parameétre fixé e, et de la résolution. Parmi les différentes formes de fonctions
usuelles que nous avons prises en compte, nous en avons retenu deux, lesquelles répondent mieux que les autres
A nos attentes, particuliérement en ce qui concerne la concentration des zones de classes uniformes. Nous avons,
donc choisi de nous intéresser a des probabilités de transition pére-fils de la forme (les probabilités de transition
sont données a 'échelle n > 0) :

In(N+1)—In(n)

g (@) = P (X = wi/X M =l-c—a—x
iy ( ) (N 1) 1n rl] (N+1) [1782}

= Wi
et gf; (@) = P (X2 = wi /X = w)) = sy MVED . pour i # j,

Nbre de classes—1"?

ainsi que :

B
B (@) = P (X = wi/ X0 =) = 1— e —a (g
8+OL(N+17”')5 . .
— Nbre de ]c\g;r;sesfl’ pour @ 7& J5

[17.83]

et hitj (a) = P (XJ = wi/ X7 = wj)

Le paramétre 3, de hzj, sera fixé & 0.5 dans tout ce qui suit, mais il pourrait étre intéressant de travailler en
faisant, également, varier le second parameétre, ce qui assouplirait, encore, le modele. Le paramétre fixé, €, permet
de ne pas avoir une derniére transition égale & un, ce qui serait équivalent a la perte de 'information au niveau de
la résolution la plus fine. Nous fixerons, pour la suite, € = 0.0001.

Les simulations qui suivent, sont obtenues avec des probabilités de transition de forme g;';, celles obtenues
avec h;'; étant équivalentes. Les simulations par ce modele sont plus nettes que celles obtenues dans le cas simple
du quadarbre constant F1G.I1I1.42, cependant, les importantes formes rectangulaires, inhérentes au modéle et
a lorigine des problémes d’effets de blocs constatés lors des segmentations par les arbres de Markov, (voir par
exemple [Laferté96]), sont encore trés marquées. C’est pourquoi nous proposons les diarbres comme alternative

aux quadarbres.

17.1.2 Simulations par diarbre.

Pour les diarbres nous nous placerons, encore, dans le cas ot les probabilités de transition dépendent de 1’échelle
de maniére logarithmique, comme pour le quadarbre .
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Quadarbreclassiqgue  Quadarbre évoluti

F1G.111.42. - SIMULATIONS D'IMAGES PAR LES QUADARBRES.

Simulations par le diarbre droit.

Ce type de simulation est fortement marqué par le sens de la derniére dilatation. Il permet cependant de rompre
en partie les formes obtenues avec le quadarbre (image 1. F1c.II1.43).

Simulations par le diarbre alterné.

L’image obtenue avec cet arbre contient des détails plus fins que la précédente, et va donc dans le sens de
Pévolution que nous souhaitons apporter (image 2. F1ca.111.43).

Simulations par le diarbre diagonal.

Le diarbre diagonal permet des simulations trés surprenantes. En effet, de par la structure méme de ce diarbre,
I'image simulée fait apparaitre des zones d’imbrications de croix et d’ellipses, qui s’apparentent & des classes
supplémentaires. La simulation & deux classes présente trois types de zones et la simulation & trois classes en
contient six. Pour n classes, il peut y avoir jusqu’a (n + Cg) types de zones différentes (images 3. et 4. Fic.
111.43).

2 diarbre alterné 3_diarbre diagonal 4. diarbre diagonal

diarbre droit
apha=0.9 alpha=0.4 alpha=0.8 a3 classes

F1G.111.43. - SIMULATIONS D’IMAGES PAR LES DIARBRES.

Application a l'tmagerie.
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17.2 Modéle markovien caché sur arbre.

Puisque nous sommes désormais familiarisés avec le modele, nous pouvons définir le modele des arbres de Markov
cachés. Nous noterons, comme précédemment :

X = (Xs)ses = ((XS)SES”)OSnSN = (Xn)OSnSN
etY = (YS)seS = ((Ys)seS”)ogngN = (Yn)ogngN’
ou S est ’ensemble des noeuds de I'arbre, S™ est ’échelle n. Nous présentons le modeéle général des arbres de
Markov cachés, en considérant ’existence d’une observation a chaque niveau de 1’échelle.
Nous noterons x et y, les réalisations respectives de X et Y, ™ et y™ étant les réalisations respectives de X" et
Y™, Par ailleurs, s~ est 'unique pére de s et sT ’ensemble de ses fils, s > est toujours l’ensemble de ses ancétres

et > s 'ensemble de ses descendants. Enfin la racine sera notée r.
Pour assurer que (X,Y’) est markovien sur 'arbre, on fait les quatre hypothéses suivantes :

»1. X est markovien en échelle:

PX"=a"/XF=a"N>k>n+1]=P[X"=a"/X"" =a"]. [17.84]
»2. Pour compléter la premiére propriété, nous supposerons que :

N
PlY =y/X =af=[[PlY" =y"/X" =2"]. [17.85]
n=0
La structure du processus, en échelle, se rapproche, formellement, de celle d'une chaine de Markov cachée.

»3. A chaque niveau d’échelle, n, 0 < n < N —1, les probabilités de transition inter-échelle peuvent se factoriser
en

P [Xn _ x"/X"'H = .1,‘"’+1] — H gn (Ts, T ), [17.86]
seSm

ou g, est une fonction définissant la probabilité de transition a ’échelle n, x5 et x,— étant respectivement les
réalisations de X et X, . Nous utiliserons, dans la suite, celles définies par [17.83] et [17.82].
»4. Enfin, & chaque niveau d’échelle, n, 0 <n < N, :

P [Yn = yn/Xn = CL‘"] = H fn (ys/xs)v [1787}
sesn

ou f" est la densité du bruit a I’échelle n, x5 et ys étant respectivement les réalisations de X et Y.

De maniére analogue a celle des chaines de Markov cachées classiques, ce modéle se préte alors au développement
des méthodes bayésiennes de restauration classiques M PM et MAP.
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17.3 Algorithmes de classification sur les arbres de Markov
cachés.

Nous présentons dans cette partie des algorithmes désormais classiques en traitement d’image, ainsi que des
algorithmes originaux que nous introduisons pour remédier aux travers, déja évoqués, des méthodes existantes.

17.3.1 Algorithme déterministe du M AP sur les arbres de Markov cachés.

Cet algorithme est une généralisation de I'algorithme de Viterbi, détaillé dans la partie consacrée aux chaines
de Markov. C’est Dawid, [Dawid92], et Laferté, [Laferté96], pour ce qui est de l'image, qui ont établi ce paralléle.
La méthode s’appuye, elle aussi, sur une relation de récurence qui s’établit comme suit :

L’estimateur recherché étant :

T=argmax P (X =z |Y =y),

il faut regarder :

max P(X =2,Y =y) = max [P (X, =2V, =y ) max P(Xs, = 2>, Y, =y | X = zr)} ,

x Ty T>r

= Inax

T,

P (X, =x,,Y, =y,) max I | P(Xsi=2>4,Ys1=y> | Xo = ac,«)] ,
T
tert

et si 'on pose

2, =arg max

Tr

P(Xr = xrvK" = yr) max H P(th = th;YZt =Y>t ‘ X’r = xr)] 5

T>
" otert

on a :

max P(X =x2,Y =y)=P(X, =2,,Y, =y,) H max P (Xs: =>4, Y =y>t | Xp = 7).
z T = == =
tert T

En réitérant les calculs, on a, Vs € S, s ¢ S°U SV,

P(Xs =25 Y, = Ys | Xs— = 'rs—) X
max P (Xss = T>g, Vo5 = Uss | Xy- = T, )=max tll T P(Xot = w2t Yor =y2e | Xo = @) ;
T>s - - - - Ts

Ay (s
A,e(xsf) (ws)

ce qui permet d’effectuer une récurrence sur les A; ().
Posons, par analogie avec les chaines de Markov,
XS (xsi) :argmaXP(XS ::CS7Y;? :yS ‘ X87 :1.87) H At (:CS)'
x
° test

L’algorithme de Viterbi-Laferté que nous décrivons maintenant, comporte, lui aussi, deux phases principales,
I’une montante ’autre descendante.
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ALGORITHME DE VITERBI-LAFERTE |

Cet algorithme est entiérement déterministe.
[VL;] Initialisation de la passe montante :

A, (xs—) =max fo (ys | l's)go (xs ‘ xs—)as € S°.

[VLQ] Passe montante : pour 1 <n <N, Vs € S™, on calcule, par récurence
AS (:Z:S*) *

[VL3] Initialisation de la passe descendante :

z, =argmax fV (y, | z,) H A (@) -
Tr ser+

[VL,] Passe descendante : pour N —1>n>0 on tire des calculs de [VLs],

Vs € STy = X, (To).

L’estimateur du MAP est alors :

X = (Z4) g -

Cet algorithme donne la solution exacte du M AP. 1l est trés rapide mais trés cher en espace mémoire. De
plus la facon dont les erreurs sont pénalisées n’est pas trés adaptée a la structure des graphes hiérarchiques. Une
erreur survenant & une échelle grossiére est, intuitivement, plus pénalisante qu’une erreur survenant a une échelle
fine. C’est pourquoi Bouman et alproposent dans [Bouman94] de considérer une fontion de cotit qui pénalise les
erreurs proportionnellement au nombre de ses descendants a 1’échelle la plus fine. Le nouvel algorithme obtenu,
appelé SM AP, est trés proche du précédent.

17.3.2 Algorithme non-itératif du M PM sur les arbres de Markov cachés.

Cet algorithme,au sujet duquel on pourra consulter [Laferté96], [Williams99b] ainsi que [Smyth97], permet
un calcul exact des probabilités marginales a posteriori. Il est, lui aussi, dérivé des résultats obtenus par Baum
et Welch pour les chaines de Markov et se déroule en deux passes, grace aux relations de récurrence dont nous
détaillons maintenant les calculs :

L’estimateur recherché étant, pour tout s € S :

Ty =argmax P (X, =z, | Y =v),

Ts

il faut regarder :

P(X,=2,|Y=y) = > PX.=w,X,- =2, |Y=y),VseS5,
T, €Q
= Y PXe=as| X~ =2, Yoo =ys) P(X- =2,- |V =y), Vs€S,
T ,— €Q
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d’apres la formule de Bayes et les hypothéses de markoviannité sur arbre.
On a, alors, la relation de récurrence descendante :

P(Xs = xs;Xs* = Ts- | YZS = yZS)
P(Xy- =2 | Yo, =y>s)

P(XS:I'S|Y:y): Z P(X57:$87|Y=y),V8€S.

z, . €Q

?s (ws,wr)

Le calcul des ¢, (x5, z,-), pour un s donné, ne nécessite la connaissance que des P (X,- =z, | Xs = ;) et des
P(Xs=x5|Yss =yss), V(2,-,25) € Q% En effet,

P(Xs =26, Xy~ =25 | Y>s = 923) =P Xy =2 | Xs =25) P (X5 = s | Yo = yZS)a
et donc :
P(Xy- =24 | Xs=25) P(Xs =25 | Vo5 =y>s)

(ZSS (-1:87-1:57) = Z P(Xs— :.Ts— | XS :J,'S)P(XS _ QL‘S | YZS :yzs)
TsEQ

[17.88)

La premiére quantité est obtenue par :

P(Xs=a,| Xy- =x,- ) P(Xs- = 24—
P(XS*:IS*|XSZI3): ( s S|P(X :{E))( )7

ot les P (X5 = z;), Vs € S, sont calculés par la récurrence :

P(Xy=z)= Y P(X,=u,|X; =2, )P(X,- =x,-),
z . €Q

cette récurrence étant initialisée, a la racine, par les paramétres du modele :
P(XT = wi), Yw; € Q.

La seconde quantité est issue d’une autre relation de récurrence montante. Détaillons les calculs :

PXSZSPYSI SXs:s
P(Xs=a|Yss =yss) = ( zs) P (Yos = y>s | Jj‘),

P (Yzs = y>s)
P(Xs:xs)P(Ys:ys ‘Xs:xs) H P(YZtZth ‘Xs:-rs)
_ test
B P(Yzs =y>s) ’

et donc :

P(Xs :xs)iisp(yvs =UYs ‘ Xs :xs) H P(th :yzt;Xs = xs)

"
P(XSZZL'S ‘YZS:st) = P(Y> :y:E)s ’
_ P(Xs :zs)_BP(Y:s = UYs ‘ X, :zs)
P(Y>s = ys>s)
x [T [P (Yar = y=t) P(Xe =24 | Yor = y21)],

test
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c’est a dire :

[I P(Yot=y>t)

P(Xs =T | YZS = yZS) = tGS];r (Y> — ) P(—Xs = xs)_g
>s — Y>s
1/Z(y>s)
xP(Yo=ys | Xo =) [[ P(Xe =20 Yar =yz1),

test

que lon écrira :

P(stl's)isp(yvszys |Xs:1's)
Z(st)
X H ZP(XSZJ}S|Xf:l't)P(Xt:Jff|Y2t:y2t)

test x:€Q

P(Xs =T | YZs = st) =

afin de faire apparaitre la récurrence montante.
D’apres la forme du rapport [17.88], nous pouvons omettre le calcul des Z (y>5) .

[ALGORITHME DE BAUM-WELCH ET LAFERTE |

L’algorithme de calcul du MPM se déroule comme suit :
[BWL;] Initialisation de la récurrence montante :

P(stwi)P(Ys:ys |Xs:wi)

ZQP(XS =wj) P(Ys = ys | X :wj)’
wj€E

se SO

P(Xs:wz|Y5:ys):

[BWLo] Passe montante : pour 1 <n< N -1, Vs€ 8", on déduit de la récur-
rence montante les calculs de : ¢, (Ts,Ts—).
[BWL3] Initialisation de la passe descendante :

Z, =argmax P (X, =z, | Y>, =Y =y).

T,

[BWL,] Passe descendante : pour N—1>n >0, on tire des calculs de [BWLy], gréice
a la relation de récurrence [17.88]

Vs e S, T =argmax P (X, =z, | Y =v).

Ts

L’estimateur du MPM est alors :

Vse S, X, =7,

L’algorithme ci-dessus manipule des quantités suffisament grandes pour ne pas étre victime des problémes
d’underflow signalés dans le cas des chaines de Markov cachées.

Dans [Chardin00], A. Chardin a développé une méthode analogue au SM AP, appelée SM PM, afin de rendre
plus “équitable” la pénalisation des sites érronés. Ses travaux concernent aussi les arbres tronqués. Il s’agit de
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quadarbres amputés de leurs résolutions les plus grossiéres. Le champs obtenu a la résolution définie, alors, comme
étant la plus grossiére, est considéré comme un champs de Markov. Ce modele se justifie par 1'observation que
les niveaux les plus fins de I'arbre suffisent & caractériser la structure d’'une image. Les meilleurs résultats de
segmentation sont atteints, dans le cadre d’'un quadarbre comptant normalement huit niveaux, pour un nombre de
niveaux inférieur ou égal a quatre. Ces travaux sont confirmés par ceux de Williams et Feng, (voir [Williams99a]
et [Williams99b]), qui considérent I'image comme une collection d’arbres disjoints.

La méthode que nous proposons est une méthode plus directe de calcul, qui se rapproche, en cela, de 'algorithme
de Baum-Welch, pour le calcul du M PM.

17.3.3 Algorithme simplifié sur les arbres de Markov cachés.

Nous proposons un algorithme de calcul ou de simulation de la loi de X conditionnellement & Y = y, en deux
phases. La premiére passe, montante, permet de calculer, de maniére déterministe, les probabilités de transition
a posteriori. La seconde passe, descendante, permet un calcul direct, ou une simulation d’une réalisation de X a
posteriori. Cet algorithme permet, entre autre, de calculer la solution du M PM.

Cet algorithme se décompose comme suit :

® une passe montante|

n =0 : on pose pour tout s € S0:

Ag (2 =wj oy =w;) =P (2) =w; [ 2} =w;) faozi) (ys)- [17.89]

0

s*

ot w1 est le pére de 20 et y, est I'observation associée & x

Pour 1 <n < N — 1 : par récurrence, s € ",

Ay (a2 = w2t =w;) =P (2l =w; [ 27 = wj) H <Z (Ao (2 = w2l = wl))> , [17.90]

stesSy weN

ot S est 'ensemble des fils de x7.
n =N : calcul de

An (xiv = wi) =P (a:iv = wi) H (Z (AN,l (xivfl = w,xiv = wl))> . [17.91]

e une passe descendante |
n = N : calcul de la probabilité initiale & posteriori

Py (z) =w;) = [17.92]

de n =N —1 a0 : simulation de I’arbre a posteriori grace aux probabilités de transition
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Ay, (a2 = wi, 2T = w;))
o v n (27 ir T ) 17.93
n (l‘s w / Ts— wj) Z An (CL‘? = waxgirl = wj) [ }

weN

En effectuant plusieurs simulations, on peut alors estimer les lois marginales de X et effectuer une classification
(qui est ici estimation de X? = 20 a partir de Y = y) par la méthode du M PM.

Pour obtenir une version déterministe de 1’algorithme, il suffit de calculer les probabilités a posteriori, par la
récurrence descendante :

BY @ =) = Y0 PY (e =) PY (a2 = 2 =)

s—
weN

Le principal probléme qui se pose lors de la passe montante, c’est la décroissance trés rapide des A,,, qui peuvent,
apres quelques niveaux seulement, descendre sous la précision, en 0, de la machine. Il est par conséquent nécessaire
de procéder & une renormalisation lors du calcul des A,,. Au vu de la forme du calcul des PY, nous effectuerons la
renormalisation :

Ss—

A, (@ = ol =) =

ce qui permettra de conserver les calculs décrits dans ’algorithme précédent, en remplacant, a chaque étape, A,
par A/ . On vérifie aisément que les probabilités de transition a posteriori s’expriment, en effet, de la méme fagon en
fonction de A, et de A,,, avec I'intérét supplémentaire que les A/ | renormalisés & chaque étape, restent suffisament
grands pour étre gérés par la machine.

Remarquons, enfin, que le calcul des probabilités a posteriori, décrit dans la passe descendante de I’algorithme,
peut étre mené simultanément a celui des A),. Cette remarque permet, lors de exécution du calcul, d’éviter une
double manipulation inutile et cotiteuse en temps calcul, de certaines quantités.

17.3.4 Segmentation supervisée sur les arbres.

Afin de tester 'efficacité de 'algorithme de classification, on peut le tester sur les images simulées par les
différents types d’arbres.

Segmentations par quadarbres.

Si ’on bruite, avec un bruit gaussien de référence, des réalisations simulées par les deux types de quadarbres,
les résultats obtenus donnent une bonne idée de la différence entre des deux modeles. Fi1G.I11.44 présente les
segmentations de deux images proches, la premiére, pour le quadarbre classique, la seconde, pour le quadarbre
évolutif

Segmentations par diarbres.

Les différents bruitages, des images, F1G.II1.43, qui sont proposés a la segmentation, F1G.II1.45, permettent
de tester la segmentation par les diarbres dans le cas de distributions normales bruitantes différenciables par leurs
moyennes ou par leurs variances. Il apparait clairement que la méthode est fiable, indépendamment des parameétres
du bruit ou de ceux du modéle.
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bruit gaussien Image segmentée
N(0,1)-N(0,1) Erreur : 8,3 %

Quadarbre évolutif bruit gaussien Image segmentée
N(0,1)-N(0,1) Erreur : 2,3 %

F1G.111.44. - SEGMENTATIONS D'IMAGES SIMULEES PAR QUADARBRES.

La segmentation par le diarbre droit illustre le cas ou les deux classes, de 'image, sont trés efficacement
différenciées, mais ou les “couleurs” les représentant sont inversées. Ce phénoméne est fonction du bruitage,
puisqu’on peut remarquer que la classe “blanche” de 'image segmentée correspond a la classe “la plus claire” de
I'image bruitée. La segmentation d’images de synthése issues du modele & 3, 5 ou 7 classes, montre que la qualité
de la segmentation est tout aussi probante, lorsque le nombre de classes augmente. Dans les exemples de la figure
Fic.I11.46, les classes sont bruitées avec des distributions normales de moyennes échelonnées de 1 en 1, et de
méme variance 1. Les segmentations des images & 3 et 5 classes sont effectuées pour des diarbres droits, alors que
les segmentations & 7 classes sont présentées, dans l'ordre, pour les diarbres droits, alternés et diagonaux.

En conclusion, il apparait que les différents exemples traités par la méthode M PM de classification pour les
différents diarbres de Markov cachés, assurent d’une certaine fiabilité de la méthode. Pour étre étendue a d’autre
types d’images, la méthode de classification nécessite une phase préalable d’estimation des parameétres du bruit, et
des parameétres du modele. Cet aspect est traité dans le chapitre suivant.
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Image %gmentée

Bruit N(1,1)-N(1,2) Erreur 1.7%

Bruit N(0,1)-N(2,1) Image seg

Erreur 1,8%

Bruit N(0,1)-N(1,1) Imggreeu %;gzrg%ztee

_ S p ] Image segmentée
Diarbre diagonal Bruit NN((%ll)) N(1,1) Erreur 4,2%

F1G.111.45. - SEGMENTATIONS D’IMAGES SIMULEES PAR DIARBRES.
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Segmentation a 3 classes : bruitage gaussien N(0,1) - N(1.1) - N(2.1) :

Diarbre droit : .
Erreur : 2.6 %

Segmentation a 5 classes : bruitage gaussien N(0,1) - N(1,1) - N(2,1) -
N(3.1) - N(4.1) :

Diarbredroit : 5N
Erreur : 2.3 %

Segmentation a 7 classes : bruitage gaussien N(0,1) - N(1,1) - N(2,1) -
N(3.1) - N(4.1) - N(5.1) - N(6.1) :

Diarbre droit : .
Erreur : 1.7%

Diarbre diagona

Erreur : 1.8 %

F1Gc.I111.46. - SEGMENTATIONS D’IMAGES SIMULEES PAR LES DIARBRES.
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- CHAPITRE 18 -

Estimation des parameétres dans les modeles
cachés.

Nous cherchons, ici, & estimer les paramétres 6 = (01,602) ou 01 est Uensemble des parameétres concernant la loi
de X et 0> 'ensemble de ceux concernant les lois de Y conditionnellement a X, que 'on suppose généralement
gaussiennes. Cette estimation se fait & partir de la seule observation des réalisations de Y.

18.1 Cas des champs de Markov.

La loi de X est une distribution de Gibbs par rapport au type de voisinage V' [15.63]. Les m = \Q|M con-
figurations qui existent dans le cadre de ce type de voisinage pour I’ensemble des classes ) correspondent aux m
probabilités conditionnelles, p;,, qu'il faut estimer pour décrire 64,

piv = P[Xs =w;/Vs de type v], Vs € S. [18.94]

Si on suppose Y gaussien conditionnellement & X, les paramétres 3 du bruit sont les k = || couples moyennes-
variances définissant ces distributions.

18.1.1 L’algorithme EM Gibbsien :

Cet algorithme, développé par Chalmond (voir [Chalmond89] ) utilise le principe de EM, (voir [Dempster77],
[Redner84] et [Peng95)), avec une réestimation effectuée grace a 'échantillonneur de Gibbs.

Il s’agit de maximiser, par rapport a 6, la loi du couple (X,Y), notée Ly (X,Y"), conditionnellement & Y = y.

Cependant, le probléme déja évoqué de 'ignorance de la constante de normalisation dans la distribution Markovi-
enne du champs ne permet pas le calcul direct par cette méthode. L’idée de Besag , (voir [Besag74]), d’avoir recours
a la pseudo-vraisemblance permet alors d’éviter cet écueuil. Il s’agit de remplacer la vraisemblance par le produit
des distributions conditionnelles qui ne contiennent plus de constante de renormalisation. Pour un type, noté V,
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208 18.1 Cas des champs de Markov.

de voisinage, la pseudo-vraisemblance [y est définie par :

lo (v,y) = HP(XS =xs/Xv, :szae)P(Ys =ys/Xs = T5),
seS

et nous recherchons :
Oy = arg méixE [lo (x,y) /Y =y,6]. [18.95]

La maximisation étant recherchée itérativement, on définit, & partir d’une valeur initiale 0(©) , une suite (H(Q))qe N
strictement croissante qui converge vers I'argument du maximum de vraisemblance. La suite est définie par la
récurence :

9L+t = arg meaxE [le (z,9) /Y =y, Q(q)} . [18.96]
Le calcul des espérances, comme nous ’avons signalé précédemment, ne pouvant étre effectué directement, on les
approche stochastiquement, grace a la simulation, par exemple par ’échantillonneur de Gibbs, d’un grand nombre de

champs tirés suivant la loi & posteriori en fonction de 09 Grace 4 ces tirages, on réestime les Py [X; = w;/Y =],
pour se ramener aux formules de réestimation, pour les parameétres du bruit :

Z Pg(q) (Xt Zwi/Y = y)yt

g+l _ tesS 18.97
¢ Y Py (Xe=w;/Y =y) ’ | |

tes

2
Y Pyo (Xt =wi/Y =y) (yt - N?H)
(02)q+1 _ tes
i > Pyo (Xp =w;i/Y =)
tes

et pour tout s € 5, w; € Q,

[y =007

Py (Xs = w;/Xv,, avec V de type v) = , [18.98]

Zkl E [N{i/Y = yﬁ(‘”}
i=1

ou N est le nombre d’occurences de la configuration X, = w; pour V; de type v, dans la réalisation de X a
I'itération q. Pour simplifier ’énoncé de I’algorithme, posons :

pgp = Pg(q) (Xs = Wi/XVS7 avec V; de type 1/)
et 7? (Z) = Pg(q) (Xt = wi/Y = y) .

L’algorithme EM Gibbsien se déroule comme suit :
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[ ALGORITHME EM GIBBSIEN ]

Les étapes [EMGo] & [EMG4] sont présentées a l'itération g et sont A répéter jusqu’a convergence (jusqu’a ce qu’un
critere d’arrét soit veérifié).

[EMG,] Initialisation de 0%,
[EMG2] Tirage d’un grand nombre de champs par échantillonneur de Gibbs suiv-
ant la loi :

P (X —z/Y =y, 9@) .

EMG3;| Approximation, par la loi des grands nombres, de ~{ (i) et N pour tout
pp p g ’Yt w p
w; €Q, t€ S et tout type de voisinage v.

[EMG4] Calcul de pit', pud™! (02);”1 par les formules précédentes.

Le choix de l'initialisation des parameétres du modéle influence la rapidité de convergence de 'algorithme. I1 y
a aussi des risques de convergence vers un maximum local éloigné du maximum absolu.

18.1.2 L’algorithme du gradient stochastique GS.

GS recherche directement le maximum de la log vraisemblance log[Lg (X,Y)]. On cherche le parameétre 6
maximisant log[Lg], pour I'énergie A (0, z,y) et A’ (0, x,y), son gradient par rapport a 6.
Younes montre dans [Younes88] et [Younes89] , que

0
—10g (Lo (2,9)] = o [A] = By [A'/Y =3, [18.99
grace & quoi l'on se raméne a résoudre une équation de type Fg[Zy] = 0, soluble par une méthode de gradient

stochastique. Si (Aq, B,) suit la méme loi que (X,Y), et C, est une variable suivant la loi conditionnele de X
par rapport & Y =y, ces variables peuvent étre simulées, avec I’échantillonneur de Gibbs, en fonction de la valeur
courante de ,. La réestimation se fait par:

d

Op41=0,+——
q+1 q+q+1

[A"(0, Ag, By) — A (0, Cq, )] [18.100]
ol d est une constante, qui peut, par exmple, étre choisie inversement proportionnelle au nombre de pixels de

I’image.

18.1.3 L’algorithme Iterative Conditionnal Estimation (/C'F)

C’est une procédure générale d’estimation des parametres développée par Pieczynski (voir [Pieczynski90],
[Pieczynski92] et [Pieczynski94] ) qui ne vise pas & rechercher le maximum de vraisemblance. L’idée est d’ap-
procher, par une fonction des seules données observées, un estimateur 0 de 0, défini & partir des données complétes
(z,y), minimal au sens de lerreur quadratique. C’est I’espérance conditionnelle :

E[@(X,Y)/Y:y},

Estimation des paramétres dans les modéles cachés.
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qui réalise la meilleure approximation. Le principe d’IC'E consiste donc, par un procédé itératif, a calculer, si cela
est possible, cette espérance conditionnelle ou a ’approcher si cela s’avére nécessaire, par une démarche stochastique
de tirage d’échantillon suivant la loi a posteriori pour le parameétre courant. A chaque itération on réestime, donc,
le parameétre courant par :

0t = By [@ (X,Y) )Y = y} .

Il est possible d’estimer séparément ou en paralléle les deux composantes 0/\1 et 9A2 de 8 :

o = By |01 (X.Y) /Y =y

et 03D By {9} (X,Y) /Y = y] .
D’une fagon générale, les estimateurs choisis pour les paramétres du bruit seront les moments empiriques.

Notons que lorsque I'estimateur 6 que ’on choisit est 'estimateur du maximum de vraisemblance, ICE et EM
se rejoignent si 'on peut faire entrer lopérateur argmaxy dans l'espérance conditionnelle (voir [Delmas95] et
[Delmas97]).

Pour conclure cette présentation d’introduction & IC E, nous dirons qu’/C'E, qui ne cherche pas, nécessairement,
Iestimateur du maximum de vraisemblance, est applicable dans un plus grand nombre de cas que EM.

L’algorithme IC'E sous sa forme générale se déroule comme suit :

| ALGORITHME ICE DE PIECZYNSKI |

S

Les étapes [ICEP;] a[ICEP,] sont présentées a l’itération ¢ et sont & répéter
jusqu’a convergence (jusqu’a ce qu’un critére d’arrét soit vérifié).

[ICEP] Initialisation de 6”) et choix de 6; et 6s.

[ICEP;] Simulation de N réalisations du champ suivant la loi & posteriori,

gridce a 1’échantillonneur de Gibbs.

—~(q) (a)
[ICEP3] Estimation de 6y, 7 et 0o ! , 1<I< N, pour chaque réalisation précé-

dente.
[ICEP4| Réestimation des paramétres, par les moyennes

gla+) _ 1 ZN: o
(a1) _
N =1

1 & ()
et Y = NZQQI .
=1

Comme nous ’avons déja mentionné, la réestimation des paramétres des lois de Y; conditionnellement & X; se
fait, en général, par les moyennes et variances empiriques:

n
, Yil(x;=w:)
platy = = : [18.101]

n
Z l(Xj:wi)
j=1
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n =N 1 2
321 (YJ B 'uqur )> Loxs=wi)

n

Lix=wi)
j=1

et, pour les paramétres du modele :

B [ve/¥ = 0]

pour tout s € S, w; € Q, Pyrn (Xs = w;/Xv,, avec V; de type v) = , [18.102]

E ol =)
1=1

ou N{, est le nombre d’occurences de la configuration X, = w; pour V; de type v, dans la réalisation de X a
I’itération q.

18.2 Cas des chaines de Markov.

Nous exposons dans ce qui suit les principales méthodes d’estimation des paramétres dans le cadre des chaines
de Markov, cadre qui est proche de la modélisation sur arbre qui fait 'objet de notre étude. Ce paragraphe est
fortement inspiré de l’article de Benmiloud et Pieczynski [Benmiloud95] trés complet sur I’estimation des parameétres
dans les chaine de Markov cachées avec application & la segmentation d’image.

Dans la modélisation par les chaines de Markov cachées, les parameétres & estimer sont:

eles probabilités initiales m; et la matrice de transition a;;.

ePour le bruit gaussien, associé a la classe w;, la moyenne p,; et la variance o;.

18.2.1 L’algorithme Expectation Maximisation (EM classique).

Cet algorithme a été développé initialement par Baum dans [Baum?72], avant méme que la procédure générale
de EMne soit définie dans [Dempster77].

Comme les algorithmes précédemment exposés dans le cadre des chaines de Markov cachées, cet algorithme
est entiérement déterministe. L’EM sur les chaines de Markov cachées se déroule itérativement et permet de
définir une suite croissante (Q(q))q croissante et convergente sous de bonnes conditions initiales. Le probleme de
'initialisation est discuter dans [Benmiloud95].

A chaque itération on utilise les formules de réestimation des parameétres a priori suivantes :

1 .
ot = mZé‘” (i) [18.103]
tesS
> i (i)
et CLE;Z-H) = —tES @ - s
> & (@)
teS’

ou S’ est ’ensemble S privé du dernier élément de la chaine de Markov et ou

Uy (i,j) = P(Xy =wi, Xip1 = wj/Y =y)
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se calcule par,

W, (i,j) = as (1) aij fj (Yes1) Bean ()

k : , [18.104]
> fe (o) 22 an (4) aji
=1 j=1
&, ayant été défini en [15.77],
Pour les parameétres du bruit on aura :
= & (@)
q+1 te
1 = = [18.105]
> &7 ()
tesS

> &) (v - ngm)?
ot (0_2)(l<1+1) _ teS .
> e (i)

%
tes

Compte tenu de ce que nous avons déja vu sur les chaines de Markov cachées, I’algorithme EM de Baum-Welch
se déroule de la fagon suivante :

| ALGORITHME EM DE BAUM-WELCH |

Les étapes [EMBW,] a[EMBW,] sont présentées & 1l’itération ¢ et sont & répéter
jusqu’a convergence (jusqu’a ce qu’un critére d’arrét soit vérifié).
[EMBW,] Initialisation des paramétres 0(*).

2 alcu es probabilités forward et backwar our les parametres courant.
EMBW5| Calcul d probabilités f d back d p 1 P &
[EMBWg] Calcul de

€9 (4) pour tout te S et w; €

et U9 (i, 5) pour tout t€ S et (wi,w;) € Q2

[EMBW,| Réestimation des paramétres :

A0

+1 +1 (g+1)
1 ? E;I )’Mz('q )’(02)'

) pour tout (wj;,w;) € Q?

grice aux formules exposées précédemment.

Le choix du critére d’arrét de cet algorithme est aussi discuté dans [Benmiloud95].

18.2.2 Algorithmes ICE et MICFE de Benmiloud-Pieczynski.

Ces algorithmes développés dans le cadre des chaines de Markov stationnaires permettent de travailler sur les
probabilités jointes de la loi a priori, ce qui permet de calculer analytiquement les

Cij = P(Xt = wi,XH_l = wj).
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En effet, si 'on choisit les fréquences empiriques comme estimateurs de ces paramétres,

CU |S/ Z 1[Xt =w;, Xt+1=wj]>
tes’
la formule de réestimation, a la (g + 1) itération sera :

(g+1) _ , . — (q)

ce qui nous rameéne, si l'on reprend la paramétrisation utilisée pour E M, a une réestimation pour les composantes
de la matrice de transition qui est :

> i (i)
glath) _ tes’ .
” > &7 ()
tes’
La réestimation des aE}H ), que l'on sait calculer analytiquement, se fait donc, pour ICE et MICFE, de la méme
facon que pour EM. Les paramétres du bruit étant estimés par les moments empiriques, a partir des échantillons
simulés selon la loi a posterirori en fonction du parameétre courant, cette méthode est a la fois déterministe et
stochastique. Ceci la différencie de EM et SEM et constitue un juste milieux entre les avantages et les inconvénients
de chacune de ces deux autres méthodes.

C’est précisément au niveau de la simulation de la réalisation de la chaine selon la loi a posteriori en fonction du
paramétres courant, que se situe la différence entre ICE et MICE. L’algorithme MICFE différe de la procédure
générale en ce qu’il propose, plutdét qu’une simulation suivant la loi a posteriori, un tirage, & chaque instant ¢ de
litération ¢, suivant la loi marginale a posteriori, ( ) (7).

[ ALGORITHMES ICE ET MICE |

Les étapes [ICEM;] a[ICEM4] sont présentées a litération ¢ et sont & répéter jusqu’a convergence (jusqu’a ce
qu’un critére d’arrét soit vérifié).

[ICEM;] Initialisation des paramétres 6
[ICEM;] Calcul des probabilités forward et backward pour les paramétres courants.
[ICEM3] Calcul de

qu) (i) pour tout t€ S et w; €

et

\Ilgq) (i,j) pour tout t € S et (w;,w;) € Q2.
[ICEMy| Réestimation des paramétres

(q+1) (q+1)

a;; pour tout (w;,w;) € Q2

[ICEM5;] Simulation d’une réalisation de X, en fonction de 1’algorithme ICE
ou MICFE choisi, selon le paramétre courant 0@,
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[ICEMg] Estimation par les moments empiriques des paramétres du bruit:

( ) :Syt]-[Xtiwi]
qg+1 te
1 = ————— pour tout w; €}
Z 1 Xi=w;
tesS [ }
> (v - u(q+l))2 L(x, =]
2y (a+1) tes ) T
et (0°). = pour tout w; € ).
( )1 tgs 1[Xt:wi]

18.2.3 L’algorithme SEM

La version stochastique de lalgorithme EM (voir [Broniatowski83], [Celeux86], [Celeux92] et [Celeux95)),
qui peut permettre, comme nous ’avons déja signalé, de ne pas rester coincé au voisinage d’'un maximum local
s’avére trés utile dans le cadre des chaines de Markov cachées. Tous les parameétres sont estimés par une procédure
stochastique, aussi bien ceux liés au modeles que ceux carctérisant le bruit.

La procédure est la suivante :

| ALGORITHME SEM |

S

Les étapes [SEM,] a[SEMy] sont présentées a 1’itération ¢ et sont & répéter
jusqu’a convergence (jusqu’a ce qu’un critére d’arrét soit vérifié).
[SEM;] Initialisation des paramétres 0%.

[SEM,] Simulation d’une réalisation X selon le paramétre courant (7.
[SEM;] Estimation des paramétres du modéle :

(q+1) _ 1
W

2
Z LiX,=w;, X, 41=w;] POUr tout (wi,w;) € Q.
tesS’

[SEM4] Estimation par les moments empiriques des paramétres du bruit:

(¢+1) (02)(q+1)

1 ; pour tout w; € €.

18.3 Cas des arbres de Markov cachés.

Les parameétres a estimer, dans le modéle qui nous intéresse sont :
—— Les probabilités de la racine sur chaque classe,

Wi:P(xiV:wi),

Estimation des paramétres dans les modéles cachés.
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ainsi que les probabilités de transition pére-fils & ’échelle n,
g7 (@) = P (27 = wy, 2t =wj), (resp. hi'; (a) suivant le modele),

entiérement définies, dans notre modeéle, par la connaissance du parameétre « introduit au chapitre précédent.
— Les parameétres du bruit, typiquement, les moyennes et variances des distributions normales :

pour tout w; € Q, p, et o; définissant f;.

18.3.1 Algorithmes EM sur le diarbre.

L’algorithme EM que nous développons ici, est inspiré de celui que nous venons de décrire sur les chaines de
Markov. On pourra consulter a ce sujet [Bouman94], [Laferté96], [Smyth97] et [Williams99b).
EM donne, pour les parameétres liés au modele, les formules de réestimation :

et — p (XT —w; | Y = y,e(q)) [18.106]

7

et, pour tout n, 1 <n < N,

> P (Xr = | X =Y = y,09)
gy (a0 (resp. n (al07) ) = 2252 5 v 18.107)

ce qui permet de tirer, selon le modéle,

o) = LISV g () o grs (a@)]], C e NUL N, [18.108]
1G] 2 15¢] ’ ’
ceC cet
oal = L [Zm [(hg) " o, (a@“))ﬂ L CCNULN]. 18.109)
T3 151 | &

C' étant un ensemble & déterminer pour optimiser ’estimation. Pour les parameétres du bruit, la mise a jour des
parameétres se fera par :

> ysP (X? =w; |Y = y,9("))

ot s [18.110]
> P (X0 =wi| Y =y,0)
seSo
2
2 (5= ) P (X0 = wi | Y =y, 0)
et (02)1TY = €Y [18.111]

PR (X0 =wi |V =y,0)

Cet algorithme, entiérement déterministe, se déroule comme suit :

Estimation des paramétres dans les modéles cachés.
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| ALGORITHME EM SUR LE DIARBRE |

Les étapes [EMD,] a[EMD4] sont présentées a 1’itération ¢ et sont & répéter
jusqu’a convergence (jusqu’a ce qu’un critére d’arrét soit vérifié).
[EMD,] Initialisation des paramétres 0%,

[EMDo] Calcul d’une réalisation X selon le paramétre courant q.

[EMD;] Estimation des paramétres du modéle :

7r§q+1) P (XT =w; |Y = y,H(Q)> pour tout w; € 2
Y P(Xi=wil X =w;,Y=y,010)
> 1S9t | == =
et oletd) = cee c - les g. dépendant du modéle
ICl > 15¢] ’ ‘ '
ceC

[EMD;] Estimation des paramétres du bruit :

ZU ysl (4<2 Wi | ) y,é(‘Z))
+1 sES'
ng ) _

> P(Xg:wi|Y:y,9(Q))

s€S0

2
- (@) _ e (e = D) P (X0 =i | Y =50

3

> p(xg = w; | Y:y,a<q>)
s€So

18.3.2 Algorithmes ICE et MICE.

Nous mettons en place, sur ce méme modéle deux autres procédures d’estimation des parameétres, ICE et
MICE. Les parameétres du modéle sont calculés de fagon déterministe, comme pour EM, grace a [18.106]-[18.109],
alors que les parameétres du bruit, a l'itération (¢ + 1), sont réestimés au moyen des fréquences empiriques,

2 Ysli@e)r=u]
(q-‘rl) s€S0

= [18.112]
' 2 ()=
ses0
2
1
X ZO (ys — Tt )) L{(20)1=w,]
ot (02)FY = €5 , [18.113]

> 0)i=w;)
s€S0

calculées pour une réalisation du champ obtenue, par simulation selon la loi de X a posteriori, avec les parameétres
estimés & l'itération g. Pour MICE, nous simulons uniquement une réalisation de X, selon les lois marginales a
posteriori. En cela, la version sur arbre, de cet alorithme, difféere légérement de celle sur les chaines.

Ces algorithmes se résument a :

| ALGORITHMES ICE ET MICE SUR LE DIARBRE |
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Les étapes [DICE;3] a[DICE;4] sont présentées a 1’itération ¢ et sont & répéter
jusqu’a convergence (jusqu’a ce qu’un critére d’arrét soit vérifié).

[DICEy;] Initialisation des paramétres 0(%).

[DICE;2] Calcul selon le param@tre courant 09 ,d’une réalisation de X par

la loi a posteriori, pour ICE et d’une réalisation de X", selon les lois
marginales a posteriori, pour MICE.

[DICE;3] Estimation des paramétres du modéle

ﬂ-gq“) = P (XT =w; | Y = y,H(Q)> pour tout w; € Q2
Y P(Xi=wil X =w; Y =y,010)
¥ I5 gt | n
et aletl) cee c - les g. dépendant du modéle
C1 2 15¢] ’ ‘ '
ceC

[DICE;4] Estimation des paramétres du bruit:

> Ysli@o)i=w

M(q+1) _ s€S0
' > @0)i=w,)
seSo

2
> (ys—m(-q“)) L@y r=w]

02)(q+1) T
> L@0)1=w;)
s€S0

18.3.3 Algorithme SEM sur le diarbre.

On ne calcule pas les probabilités a posteriori en chacun des noeuds, mais on simule une réalisation de ’arbre &
partir de la probabilité de la racine et les probabilités interéchelles calculées lors de la passe montante. On considére,
par conséquent, les estimateurs empiriques, basés sur les fréquences d’apparition des différents couples pére-fils,
dans la réalisation simulée de ’arbre, pour les paramétres du modéle, et les moyennes et variances empiriques,
[18.112] et [18.113], pour les parameétres du bruit.

| ALGORITHME SEM SUR LE DIARBRE |

Les étapes [DSEM;] a[DSEMy] sont présentées a 1’itération ¢ et sont & répéter
jusqu’a convergence (jusqu’a ce qu’un critére d’arrét soit vérifié).

[DSEM;] Initialisation des paramétres 0(*).

[DSEMz] Simulation d’une réalisation X a posteriori, suivant le paramétre
courant 67,

[DSEM3] Estimation des paramétres du modéle :

7rl(.q+1) = P (Xr =w; |Y = y,H(Q)> pour tout w; € 2
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> 1[X6:w.]~1[xc+1: ]
cl| ,—1 [ s€s° S s= T
> 15 gz < 2 Ayeri_,

eC sese ol
et olet) — & ll ] , les ¢g. dépendant du modéle.

Ol 2 15¢]

ceC

[DSEMy] Estimation des paramétres du bruit:

2
i) Zoysluzﬁg)q:wi] e . (ys—uz(-q“)) Li@9)o=wi]
q+1 se s 2\ (g seS'
> @)i=w,] > L{a0)i—w]
se€S0 s€80
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- CHAPITRE 19 -

Segmentation non supervisée par arbres de
Markov cachés.

19.1 Choix de P’algorithme d’estimation des parameétres.

Nous sommes désormais en présence de quatre algorithmes d’estimation des paramétres, adaptés & deux modeéles
de diarbres, différenciables par la fonction définissant leurs probabilités de transition interéchelle. Nous comparons
lefficacité de ces huit algorithmes pour la segmentation de cing images, choisies en fonction du degré de difficulté
croissant qu’elles présentent. Nous utilisons le critére général d’homogénéité de Salzenstein (voir [Salzenstein96] et
[Salzenstein98)), pour donner une mesure de la difficulté, a priori, pour les cinq images de classes F1a¢.111.47. Ce

F1G6.111.47. - CARACTERISATION DE L'HOMOGENEITE DES IMAGES DE CLASSES.
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sont des images a segmenter suivant deux classes, que l'on a bruitées avec deux distributions normales, N (0, 1) et
N (1,1). Notre objectif est de déterminer ’algorithme le mieux adapté a chacun des modeles d’arbres, et de préciser
les domaines d’application des deux modeles. Pour cela, nous faisons tourner cent fois, les huit algorithmes sur
chacune des cinq images, bruitées indépendamment, pour chacune des cent segmentations, avec les distributions
normales ci-dessus.

Le tableau F1G.II1.48 récapitule, pour chaque image et chaque algorithme, I’erreur moyenne sur les cent seg-
mentations, ainsi que ’erreur minimale et I’erreur maximale commises au cours des cent expériences. Nous y
donnons également, ’erreur globale commise par chaque algorithme, au cours des cing cent segmentations.

Image | SEM type 1 ICE typel |MICE typel| EM type 1| SEM type 2 ICE type2 |MICE type2| EM type 2

3.41% 3.51% 3.43% 3.51% 3.42% 3.40% 3.42% 3.43% Erreur mini.
4.29% 4.63% 4.66% 4.48% 4.72% 4.50% 4.46% 4.64% | Erreur maxi.
3.91% 4.01% 3.98% 3.97% 4.01% 3.97% 3.95% 3.97% Erreur moy.
4.12% 4.23% 4.28% 4.03% 4.09% 4.02% 4.02% 4.12% Erreur mini.
6.41% 7.50% 6.45% 6.61% 6.52% 6.68% 7.84% 6.73% Erreur maxi.
5.04% 5.48% 5.32% 5.23% 5.16% 5.32% 5.22% 5.34% Erreur moy.
7.66% 8.14% 8.23% 7.84% 7.71% 7.60% 7.87% 7.67% Erreur mini.
9.88% 11.16% 11.08% 10.08% 9.81% 10.16% 10.35% 10.17% | Erreur maxi.
8.86% 9.44% 9.41% 8.95% 8.75% 8.88% 8.88% 8.94% Erreur moy.

13.50% 14.87% 14.41% 13.83% 13.26% 13.78% 13.79% 13.89% | Erreur mini.
15.39% 16.91% 16.82% 15.64% 15.05% 15.77% 15.80% 15.71% | Erreur maxi.
14.51% 15.79% 15.62% 14.88% 14.15% 14.79% 14.68% 14.96% | Erreur moy.

29.75% 32.23% 31.99% 30.37% 27.03% 29.87% 29.31% 31.15% | Erreur mini.
31.91% 51.46% 47.42% 33.10% 32.24% 35.05% 34.01% 48.82% | Erreur maxi.
30.66% 34.06% 33.88% 31.47% 28.46% 31.61% 31.45% 32.98% | Erreur moy.

| 1260% | 13.76% | 13.64% | 12.90% | 12.11% | 12.91% | 12.83% | 13.24% | Erreur globale|

F1G.1I1.48. - COMPARAISON DES METHODES D’ESTIMATION.

Les algorithmes basés sur le SEM et les diarbres stochastiques donnent de meilleurs résultats que leurs con-
curents, avec une différence significative pour le SEM de type 2, sur la derniére image.

Le tableau F1G. II1.49, dans lequel la proportion de la classe 1 est notée p, donne les estimations des parameétres
du bruit, pour le bruitage, de chaque image, ayant entrainé la plus grande erreur, en moyenne sur les huit al-
gorithmes. Ces résultats sont significatifs de la qualité des algorithmes, en ce qu’ils illustrent les limites de ces
algorithmes dans l’estimation des parameétres du bruit, sur les images trés détaillées. En effet, la qualité de la
classification baisse significativement, avec la baisse de la qualité de I'estimation de ces paramétres.

Segmentation non supervisée par arbres de Markov cachés.
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Image | SEM type 1 ICE typel |MICE type ] EM type 1| SEM type 2 ICE type2 |MICE type 4 EM type 2

-0.01 0.02 0.02 0.01 0.02 0.00 -0.01 0.01 Moyenne 1
1.03 1.05 1.03 1.04 1.04 1.04 1.00 1.04 Variance 1
0.69 0.70 0.71 0.70 0.71 0.70 0.71 0.70 p

0.96 0.96 0.97 0.96 0.96 0.96 1.04 0.96 Moyenne 2
1.04 1.06 1.03 1.06 1.06 1.06 0.98 1.06 Variance 2
0.01 0.06 0.07 0.04 0.01 0.05 0.05 0.04 Moyenne 1
1.03 1.06 1.06 1.04 1.03 1.05 1.05 1.05 Variance 1
0.73 0.77 0.77 0.75 0.73 0.76 0.76 0.76 p

1.02 1.02 1.04 1.02 1.03 1.02 1.03 1.03 Moyenne 2
0.95 1.00 1.01 0.98 0.94 1.00 0.98 0.98 Variance 2
0.02 0.05 0.04 0.03 0.03 0.03 0.03 0.03 Moyenne 1
1.03 1.04 1.04 1.03 1.03 1.03 1.05 1.03 Variance 1
0.65 0.67 0.68 0.66 0.67 0.67 0.69 0.67 p

1.04 0.89 0.95 0.92 0.93 0.95 0.96 0.93 Moyenne 2
1.10 1.10 1.04 1.06 1.05 1.03 1.04 1.05 Variance 2
0.08 0.15 0.08 0.09 0.05 0.10 0.06 0.11 Moyenne 1
1.12 1.15 1.13 1.12 1.10 1.13 1.16 1.13 Variance 1
0.63 0.70 0.64 0.65 0.63 0.66 0.63 0.68 p

0.91 0.95 0.97 0.93 0.96 0.96 0.99 0.96 Moyenne 2
1.07 1.08 1.06 1.06 1.02 1.05 1.04 1.05 Variance 2
0.24 0.37 0.00 0.26 0.03 0.31 -0.13 0.23 Moyenne 1
1.20 1.25 1.11 1.21 1.09 1.22 1.06 1.21 Variance 1
0.65 0.87 0.22 0.65 0.50 0.79 0.37 0.51 p

0.78 0.85 0.53 0.75 0.83 0.90 0.68 0.64 Moyenne 2
1.20 1.17 1.25 1.20 1.11 1.15 1.25 1.24 Variance 2

F1G.111.49. - RESULTATS DE L’ESTIMATION DES PARAMETRES.

Les conclusions que nous tirions de F1G.1I1.48, sont confirmées par une meilleure estimation des parameétres
pour les SEM, la différence la plus marquée apparaissant pour le SEM de type 2, sur la derniére image.

Les compte rendus visuels des segmentations, présentés F1G.I11.50, Fic. I11.51, Fi1G. II1.52, F1c. I11.53 et F1G.
IT1.54, sont représentatifs de I’erreur moyenne commise par les algorithmes de segmentation. Ils permettent une
compréhension intuitive de la difficulté croissante de la segmentations des images présentées. L’image du “B” et
celle de 'alphabet sont plus favorables au modéle que les deux cartes, alors que la cible pose le probléme de la
restitution, lors de la classification par arbres, des formes arrondies.

Conformément a ce que suggérent les différents résultats que nous avons présentés, nous poursuivrons notre
exposé en utilisant 'algorithme SEM sur le diarbre stochastique, pour I'estimation des parameétres.

Segmentation non supervisée par arbres de Markov cachés.
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Véritéterrain Image bruitée

SEM sudiarbrel ICEsurdiarbrel MICEsurdiarbrel EM surdiarbrel
Erreur : 3.91% Erreur : 4.02% Erreur :3.98% Erreur : 3.97%

SEM sudiarbre? ICEsurdiarbre? MICEsurdiarbre? EM surdiarbre?
Erreur : 4.01% Erreur : 3.97% Erreur :3.95% Erreur : 3.97%

F1c.II1.50. - SEGMENTATIONS COMPAREES POUR UNE IMAGE D’HOMOGENEITE h = 0.94.
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SEM sur diarbrel |CEsur diarbrel MICEsur diarbrel EM sur diarbrel
Erreur : 5.04% Erreur : 5.48% Erreur 5.32% Erreur : 5.23%

SEM sur diarbre? |CE sur diarbre? MICE sur diarbre2 EM sur diarbre?
Erreur : 5.16% Erreur : 5.32% Erreur 5.22% Erreur : 5.34%

F1c.II1.51. - SEGMENTATIONS COMPAREES POUR UNE IMAGE D’HOMOGENEITE h = 0.80.
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224 19.1 Choizx de l’algorithme d’estimation des paramétres.

Véritéterrain

SEM sur diarbrel |CEsur diarbrel MICEsur diarbrel EM sur diarbrel
Erreur : 8.86% Erreur : 9.44% Erreur :9.41% Erreur : 8.95%

SEM sur diarbre? |CE sur diarbre? MICE sur diarbre? EM sur diarbre?
Erreur : 8.75% Erreur : 8.88% Erreur :8.88% Erreur : 8.94%

F1c.II1.52. - SEGMENTATIONS COMPAREES POUR UNE IMAGE D’HOMOGENEITE h = 0.85.
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Véritéterrain

SEM sur diarbrel |CEsur diarbrel MICEsur diarbrel EM sur diarbrel
Erreur : 14.51% Erreur : 15.79% Erreur :15.62% Erreur : 14.88%

SEM surdiarbre? |CEsur diarbre? MICE sur diarbre2 EM sur diarbre?
Erreur : 14.15% Erreur : 14.79% Erreur :14.68% Erreur : 14.96%

F1c.II1.53. - SEGMENTATIONS COMPAREES POUR UNE IMAGE D’HOMOGENEITE h = 0.65.
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19.1 Choizx de l’algorithme d’estimation des paramétres.

Image bruitée

|CEsur diarbrel MICEsur diarbrel EM sur diarbrel
Erreur : 34.06% Erreur :33.88% Erreur : 31.47%

|CEsur diarbre? MICEsur diarbre? EM sur diarbre?
Erreur : 28.46% Erreur : 31.61% Erreur :31.45% Erreur : 32.98%

F1c.II1.54. - SEGMENTATIONS COMPAREES POUR UNE IMAGE D’HOMOGENEITE h = 0.35.

Segmentation non supervisée par arbres de Markov cachés.



19.2 Comparaison des performances des modéles sur arbres de Markov et champs de Markow. 227

19.2 Comparaison des performances des modéles sur arbres
de Markov et champs de Markov.

19.2.1 Images simulées par les différents modéles.

Dans cette partie nous exposons les résultats de segmentations des différents modéles markoviens sur des images
quelconques. L’estimation des paramétres est faite par le gradient stochastique pour les champs de Markov et par
SEM pour les arbres.

Nous commencerons par comparer les modéles markoviens, sur des images simulées par ces différents modéles.
Le premier cas correspond a une vérité terrain simulée par un quadarbre et segmentée (aprés estimation des
parameétres) par les champs de Markov cachés, les quadarbres et les diarbres de Markov cachés. Notons, que la
modélisation par champs de Markov est effectuée dans le cadre le plus simple de paramétrisation de ce modele.

SEGMENTATION DE
QUADARBRE

Segmentation par champs ~ Segmentationpar diarbres  Segmentationpar quadarbres
Erreur : 16.6 % Erreur : 6.5% Erreur : 6.6 %

F1G6.1I1.55. - SEGMENTATION DE QUADARBRES.
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La segmentation suivante est celle d’une image simulée d’aprés un diarbre droit. La différence dans la qualité de
la segmentation entre les champs et les arbres peut étre expliquée, d’une part, par la forme de la vérité terrain pour
laquelle les champs ne sont pas particuliérement adaptés, ainsi que par la version non optimisée, de la modélisation
par champs, que nous utilisons. La derniére étape présente la segmentation d’une image simulée par le modele de

| SEGMENTATION DE
DIARBRE DROIT

Segmentation par champs ~ Segmentationpar diarbres  Segmentation parquadarbres
Erreur : 20.6 % Erreur : 9.6 % Erreur : 10.6 %

F1G6.111.56. - SEGMENTATION DE DIARBRE DROIT.

champs de Markov que nous utilisons.

Les résultats équivalents des trois méthodes, dans un cas avantageant manifestement les champs, permet de
justifier la compétitivité des méthodes par arbres de Markov cachés comme concurrentes des méthodes par champs
de Markov.

Segmentation non supervisée par arbres de Markov cachés.
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CHAMPS DE GIBBS

e

1-N(LD)

Segmentation par champs  Segmentationpar diarbres  Segmentationpar quadarbres
Erreur : 10,7 % Erreur : 8,9 % Erreur : 10,0 %

SEGMENTATION DE

F1G.111.57. - SEGMENTATION DE CHAMPS DE GIBBS.

Segmentation non supervisée par arbres de Markov cachés.
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19.2.2 Images de synthése quelconques.

Nous passons désormais a des images de synthése, ne privilégiant pas, a priori I'un ou 'autre des types de modeéles
markoviens. Les bruits différents apportent des éléments supplémentaires pour la comparaison des deux modéles.
Nous introduisons, aussi, des bruitages exponentiels, mais nous ne travaillons pas sur des mélanges généralisés au
sens propre du terme, puisque nous supposons connue la famille de chacune des distributions bruitantes.

Pour les figures (F1a.I111.58,F1c. I11.59,F1G. I11.60,F1G. I11.61) sur la premiére ligne, aprés I'image bruitée,
nous présentons, dans l'ordre, les segmentations par champs (Ch), par quadarbre classique (Qc) et évolutif (Qé), et
sur la seconde ligne celles par les diarbres droits (DD), alternés (Da) et diagonaux (Dd). La méthode d’estimation
des paramétres sera, d’aprés les constatations faites lors des segmentations comparées, SEM de type 2 pour les
deux premiéres images, et SEM de type 1 pour les deux derniéres. Signalons, cependant, que les deux méthodes
donnent des résultats équivalents sur ces exemples. La carte, F1G.II1.58, est bruitée plutot 1égérement, mais la

DD : Erreur 8,7 % Da : Erreur 9,5% Dd : Erreur 11,3%

F1G.1I1.58. - SEGMENTATION POUR UN BRUITAGE GAUSSIEN LEGER.

difficulté vient, une fois encore, de la finesse des détails de ce type d’images. Le quadarbre évolutif et le diarbre
alterné donnent des taux d’erreur sous les 10 %, sensiblement moins bons que celui obtenu pour le diarbre droit.
Bruitée avec des lois exponentielles, la cible, F1a.I11.59, est difficile & segmenter par les algorithmes sur arbres qui
donnent de meilleurs résultats sur des images contenant des zones rectangulaires. La différence, pour le bruitage
de F1c.II1.60, se situe au niveau des variances. Les résultats sont équivalents a ceux obtenus pour la carte.

Les lois qui ont servis au bruitage du “B”, F1G.II1.61, ne sont pas différenciables par leurs deux premiers
moments. Les résultats de la segmentation sont trés bons pour tous les types de modeéles, ce qui est di, en partie,
comme nous le constations plus haut, a 'image utilisée.

On peut conclure des différentes segmentations présentées dans cette partie que les arbres de Markov donnent
des résultats légérement meilleurs que les champs de Markov les plus simples. Parmi les différents types d’arbres,
le diarbre droit semble un peu meilleur que les diarbres alternés et les quadarbres évolutifs, dans la mesure ou il
donne, avec un écart plus ou moins grand par rapports aux autres types, toujours un meilleur résultat.

Segmentation non supervisée par arbres de Markov cachés.
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Bruit E(1)-E(3)

DD : Erreur 82% Da : Erreur 9,0% Dd : Erreur 11,6 %

F1G6.111.59. - SEGMENTATION POUR UN BRUITAGE EXPONENTIEL.

Bruit E(1)-N(1,2)

DD : Erreur 6,4 % Da : Erreur 8,0%

F1G6.11I1.60. - SEGMENTATION POUR UN BRUITAGE OU LES MOYENNES SONT EGALES.

Segmentation non supervisée par arbres de Markov cachés.
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Bruit N(1,1)-E(1)

Qé : Erreur 3,8%

DD : Erreur 35% Da : Erreur 3,8% Dd : Erreur 5,1 %

F1G.II1.61. - SEGMENTATION POUR UN BRUITAGE OU LES MOYENNES ET VARIANCES SONT EGALES.

19.3 Limites du modéle par arbres.

Comme le modeéle par champs de Markov que nous utilisons n’est pas optimisé, et que nous chercherons pas a
I’améliorer ici, nous ne testerons pas les limites du modele par champs de Markov cachés. Nous n’étudierons, donc,
dans cette partie que les différents modeles d’arbres, a savoir les diarbres droits (DD) et alternés (Da) ainsi que le
quadarbre évolutif (Qé).

Des bruitages trés forts sur une vérité terrain favorable, permettent de tester la valeur des algorithmes d’esti-
mation des parameétres du bruit, sur les arbres de Markov cachés. Comme précédemment, et en vertu des résultats
des segmentations comparées, nous utiliserons une estimation des parameétres par le SEM de type 1. Les différents
bruitages appliqués a la vérité terrain sont précisés dans chacun des cas présentés F1G.I111.62.

Il ressort de ’étude de ces cas extrémes que l’estimation des parameétres reste bonne, méme pour de tels bruitages,
mais la segmentation devient plus difficile. Il est intéressant de constater que l'on voit réapparaitre le probléme,
que nous avions, en partie réussi a controler jusque la, des effets de bloc. D’une facon un peu surprenante, c’est
probablement en conséquence de cet effet indésirable, que les méthodes sur le quadarbre donnent, pour cette image
en particulier, d’aussi bons résultats.

A travers ces exemples, nous mettons en évidence la stabilité des algorithmes d’estimation et de classification
sur les arbres. Alors que leur structure semble, intuitivement, moins adapté a la modélisation des images que les
champs de Markov, les arbres de Markov permettent la mise au point d’algorithmes de segmentation statistique
d’images trés résistants. Nous avons, en effet, pu constater, les performances constantes de ces algorithmes, aussi
bien pour des images peu homogénes, que pour d’autres, bruitées éxagérément. Il apparait, en conclusion, a cette
étude sur la segmentation non supervisée d’images de synthése, destinée a étalonner les algorithmes de segmentation
d’images sur les arbres de Markov, que ces méthodes sont trés stables, méme lorsqu’on tend vers les cas limites, et
aussi fiables, dans les cas moins complexes, que les méthodes de segmentations sur les modéles de Markov classiques.

Segmentation non supervisée par arbres de Markov cachés.
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Bruit : N(0,1)-N(0.5,1) DD : Erreur 6,1% Da: Erreur 70%  Qé : Erreur 6,3%

Bruit: N(1,0.5-N(1,1) DD : Erreur 4,8% Da : Erreur 52%  Qé : Erreur 4,8%

Bruit : N(0,1)-N(0.3,1) DD : Erreur 142% Da : Erreur 155% Qé : Erreur 13,2%

Bruit: N(1,0.5)-N(1,0.7) DD : Erreur 89% Da : Erreur 95% Q€ : Erreur 8,7 %

F1G¢.II1.62. - SEGMENTATIONS DANS DES CAS DE BRUITAGES EXTREMES.

Segmentation non supervisée par arbres de Markov cachés.
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19.4 Images réelles.

Ce paragraphe, est destiné a illustrer les possibilités des algorithmes de segmentation statistique d’images sur
les diarbres droits. Nous traitons ici plusieurs cas d’images réelles, dont nous menons les segmentations pour un
grand nombre de classes. Les distributions du bruit seront supposées étre des distributions gaussiennes. Nous
entrons, en particulier, dans un domaine d’estimation des parameétres de mélanges, que nous n’avons pas su traiter
dans la partie théorique de ce travail. La bonne qualité des estimations, qui se traduit par celle des classifications,
montre efficacité de ces méthodes itératives, pour I'estimation des parameétres de certains types de mélanges finis.

L’image spot F1G.I11.63, a été segmentée, selon cinqg classes, aux deux formats 128 x 128 et 64 x 64, ce dernier
format dégradant sensiblement la qualité des résultats. Compte tenu de 'importance du bruit sur 'image originale,
les différentes segmentations semblent trés satisfaisantes.

Image segmentée
par SEM2

Image originale

F1Gc.II1.63. - SEGMENTATION D’UNE IMAGE SPOT AUX FORMATS 128 x 128 ET 64 x 64.

Le second cas que nous traitons est celui d’'une photographie aérienne que nous segmentons successivement en
deux, trois, quatre puis cinq classes. Les résultats des segmentations présentées FiG. I11.64, le sont pour le diarbre
droit, diarbre alterné ainsi que pour le quadarbre évolutif. Les résultats pour les trois méthodes sont équivalents,
et semblent étre de bonne qualité.

Segmentation non supervisée par arbres de Markov cachés.
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i iy
" = "“I‘" l..i.:hl
Diarbre alterné

= ‘ 5 l..l.rf? b ‘l? 5 b & e
Diarbre droit Diarbre alterné Quadarbre

F1G.111.64. - SEGMENTATIONS, PAR ARBRES, D’'UNE PHOTOGRAPHIE AERIENNE.
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La segmentation de 'image F1G.I11.65 et F1G.I11.66, image radar de la forét amazonienne, est présentée pour
les deux formats d’images, 256 x 256 et 128 x 128 et effectuée suivant cing classes. Nous disposons, pour cette
image de la vérité terrain, qui nous, permet, par conséquent, de nous faire une idée plus précise de la qualité de
la segmentation. Les deux résolutions auxquelles sont effectuées ces segmentations, donnent une idée de la faible
perte d’information pour une telle diminution de la résolution. Notons que I'estimation par SEM2, a la résolution
128 x 128, induit, pour la classification, un résultat plus proche de la vérité terrain que celui issu de SEM1.

Image originae Véitéterrain

" uF b "
Segmentation SEM 1 Segmentation SEM2

F1c.I11.65. - SEGMENTATION D’UNE IMAGE RADAR AU FORMAT 128 x 128.

Les résultats obtenus sur ces quelques images réelles attestent, une fois encore, de la grande souplesse de ce
modeéle, tout a fait adapté aux contraintes de la segmentation d’images réelles.

Segmentation non supervisée par arbres de Markov cachés.
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Image Originale

Image Segmentée

F1¢.I11.66. - SEGMENTATION D’UNE IMAGE RADAR AU FORMAT 256 x 256.

Segmentation non supervisée par arbres de Markov cachés.
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- CHAPITRE 20 -

Le modeéle des mélanges généralisés.

20.1 Présentation de la méthode.

Justifiée par les estimations des paramétres sur des images réelles issues d’IRM, de sattelites ou de radars,
[Maffet91], la modélisation du bruit par des mélanges généralisés a été introduite récemment. Le principe de
cette modélisation est trés proche du cas classique des bruits gaussiens. Il s’agit de considérer, pour chaque
variable, des distributions modélisant le bruit, qui ne sont pas uniquement caractérisées par leurs parameétres, mais
par un ensemble (type de la distribution)-(parameétres associés). Sans que 1'on puisse le justifier théoriquement,
la procédure consistant & optimiser cet ensemble & chaque itération d’un algorithme classique d’estimation, est
convergente, et permet une estimation assez fiable, pour les mélanges généralisés (voir [Bendjebour00], [Delignon97]
et [Fouque99]).

La rapidité des calculs dans le cadre des arbres de Markov cachés permet une autre approche des modeles
généralisés. 11 devient, en effet, possible de faire une estimation compléte des paramétres pour chaque cas de
mélange de lois autorisé par les familles de distributions considérées. Cette méthode permet de se concentrer
sur I'estimation des parameétres puisque les distributions sont fixées. Il faut, cependant, une fois les différentes
estimations effectuées, choisir parmi ’ensemble de solutions, celle qui décrit le mieux ’échantillon étudié. On
peut, par exemple, choisir la solution qui minimisera la distance entre la distribution théorique calculée avec les
parameétres estimés, et la distribution de I’échantillon, approchée par un histogramme, ou par un estimateur & noyau
de la distributions de mélange. On pourra consulter & ce propos la comparaison des différentes méthodes présentée
dans [Bendjebour00}, ainsi que [Giordana96), [Giordana97] [Delignon97] et [Fouque99] Ces méthodes de choix sont
celles utilisées habituellement dans les algorithmes d’estimation des parameétres des mélanges généralisés. Nous
proposons une innovation en la matiére, puisque,nous choisissons de comparer les moments empiriques calculés a
partir de I'image bruitée, avec ceux issus “théoriquement” des distributions estimées dans la premiére partie de
l’algorithme. Le meilleur compromis semble, aprés avoir testé différentes combinaisons, de faire cette comparaison
sur la somme des quatre premiers moments.

Le modéle des mélanges généralisés.
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20.2 Etalonnage de la méthode proposée.

Si nous reprenons les exemples que nous avons traités plus haut, en ne préjugeant pas, cette fois, des distributions
bruitantes utilisées, nous pouvons éprouver cette nouvelle méthode d’estimation pour les mélanges généralisés.
Compte tenu de la méthode d’estimation des mélanges généralisés que nous proposons, effectuant des estimations
de parameétres complétes pour les différents types de mélanges, le probléme du choix final du type estimé est crucial.
Il est intéressant de constater que la méthode de test effectue le bon choix du type de mélange dans les quatre cas
présentés

La différence entre les deux algorithmes SEM1 et SEM?2 n’est pas significative, et la solution la plus raisonnable,
pour faire un choix entre les images classifiées a partir des paramétres issus de ces deux algorithmes d’estimation,
est de prendre celle pour laquelle ’ensemble des paramétres estimés minimise le test d’adéquation avec les moments
empiriques. Les différents résultats de segmentation effectués dans un cadre de mélanges généralisés sont référencés
figures F1G.II1.68 a F1G.III.71. Les segmentations présentées sur la premiére ligne sont obtenues par les algo-
rithmes développés sur le diarbre 1, celles de la seconde ligne viennent du diarbre 2. Le graphique du mélange
estimé qui accompagne les images segmentées est celui du mélange, estimé par I'algorithme SEM1 ou

, minimisant le test d’adéquation avec les moments empiriques.

Dans le tableau de la figure F1G. I11.67, nous présentons les résultats des estimations des paramétres, pour les
quatre images tests, par les méthodes généralisée issues de SEM sur les arbres de type 1 et 2, ainsi que celles
obtenues par la méthode des moments généralisée énoncée dans la deuxiéme partie. Le fait que nous travaillions
a une résolution d’image de 128 x 128 n’est pas fait pour favoriser la méthode des moments, qui échoue a choisir
le bon type de mélange dans le cas du mélange exponentielle-exponentielle. Ce résultat était prévisible, compte
tenu des remarques que nous avons faites, dans le cadre de ce type de mélange, dans la deuxiéme partie. Les
algorithmes itératifs d’estimation des paramétres donnent d’excellentes estimations dans les quatre cas présentés
ici, et comme nous 'avons déja signalé, semblent fiables au niveau du choix du type du mélange. A moins que nous
ne disposions d’une image de grande résolution, typiquement supérieure a 512 x 512, la méthode des moments ne
peut étre raisonnablement utilisée.

Le modéle des mélanges généralisés.
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Image

Type et
parametres
théoriques

SEM type 1

SEM type 2

Méthode
des
moments

0.0 0.05 0.01 -0.04 Moyenne 1
1.0 1.13 1.05 0.97 Variance 1
0.60 0.61 0.61 0.60 p
2.0 1.22 1.97 2.00 Moyenne 2
1.0 1.04 1.14 1.04 Variance 2
0.99 1.00 1.01 Moyenne 1
1.99 2.02 1.93 Variance 1
0.27 0.28 0.30 p
0.99 0.98 0.98 Moyenne 2
/ / / Variance 2
1.01 1.03 0.91 Moyenne 1
/ / 0.58 Variance 1
0.64 0.67 0.62 p
2.83 2.84 2.86 Moyenne 2
/ / / Variance 2
1.00 1.00 0.99 Moyenne 1
1.03 1.03 1.00 Variance 1
0.70 0.70 0.74 p
1.01 1.02 1.06 Moyenne 2
/ / / Variance 2

F1G.II1.67. - ESTIMATION DES PARAMETRES DANS LE CADRE DES MELANGES GENERALISES.

Le modéle des mélanges généralisés.
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Test : 0.54 Test : 20.94

N-N : Erreur 7.20% N-E : Erreur 11.19% E-E : pasde solution
Test : 0.44 Test : 27.25

Graphigue du mélange estimé par SEM2 type N-N.

: histogramme de fréquences.
: courbe du mélange estimé.

F1G6.111.68. - SEGMENTATION D’IMAGE SUR LE MODELE DES MELANGES GENERALISES.

Le modéle des mélanges généralisés.



20.2 FEtalonnage de la méthode proposée.

243

H‘-}!

iEH

L
.". [y
- Tp
T
SR
.‘I'Jr:';.
i

“ub

Bruit E(1)-N(1.2)

N-N : Erreur 47.47 %

Test : 6.72

N-N : Erreur 33.99 %

Test : 4.40

N-E : Erreur 4.04% E-E : pasde solution
Test : 0.66

N-E : Erreur 4.22%
Test : 0.49

E-E : pasdesolution

Graphique du mélange estimé par SEM2 type N-E.

. histogramme de fréquences.
: courbe du mélange estimé.

F1G6.111.69. - SEGMENTATION D’IMAGE SUR LE MODELE DES MELANGES GENERALISES.
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Bruit E(1)-E(3) N-N : Erreur 16.03% N-E : Erreur 30.06 % E-E : Erreur 8.36 %
Test : 329 Test : 276 Test : 30

N-N : Erreur 17.30% N-E : Erreur 32.37 % E-E : Erreur 8.40 %
Test : 329 Test : 176 Test : 29

Graphique du mélange estimé par SEM2 type E-E.

. histogramme de fréquences.
: courbe du mélange estimé.

F1G6.11I1.70. - SEGMENTATION D’IMAGE SUR LE MODELE DES MELANGES GENERALISES.
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:-:i-.*-;:'.—.-;:-':'--. R '
Dok TEL L -
= - :;'_F-_-'-.; - 5-;- -

N-N : Erreur 23.43% N-E : Erreur 4.21 % E-E : pasde solution
Test : 4.06 Test : 0.001

I ol
;
-

N-N : Erreur 41.06% N-E : Erreur 420% E-E : pasdesolution
Test : 250 Test : 0.01

Bruit (,)E(l)

Graphique du mélange estimé par SEM1 type N-E.

0.4
: histogramme de fréquences. 0.3
: courbe du mélange estimé.
0.z
o1
-4 -2 2 4

F1G.1I1.71. - SEGMENTATION D’IMAGE SUR LE MODELE DES MELANGES GENERALISES.
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20.3 Lecture de cartons d’orgue de barbarie.

20.3.1 Description d’un carton.

Sur une demande de I’association Argentique'?, et afin d’illustrer la rapidité et la précision des algorithmes de
segmentation d’images dévellopés sur les arbres de Markov cachés, nous nous sommes intéressés a la mise au point
d’un protocole de lecture d’un carton d’orgue de barbarie a 27 touches. Ce type de carton mesure 154mm de large.
La note la plus haute, qui est un RET est située a 5mm du bord gauche du carton. Chaque note est constituée par
un trou rectangulaire, de 3, 5mm de largeur, et dont la longueur est fonction de la durée de la note dans la partition
originale, et de la vitesse choisie pour le défilement standard du carton. Deux notes voisines, dans la succession
non chromatique des notes d’un tel orgue, sont séparées, sur le carton, par un écart de 2mm, ce qui positionne la
note la plus basse, un Do4, & 9mm du bord droit du carton.

20.3.2 Protocole d’acquisition de I’image.

Le carton est entrainé a une vitesse de défilement constante et filmé par une caméra grand angle, a une résolution
de 320 x 320 pixels. On reconstitue, ensuite, & partir des portions non déformées des images de la séquence filmée,
I'image que nous devons segmenter.

Dans le cadre de notre travail, la vitesse de défilement du carton est limitée par la résolution a laquelle nous
travaillons, & cause de la nécessaire précision sur 'interprétation de la durée des notes. En tenant compte de
la précision de lecture de l'orgue mécanique, nous pouvons, raisonnablement, travailler avec une marge d’erreur,
longitudinale de 2mm. En particulier, ’espace minimum entre deux répétitions d’'une méme note sera de 2mm et
la longueur minimale d’une note sera de 4mm, la taille du poingon permettant la perforation des cartons étant
3.5 x 3.5mm?. La vitesse de défilement du carton peut donc étre fixée & 0.04ms~!, ce qui est un peu en dessous de
la vitesse moyenne a laquelle le tourneur interpréte son morceau. Nous ne pouvons cependant pas nous permettre
de descendre sous la précision de segmentation longitudinale 1 pixel — 1mm.

La largeur de I'image permet une plus grande précision lattérale globale, de 1 pizel — 0.5mm, qui compense
la faible marge d’erreur longitudinale. Si 'on considére que la largeur théorique d’un trou correspond, alors, a
7 pizels, centrés sur une ligne dont la position est connue, parce que fixée par I’axe théorique de la note qu’ils
représentent, il est raisonnable de considérer comme déterminante de 'une des deux classes, trou ou carton , la
classe dominante, aprés segmentation, sur les 14 pizels formant 'unité de travail que nous nous sommes fixée.

Les deux images auxquelles nous nous intéresserons dans cette derniére partie du travail sont présentées figures
Fi1c. II1.72 et F1G.I11.73. La premiére recense toutes les difficultés musicales caractérisant les cartons d’orgue de
barbarie, alors que la seconde souléve le probléeme des cartons anciens, tachés ou partiellement dégradés. L’étude
de ces deux images nous permettra de mettre au point une méthode de lecture de cartons, selon les critéres que
nous nous sommes fixés.

12 Argentique est une association & but non lucratif, qui aide de jeunes artistes en participant a la production de films courts-métrages
et de documentaires, ainsi qu’a 'organisation de spectacles de rue.

Le modéle des mélanges généralisés.
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F1G.1I1.73. - IMAGE DE CARTON 2 (TACHEE).

Le modéle des mélanges généralisés.
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20.3.3 Segmentation de ’image du carton 1.

Les trois images Fi1c.I11.74, Fi1c.II1.75 et F1G.II1.76, déduites de I'image carton 1 et obtenues sans avoir
recours & un algorithme de segmentation, montrent I'impossibilité d’exploiter directement I'information contenue
dans le fichier de capture. L’image classant les pixels en deux cathégories est clairement inutilisable, & cause de
la partie noire de la gauche de 'image. La répartition des classes dans les images F1G.II1.75 et Fic.II1.76, ne
permet pas , non plus, une lecture raisonnable. A moins de perfectionner le dispositif d’acquisition des images, le
recours a une méthode statistique de segmentation d’images apparait comme une solution secourable.

F1G.111.74. - EXPLOITATION DIRECTE DE L’INFORMATION EN DEUX CLASSES.

Pour des raisons de rapidité de la segmentation, et dans un souci de qualité des résultats, il est nécessaire de
morceler 'image originale a la résolution 320 x 320, en 25 sous-images a la résolution 64 x 64. Cette solution permet
de réaliser la segmentation de I'image de carton en un peu moins de 8 secondes, ce qui équivaut & une interprétation
en temps réel de I'image acquise par la caméra. La rapidité des algorithmes de segmentation développés sur les
arbres de Markov, permet, sans perte de temps, d’ajouter une dimension statistique a l'interprétation des données
issues de la capture.

Le modéle des mélanges généralisés.
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F1G6.11I1.75. - EXPLOITATION DIRECTE DE L’INFORMATION EN TROIS CLASSES.

F1G.111.76. - EXPLOITATION DIRECTE DE L'INFORMATION EN QUATRE CLASSES.

Le modéle des mélanges généralisés.
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Les tentatives de segmentation de I'image en plus de deux classes dans le cas gaussien, afin d’optimiser la qualité
de l'interprétation que ’on veut en faire, s’avérent peu fructueuses. En effet, une segmentation en trois classes,
F1G.1I1.77, pose, comme nous I’avons vu sur 'image F1G.I11.75, le probléme de I'affectation des pixels de la classe
grise intermédiaire. La segmentation en quatre classes, F1a.II1.78, plus intéressante, provoque des échecs, a cause
du trop grand nombre de classes, lors de 'estimation des paramétres de certaines zones de I'image.

'-l"l-l-.ﬁi-

-

F1G.II1.77. - SEGMENTATION DE L'IMAGE CARTON 1 EN 3 CLASSES.

|
| | I

F1c¢.II1.78. - SEGMENTATION DE L'IMAGE CARTON 1 EN 4 CLASSES.

mEmEmE e s ok

|
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1
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La segmentation sera donc menée selon deux classes, ce qui permettra une construction naturelle du fichier
“lu”, comme nous ’avons décrite plus haut. La premiére segmentation selon deux classes, Fi1a. I11.79, qui améliore
incontestablement les résultats obtenus par la classification sans calculs, est effectuée dans le cadre d’'un mélange
de type normale-normale. L’image “interprétée”, F1G.II1.80, a partir de cette segmentation est trés satifaisante,

aux approximations du protocole prés.

Fi1G.II1.79. - IMAGE CARTON 1 SEGMENTEE SUR LE MODELE DE TYPE N-N.

T I .

F1G.11I1.80. - IMAGE CARTON 1 “INTERPRETEE’.

Le modéle des mélanges généralisés.
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Signalons aussi, qu'une segmentation, de chacune des 25 sous-images, par la méthode de mélanges généralisés,
sélectionne, les 25 fois, le type de mélange normale-normale. Les segmentations dans les cas normale-exponentielle,
et exponentielle-exponentielle sont proposées pour information. La premiére, F1G.I11.81, est trés proche de celle
obtenue dans le cas normale-normale, & cela prés que les classes “trou” sont, en général, plus larges. La connais-
sance théorique des zones de l'image susceptibles de porter la classe “trou”, permet cependant une trés bonne
interprétation de cette image. La seconde, F1G.II1.82, au contraire, réduit la largeur de ces classes, qui apparais-
sent trés nettement. Les travers de cette segmentation apparaissent, notamment dans la partie gauche de 'image,
ou la restriction extréme des zones de classes “trou”, fausse 'interprétation que nous pourrions en faire.

L
Ly I

i

F1G.1II1.81. - IMAGE CARTON 1 SEGMENTEE SUR LE MODELE DE TYPE N-E.

F1G.111.82. - IMAGE CARTON 1 SEGMENTEE SUR LE MODELE DE TYPE E-E.

Le modéle des mélanges généralisés.
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20.3.4 Segmentation de I’image du carton sale.

Le carton que nous essayons de lire ici, bien qu’il soit trés simple d’un point de vu musical, souléve deux
types de difficultés, qui ne touchaient pas le premier carton. Il a d’une part, été taché par le vernis utilisé pour
durcir et éviter 'usure des bordures des trous, et il a, d’autre part, été plié a plusieurs endroits. Ces problémes
se manifestent, au niveau de I'image & segmenter, par des taches anormalement claires pour le vernis, et par des
traits sombres que ’on peut confondre avec les trous, pour les pliures.

La complexification du travail devient claire lorsque ’on tente de segmenter 'image carton sale par la méthode
des mélanges généralisés, qui, & nouveau ne retient que les estimations de type normale-normale. L’image segmentée,
Fic.I11.83, n’est pas exploitable pour une interprétation musicale correcte du carton.

F1G6.111.83. - IMAGE CARTON SALE SEGMENTEE PAR LA METHODE DES MELANGES GENERALISES.

Il apparait, en fait, que si la segmentation sur le modéle exponentielle-exponentielle, F1G. I11.84, n’est pas plus
pertinente, il n’en est pas de méme de celle effectuée sur le modéle normale-exponentielle présentée FiG. I11.85.
Cette derniére segmentation identifie les trois notes, comme le montre son interprétation, Fi1G.II1.86, et n’entraine
pas l'apparition artificielle de fausses notes.

Le modéle des mélanges généralisés.
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FiG.111.84. - IMAGE SEGMENTEE SUR LE MODELE DE TYPE E-E.

Fi1Gg.1I1.85. - IMAGE SEGMENTEE SUR LE MODELE DE TYPE N-E.

Le modéle des mélanges généralisés.



20.3 Lecture de cartons d’orgue de barbarie.

F1G.I11.86. - IMAGE CARTON SALE ‘“‘INTERPRETEE’’.

Le modéle des mélanges généralisés.
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20.3.5 Une méthode de lecture.

Le probléme qui se pose dans ce cas trés particulier de segmentation d’images réelles, typiquement adapté au
cas des mélanges généralisés, c’est que le critére de choix général que nous avons décrit dans le chapitre précédent,
induise un choix de segmentation que nous savons inapproprié. Il convient, donc, de définir un critére de choix
pour la méthode des mélanges généralisés, spécifiquement adapté au probléme qui nous intéresse. L’interprétation
du carton demande, en effet, une grande précision dans la segmentation, que ’on peut atteindre grace & une bonne
connaissance des contraintes a priori.

La nouvelle méthode d’estimation des paramétres de mélanges généralisés que nous proposons, spécialement
définie pour la segmentation d’images de cartons d’orgue de barbarie, multiplie par deux la durée totale de la
segmentation, menée initialement sur une seule famille de distribution. Le nouveau critére consiste & choisir, pour
chacune des 25 sous-images, celle des deux segmentations issues des estimations pour des mélanges de type N-N et
N-E, qui aura le moins souvent attribué la classe “trou”, a des variables que nous savons nécessairement classées
“carton”.

Cette procédure, appliquée a I'image carton sale, permet effectivement de corriger, par le choix de la segmen-
tation issue du type N-E, les quatre sous-images dégradant précédemment le résultat de la segmentation N-N.
L’image ainsi obtenue, Fic.II1.87, optimise la segmentation et par conséquent, la qualité de la lecture du carton.
Notons, pour conclure, que cette méthode, appliquée & 'image carton 1, permet d’aboutir, conformément a ce
qu’on pouvait prévoir, a la méme segmentation que celle obtenue dans le pargraphe précédent.

F1G.11I1.87. - IMAGE CARTON SALE POUR UNE SEGMENTATION OPTIMISEE.

Cette méthode de lecture de cartons d’orgue de barbarie, testée sur plusieurs cartons complets, donne de trés
bons résultats. Nous ne pouvons, bien stir, éviter les erreurs sur la durée de certaines notes, ou ’apparition de
quelques fausses notes. Les retouches musicales a apporter sur le fichier interprété sont cependant raisonnablement
peu fréquentes. Les erreurs sont, généralement, concentrées sur deux ou trois mesures, pour lesquelles les contraintes
de virtuosité du morceau, ou la qualité locale de 'acquistion de I'image segmentée, perturbent la classification.

Les principales limites de cette technique de lecture de cartons d’orgue de barbarie, sont celles fixées par le
protocole d’acquisition de 'image. Un résolution de capture supérieure, permettrait évidemment de gagner en
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fiabilité. Une exploitation, en paralléle, des différents canaux RVB d’une capture couleur, optimisée par la possibilité
de colorer le support, qui caractérise la couleur de la classe “trou”, est actuellement en cours de développement.

Le modéle des mélanges généralisés.






Appendice A: Théoréme fondamental
de Robbins.

Soit le vecteur de Q™ y = (y1,...ym) et G (y) une fonction de répartition dont la probabilité sur B,, associée
a G, est v. On se donne une fonction F (z,y) telle que, pour v—presque tout y, F (z,y) est une fonction de
répartition, de x, et pour tout x une fonction borélienne de y. La probabilité sur B,, associée a la fonction de
répartition F'(z,y), de x, sera notée p,,.

THEOREME : La fonction

H(z) = /m F (z,y)dG (y) [20.114]

est une fonction de répartition de R™. Si p est la probabilité sur B, associée a H, pour tout S € By, p, (S) est
une fonction borélienne de y et

n(8)= [ 194G ). 20.115]

Démonstration : On notera C, la classe de tous les boréliens S de R™ tels que 4, (S) est une fonction borélienne
de y. Montrons que C' est normale :
+oo
- Soit S1,Sa, ... une suite d’ensembles disjoints de C. Si S = |J Sp, on a :

n=1

+oo +oo
Hy (S) = [y (U Sn) = Z,U/y (Sn)7
n=1 n=1

qui est une série convergente de fonctions boréliennes et donc une fonction borélienne elle méme.

+oo
- Soit S1 D S2 D ... une suite décroissante d’ensembles de C. Si S = () S,, on a:
n=1

+oo
by (5) =y (ﬂ 5") = Jlim gy (S0
n=1

qui est la limite d’une suite de fonctions boréliennes et donc une fonction borélienne elle méme.

C est donc une classe normale.

Comme p,, (S;) = F (v,y) est une fonction borélienne de y pour tout x, C' contient tous les S;,on a donc
C =B,.

Or on montre facilement (voir I'article de Robbins [Robbins48]) que si p est une mesure sur B, que p,, est une
probabilité sur B, et que v (R™) = 1, alors u(R™) = 1. On en déduit donc que la fonction p définie en [1.4] est
une probabilité sur B,, associée a la fonction de répartition H (z) définie en [1.3]. ¢

. Identifiabilité de la classe de mesures produits.
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Appendice B: Identifiabilité de la
classe de mesures produits.

Si I'on note, en se référant aux notations de la définition des classes de mélanges, :

Frmn = {F*(w,§>:F*(x,’é):ﬁF(x,Qi),ot‘lF(x,Qi)eFLm,lgz'gn},
i=1

pour § = (B%,...,0") €Q" = Q" x Q" x - x Q™)

n fois

on définit une classe F 7, ., particuliére, sur Q" dont la distribution générique est la mesure produit F™ (aj,g)

En fait, £ . est la famille des distributions jointes des échantillons de n variables indépendantes ayant chacunes

n,mn

une distribution dans f 1 ,,. Nous avons alors le résultat suivant :

THEOREME : Si la classe de tous les mélanges de F 1, est identifiable, alors pour tout n > 1, la classe des

mélanges de F }, ., est aussi identifiable. Réciproquement, si pour au moins un n > 1, la classe de tous les mélanges
de F 7}, est identifiable, il en est de méme pour F 1 .
n—1
Démonstration : La réciproque est évidente puisqu’il suffit, pour F' € F1,,, de multiplier par [] F (z;,6),
i=1

0y € Q™ les deux membres de

/F(x,e)da(e):/F(x,e)dé(e) . Va,

pour avoir Iy, --- I, G = Ip, - - - Ip, 6’, Iy, étant la fonction de répartition de la probabilité ne chargeant que le point

~

o, et donc G (0y) = G (09), pour tout §y € Q™
Montrons que si F} est identifiable, alors il en est de méme de F:l+1,m(n+1)’

n,mn ce qui établira la premiére
partie du théoréme 2.5. Supposons, pour F™* € F, .., et F' € F 1, que 'on a, pour tout (z,y) e R" x R :

/Q L (2.0) F(4,0)dG (8,0) = /Q L (.0) F (35,00 (9.0). [20.116]

On note Gs () et G5 (6) les ditributions marginales, suivant 6, de G et G respectivement. G (Aé | 9> et G (5 | 9)
sont les probabilités telles que pour tout 0, G (5 | 9) et G (5 | 9) sont des fonctions de répartitions de la variable

5, et pour tout 5, G (5 | 9) et G (5 | 9) sont presque partout des fonctions mesurables de 6. Alors [20.116] devient

/ F(y.0) H (2,0)dG (0) = / F (y,0) H (x,6) dG5 (6), [20.117]

m

ou

H(z,0) = / F* (x,'é) dyG (5|9) : [20.118]

. Identifiabilité de la classe de mesures produits.



262
H(z,0) = / F* (l’,@)d@é(5|9> .
On peut réécrire [20.117]

/ F(y,0)d7.(0) = / Fy.0)d7. (60), 120.119]

ou

&~
—~
>
~
Il

/ D H(r.2)dCh () <Ca(0) | 120.120]

&~
—
<>
~
Il

/9 b (2,2)dCs (2) < Co (0) .

Par la convergence dominée de [20.119], on a pour tout z, J, (Q™) = T, (™) , finies d’aprés [20.120]. D’apres
la réciproque déja montrée, du théoréme 2.5, la classe des mélanges de la famille f étant identifiable, F 1
engendre une classe de mélanges identifiables. on a donc , d’aprés [20.119], on a, pour tout x, J, = ja;, ce qui
donne pour [20.120], pour tout § € R" et tout z,

*
n,mn

% % . .
/_ H (2, 2) dGs () = / b (z,2)dCs (2) 20.121]

— 00

D’un autre coté, par passage a la limite infinie, en x, dans [20.118] puis dans [20.117], on a, pour tout y,

| P0G = [ F.0)d.0).
ce qui implique comme ci-dessus que

Go =G . 20.122]
D’apres [20.122] et [20.121], on a, pour presque tout 6, H (x,0) = H (x,6). Grace a [20.118] et a I'identifiabilité de
F 3.mn» o0 a, alors, pour presque tout 6,

G(10)=G(0),

ce qui, combiné a [20.122], donne finalement G (-,-) = G(), ) est bien identifiable. 4

*
n+1,m(n+1

: Théoréme d’identifiabilité de Teicher.



Appendice C: Théoréme
d’identifiabilité de Teicher.

THEOREME : Soit F = {Fl (x) = F(ac,Gi), reR" ¢ ¢ Qm} une famille de fonction de répartition pour
lesquelles il existe une transformation ®, de domaine de définition Se¢, telle que M : F +— ®, soit linéaire et
bijective. Supposons de plus qu’il existe, sur F, un ordre total, noté <, tel que Fy < Fy implique :

=0.

N Dy (t
eedt; € Sy, '3 (t1 indépendant de Sp,) tel que lim 2 (1)
t—t1 (I>1 (t)

Alors la classe H' de tous les mélanges finis de F est identifiable. Démonstration : Supposons qu’il existe deux sous
ensembles finis de F,

Fi={F;1<i<k} et Fo={F;1<j<k},

ainsi que deux vecteurs c; = (c1,1); ;< €t c2 = (CQJ)KKk, tels que :

k k'
Ve € R", ZCUFM (x) = ZCQ’]‘FQJ‘ (x), avec [20.123]
i=1 j=1
k K’
dei = > ey=letVil<i<kec;>0etVj1<j<k ;>0
i=1 j=1

On peut, quitte & regrouper, dans chaque membre, les éléments identiques de F et a réindexer la somme,
supposer que les F;; et Fy ; sont ordonnés dans un ordre strictement croissant, c’est a dire que Fi; < Fi; et
Fy; < Fyjsii < j. On peut aussi, toujours sans perte de généralité, supposer que Fi; < Fh;i.Dans ce cas, si
Fi1 < F1,0na Sy, C Ss,, et donc par transformation par M de [20.123] on a :

k k'
C1.1 -l-ZCli ((I)Li (t)> = ZCQ]’ (@2’]‘ (t)> s Vt € T1 1= {t € S¢'1 1;(131 1 (t) 7é 0}, [20124}
’ st ’ @171 (t) = ’ ‘1)1)1 (t) ’ ’ ’

et par passage & la limite, lorsque ¢t — t1, dans ’égalité [20.124], on a ¢11 = Oce qui contredit les hypothéses de
[20.123]. On a, par conséquent, F} 1 = F51 ( au sens de la relation d’ordre < ), ce qui entraine, par bijectivité de
M, @11 = ®y1 et par la linéarité de la transformation par M de [20.123] on a :

b o)) & By (1)
(61)1 — 0271) + chﬂ' ((I)llé (t)) = ZCQJ‘ ((I)j’i (t)) y Vt € T171 = {t S Sq)l’l; (1)171 (t) 75 O} . [20125}
i=2 g j=2 ’

Par passage a la limite, lorsque ¢ — ¢, dans I'égalité [20.125], on a ¢1,1 = 2,1 et donc [20.123] devient
k

kl
Vo €R", Y enibi(@) =) eo by ().
j=2

=2
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En répétant ce raisonnement min (k, k') fois, on se rameéne, en supposant par exemple que k > k', a

k
Ve e R", Z Cl,iFl,i (ZE) =0.
i=k’+1

On montre alors, comme précédemment, que ¢1,; = 0, &' < i < k, ce qui est impossible d’aprés [20.123]. On a donc
k = k', ce qui achéve de montrer I'identifiabilité de H'.4

. CNS d’identifiabilité de Yakowitz et Spragins.



Appendice D: CNS d’identifiabilité de
Yakowitz et Spragins.

Soit la famille F = {Fi =F (x, Hi) 0 eQm xe R”}, d’une distribution paramétrique donnée.

THEOREME : La classe de tous les mélanges finis de F est identifiable si et seulement si F est une famille
linéairement indépendante sur R,

E
Démonstration : Si Y a;F; = 0, a; € R et les F; différents deux a deux, on peut supposer, quitte a réindexer

=1
les a;, qu'il existe M, 0 < M < k, tel que a; < 0 <=7 < M. alors :

M k
Yolail = )" lail Fi. [20.126]
i=1 i=M+1
Les F; étant des fonctions de répartition, F; (z) ( — : 1. En passant a la limite dans [20.126], on a donc
r—(+00;---;+00
M k '
Y lail = > lai|l = ¢ > 0. 1l suffit alors de poser a; = @ et 'on a :
i=1 i=M+1
M k
Sur- Y an.
i=1 i=M+1

c’est & dire deux représentations différentes du méme mélange ( les F; étant différentes deux a deux ). Il est donc
nécessaire que F soit linéairement indépendante. Si c’est le cas, F est une base de 'espace vectoriel (f), sur
R, engendré par f. Comme H C (F), 'unicité de la décomposition d’un élément de (F) sur sa base f, assure
I'identifiabilité de H. La condition est donc suffisante.¢

k
14f est une famille linéairement indépendante sur R, si Vk € N;Va € R™; (a1, --,a) € RF;Vi # j, F; # F;, Y a;F;(v) =0 =
i=1
(ah...’ak) = (0770)
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Appendice E: Les moments.

E.1. Moments et moments centrés.

L’espérance mathématique d’une variable aléatoire, X, définie sur 'espace (Q, F, P), est définie, si elle existe,
par :

M:E[X]:/QX(w)P(dw).

Si, 'on note p la mesure de probabilité associée a la variable aléatoire, et que I’on considére la fonction borélienne
g définie sur R, on aura :

Ewuﬂzfgwmww.

R

Si, de plus, la variable a une densité, f, I'espérance de g (x) est donnée par :

Ew@ﬂ=/9@fwww

R

Si, enfin, F est la fonction de répartition de X,on a :

Ewwﬂ=/g@MF@%

R

Le moment d’ordre k € N*| si il existe, d’une variable aléatoire X est défini par :

My, = E[XF] :/R:vku(dx) :/R:cde(x).

et le moment centré d’ordre k > 1, est, alors, défini par :

M =B [(X =B = [ (=M (o) = [ (o= M) P (@).

Signalons que, par définition, le premier moment centré est nul, et que les moments centrés d’ordre impair des
distributions symétriques sont tous nuls.

E.2. Conditions suffisantes a la caractérisation d’une
distribution par ses moments.

Sous certaines conditions, une distribution est définie de maniére univoque par ses moments. Le théoréme
suivant, dont on trouve la preuve dans [Billingsley68], est la solution la plus connue au “Probléme des moments de
Stieljes”.

THEOREME : Soit une mesure de probabilité, u, définie sur le méme espace que précédemment et ayant des
moments, My, finis & tous les ordres.

: Les moments.
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Si la série entiére S :

Mkl'k
S(x)=> -
a un rayon de convergence positif, alors p est la seule mesure de probabilité ayant les moments My, k > 1.

Si une mesure de probabilité, u, associée a une distribution F, vérifie les conclusions de ce théoréme, la distri-
bution est déterminée par ses moments.

Différentes études permettent de compléter ce théoréme. Tout d’abord, I'article de Dharmadhikari [Dharmadhikari65]
montre que cette condition n’est pas nécessaire. L’article de Cramer et Wold, [Cramer36], donne une condition
suffisante a la résolution du probléme des moments de Stieljes, dans le cas des variables aléatoires de dimension
2. Enfin, dans son livre, Rao, [Rao73], donne une série de conditions suffisantes en fonction du rang de la variable
aléatoire étudiée.

E.3. Conditions nécessaires et suffisantes a D’existence
d’une distribution correspondant & une suite de moments.

Dans les deux articles [Hamburger20] et [Hamburger21], Hamburger développe une CNS au probléme des
moments de Stieljes, dans le cas particulier des mesures positives croissantes ayant un nombre infini de points de
croissance. Ceci s’applique donc, aux fonctions de répartitions des variables aléatoires chargeant un nombre non
fini de points. Avant de développer ce théoréme, commencons par définir, pour une suite de réels (s )y, la suite
des déterminants, k € N :

1 s1 .. Sk

S S .. S
Dillowhen] =Du=| 7 7 T o

Sk Sk4+1  ceeeer So2k

DEFINITION : une suite de réels (si),cy est définie positive si, pour tout k € N, le déterminant Dy, est positif.
Forts de ces précisions, nous pouvons énoncer le théoréme suivant :

THEOREME : Une condition nécessaire et suffisante pour qu’il existe une fonction de répartition, F', définie sur
R, ayant un nombre infini de points de croissance et telle que :

Mk:/a:de(x), k eN,
R

et que la suite (My), oy soit définie positive.

Le théoréme de Riesz, qui suit, généralise le théoréme de Hamburger. Il utilise la notion de suite non négative
dont la définition est donnée ci-dessous. Il permet de statuer sur tous les types de distributions et de raisonner sur
une suite finie de moments.

: Les moments.
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DEFINITION : une suite (Si)j<p<p, OU N < 400, est non négative relativement a lintervalle la,b[, ot a > —oo
et b < 400 si pour tout polynéme R, de degré < n,

R(z) = ap + a1 + .....anz™, x € Ja, b,
tel que :
Vz € Ja,b[, R(x) >0,
on a :

ap+ aisy + ...... anSy > 0.

Le théoréme de Riesz, pour les distributions s’énonce alors comme suit :

THEOREME : Une CNS pour qu’il existe une fonction de répartition, F', pour laquelle :

Mk:/:rde(x), 1<k<n< 4o
R
et que la suite (M) <)<, S0t non négative, n étant, bien sir, supposé étre pair.

Voir aussi [Akhiezer65), [Akhiezer88] et [Landau87].

E.4. Cumulants.

Les cumulants d’une distribution sont dérivés des moments et nous permettent de rendre certaines manipulations
algébriques plus claires.

DEFINITION : Si une distribution F' posséde des moments finis a tous les ordres, on défini la suite (k,),oy des
cumulants par :

o0 o0

kot" M,t"

exp(Z T!>_Z rl
r=1 r=1

k,. est le cumulant d’ordre r de la distribution F.

Peu utilisables sous cette forme, les cumulants vérifient la proposition suivante :

PROPOSITION : pour tout (r,j) € N* x N*, on a :

: Les moments.
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Grace a cette propriété, on a au rang j =1 :

oM,
= Mr— ;
ok,
ce qui permet de tirer, par récurence :
Ml = kla
My = ky+k3,
My = ks+ 3kiko + k’?,
My = ky+ 4kiks + 3k3 + 6k3 ke + kT,

et ainsi de suite .....

Pour les moments centrés on obtient des relations similaires :

0 = ki,

M§ = ko,

Mg = ks,

M = ky+ 3K2

M¢ = ks + 10ksks,

M¢§ = ke + 15kyko + 10k3 + 15ksk3,

et ainsi de suite .....

ce qui permet d’exprimer les cumulants en fonction des moments centrés :

kk = 0,

ko = Ms,

ks = Mg,

ke = Mj§—3(Ms)?,

ks Mg — 10M§ M,
ke = Mg — 15M{Mg — 10 (Mg)® + 30 (Ms)°

et ainsi de suite .....

On pourra trouver des développements supplémentaires sur les cumulants dans le livre de Kendall et Stuart
[Kendall87], ou dans [Haberman96].

: Les moments empiriques.



Appendice F: Les moments
empiriques.

F.1. Définition des moments empiriques.

Soit ’échantillon X7, ..., X, de la distribution F'. Sil’on suppose que pour tout i, 1 <i < n, X; € R, considérons
la droite réelle munie de la tribu, B, de ses boreliens et définissons sur (R, B) la mesure de probabilité P,:

VB e B, P, (B) = %ZI(Xi,B) avec I (X, B) =

i=1

1,si X eB
0,si X ¢ B

En fait, P, est une probabilité concentrée en les X; et telle que la probabilité de chacun d’eux est égale a % P, est
appelée mesure empirique associée a I’échantillon X7, ..., X,,. Les moments empiriques (resp. les moments centrés
empiriques) d’un échantillon issu de la distribution F, sont les moments par rapport a la mesure de probabilité
empirique associée a cet échantillon. Le premier moment empirique, 91, est la moyenne de ’échantillon. Le moment
empirique d’ordre k et le moment centré empirique d’ordre k sont donnés, repectivement, par :

1 n
m., = = Xk
k nl:zl i

lZ(Xi — o)~
i=1

et M
k n 4

F.2. Convergence des moments empiriques vers les
moments théoriques.

On se donne un échantillon, X7, ...,X,,, issu d’une distribution F appartenant a une famille F de distributions.
Supposons que G est une fonctionnelle de la forme :

6(#) =t [9@ar @],

ou g est une fonction borélienne et h une fonction continue au point a = [ g (z)dF, (z). Nous pouvons, alors,
définir la fonction g, :

In = %ZQ(XZ)
i=1

On nommera, par ailleurs, statistique de type I , une statistique .S;; de type :

Sy =G (Fn) =N (gn),

ou F,, est la fonction de répartition associée a P,.
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THEOREME : Sous les hyothéses précédentes :

G (F,) — G (Fp), quand n — oo,
p.s.

ou encore :

Sy =h(g,) — h(a), quand n — co.
p.s.

En particulier, Vk € N,

Wk:%;XfﬁE[Xf],quandnﬁoo

et

1< :
Mme = EZ(Xl — iml)k P~ {(Xl — Ml)k} , quand n — oo,
i=1

c’est & dire que les moments empiriques centrés et non centrés convergent presque stirement vers les moments
théoriques, respectivement centrés et non centrés.
Si I'on suppose, de plus, que h est dérivable au point a, et que

[ ¢ @ F(a) < .
on peut établir le théoréme suivant :

THEOREME : Sous les hypothéses précédemment énoncées,

Vi (S = h(a)) = 1 (a) o o2,

ot ®g 52 est une distribution normale centrée et de variance :

En particulier, pour tout £ € N,

Vi (O, — My,) = ®q 52, ot 0% = Moy, — M}

et

Vi (9RG — Mf) = By g2, ot 02 = Ms;, — (Mf)”.

Tous ces développements peuvent étre retrouvés dans [Borovkov87).

: La méthode des moments.



Appendice G: La méthode des
moments.

G.1. Estimation par méthode de  substitution.
Convergence.

On se donne un échantillon, X7, ...,X,, issu d’une distribution P appartenant a une famille P de distributions.
On suppose que le paramétre €, inconnu et caractérisant P se représente par une fonctionnelle G de la distribution
P, c’est a dire :

0=G(P).

On nommera, alors, estimateur de susbstitution de 8, I'estimateur 6, tel que :

0, =G(PR,).
Rappelons, par ailleurs, qu'un estimateur 6 est dit convergent vers 6 s’il converge en probabilité, et fortement
convergent s’il converge presque stirement.

Pour les estimateurs de substitution, on peut établir le théoréme suivant :

THEOREME : Soit l’échantillon (X,,), -, issu de la distribution Fy Supposons que 0 = G (P), ou G est une
fonctionnelle de la forme : B

6(P) = [g@ar @],

ot g est une fonction borélienne et h une fonction continue au point a = [ g (x) dF (z).
Alors, 07 = G (P,) est un estimateur fortement convergent.

G.2. Normalité asymptotique des estimateurs de
substitution.

Rappelons qu'un estimateur ), = ( :;71, s O k) de 0 = (04, ...,0) est dit asymptotiquement normal de matrice
0% > 0, si la distribution limite de /n (6 — 0) est une distribution normale (multivariée) centrée de matrice o2.

Pour les estimateurs de substitution, on peut établir le théoréme suivant :

THEOREME : Soit I’échantillon (X,,),~, issu de la distribution Fy, 0 étant défini par une fonctionnelle du type
du théoreme précédent, ot g = (g1,...,9s) et h t) = (h1(t),....hi (t)), (o0 t = (t1,...,t5)) avec les hypothéses
supplémentaires que h admet en a = (a1, ...,as) (ot a; = [ gj (x) dFy (x)) les dérivés partielles :

hij = (), 1<i<k, 1<j<s,

ot;
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et que

/gi(z)gj(z)dFo(z) <oo,1<i<s,i<j<s.
Alors, 07, est un estimateur asymptotiquement normal de matrice :
o?=Hd*HT,
ot d? = [dm} est une matrice carrée s X s, symétrique, avec

dij = E[(g: (X1) — ai) (g; (X1) — a;)],

et H = [h;jli<i<k -
12525

Remarquons que o2 est une matrice k x k, alors que d? est une matrice s x s. Voir [Borovkov87] ou [Haberman96]

G.3. Estimation par la méthode des moments, convergence
et normalité asymptotique.

Soit 'échantillon (X, ), issu de la distribution Fy. Sil'on se place toujours dans le cas ol 0 est un parameétre
a k dimensions. Considérons une fonction g = (g1, ..., gk ), et notons

m; )= [ 95 (0) Pa(de) = Balg; (X0)], pour 1< 5 <k
Choisissons, de plus, la fonction g de telle sorte que I’équation :

m(0) =t, avec t = (t1, ..., tx) ,

admette une unique solution continue # = m=! (t), dans ’ensemble © des valeurs de 6. Nous pouvons, alors, définir
la fonction g, :

Tn = <% Zn:m (Xi) sy % Zn:gk (Xi)> .

D’une fagon générale l'estimateur 07 = m~! (g,,) est appelé estimateur de @ par la méthode des moments. Le cas
le plus souvent utilisé est celui oil gy (x) = x* et les équations sont les équations ordinaires des moments. Les
équations des moments centrés, correspondant au cas ou g () = (x — M )k7 entrent aussi dans le cadre de cette
méthode. Nous noterons respectivement 6,, et 05, ces deux derniers types d’estimateurs.

Il apparait clairement que les estimateurs des moments sont des estimateurs de substitution et qu’il sont,
a ce titre, fortement convergents. La normalité asymptotique doit étre étudiée au cas par cas en vérifiant les
hypothéses du théoréme précédent ou, dans le cas le plus simple, celles du théoréme suivant :

: La méthode des moments.



THEOREME : Soit [’échantillon (X")n21 issu de la distribution Fy telle que

M; (0) = Ep [X{] < 00,1 <i < 2k.

Si 'on suppose de plus que m admet en a = [My (0), ..., My (0)] les dérivés partielles :

hi; = 20, (a),1<4,j <k.

et que H = [hi;],; ;< est de rang k.

Alors, 0, est un estimateur asymptotiguement normal de matrice :
-1
o*=H'S[H"]
ot ¥ = [0i;],<; j<y » avec

0i5 = Mi+j — MZM]

: Les moments de mélanges.
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Appendice H: Les moments de
mélanges.

H.1. Equations des moments des mélanges de deux
distributions.

Si ’on considére, pour la clarté du propos, deux distributions Fj et Fh, mélangées en proportions respectives,
petl —p. Si X7 suit une distribution Fiet X5 une distribution F5, on aura, pour tout n > 1 :

PE[XT]+ (1 - p)E[X3] = M7,

ieme

ot M® est le n'®™* moment de la distribution de mélange. Cette équation est la n équation de moments d’un
mélange de deux distributions. La n’®™¢ équation des moments centrés d’un mélange de deux distributions est,
sous une forme brute

PE [(X1 = Mi)"] + (1= p) B [(Xz — Mi)"] = Me©,

ott M*C est le n**™¢ moment centré de la distribution de mélange.
Silon pose : x1 = E[X1] — M}* et xo = E[Xo] — M{* ces équations deviennent :

PE[(z1 + (X1 —E(X1)"]+ (1= p)E[(22 + (X2 — E(X3)))"] = M. 20.127]

La premiére équation est, alors :

pr1+ (1 —p)a2 =0, [20.128]
et pour n > 1:
n
prt + (1 —p)ay = MZC =" (L) (B (X]) 27" + (1 - p) B (X3) 25 7) . [20.129]
1=2

Ce sont ces équations que nous utiliserons dans la suite.

H.2. Cas particulier du mélange de deux distributions
gaussiennes.

Dans le cas du mélange de distributions gaussiennes N (ul, O‘%) et N (u2, (7%)7 en proportions respectives p et
(1 — p), le nombre des parameétres & estimer étant 5, nous tenterons d’appliquer la méthode des moments par le

: Les moments de mélanges.
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systeme :

Mg =p$1 ( )335 + (po1 + (1 — p)o2)

MC = pl’l (1—p)a3+3(po1z1 + (1 — p) o212) ) [20.130]
MjEC = pxl (1 —p)a3 +6 (por1a} + (1 — p)o2a3) + 3 (poi+ (1 —p)o3)

Mt = pxd + (1 —p) x5 + 10 (palajl +(1- )agxg) +15 (pa%acl +(1-p) O'%CL‘Q)

Nous verrons cependant qu’il nous faudra avoir recours a une sixiéme équation de moments, qui est :

M€= p (15 03+45 of ai+15 oy aj+al) + (1 —p) (1502 23+45 03 23+1505+ 25) .

H.3. Convergence des estimateurs des moments des
mélanges.

D’aprés ce que nous avons vu dans 1’Appendice G, les estimateurs des moments des mélanges sont fortement
convergents, la normalité asymptotique étant a vérifier grace au théoréme ci-dessus.

: Le Théoréme des fonctions implicites.



Appendice I: Le Théoréme des
fonctions implicites.

I.1. Matrice jacobienne.

Soit une fonction f = (f1,..., fx), ou f:

E c RI— FCR*
to= (tr,ety) = (f1 (@), fr (1))

Si f est une fonction différentiable, c’est & dire si chacune des composantes de f est dérivable par rapport & chacune
de ses variables, la matrice jacobienne de f, est la matrice :

Of;
Jac(f) = {a—i} %<i<k.

<i<q

Si les dimensions de E et F' sont les mémes, le jacobien de f est le déterminant de Jac (f).

I1.2. Théoréme d’inversion locale des fonctions.

Le théoréme des fonctions implicites donne une condition a l'inversion d’un systéme, qu’il soit linéaire ou non.

THEOREME : Soient E, F,G trois espaces de Banach. Soit, encore, une fonction f, continuement différentiable
d’un sous ensemble owvert A de E x F dans G. Soit, enfin, un élément (xo,yo) € A tel que f (zo,y0) = 0. Sile
jacobien de f (xo,.) ne s’annule pas en yo, alors il existe un voisinage ouvert Uy de xq inclus dans E, tel que pour
tout sous ensemble U, ouvert et convexe, de Uy il existe une unique fonction continue u de U dans G, telle que :

u (o) = yo et f (zo,u (o)) =0.

On pourra consulter [Dieudonné70] pour davantage de précisions






281

Appendice J: La méthode de Newton
de résolution des systémes algébriques
non linéaires.

Alors que I'on dispose de méthodes générales de résolution des systémes algébriques linéaires, 'inversion des
systémes algébriques non-linéaires ne peut, le plus souvent, pas étre réalisée littéralement. La seule possibilité est,
alors, de se tourner vers une méthode numeérique et itérative de résolution. Parmi ces méthodes, les plus efficaces
sont celles dérivant de la méthode de Newton, dont nous présentons ici le principe (voir par exemple [Bates88| et
[Kress98]). Considérons un ensemble D C R, et une fonction f : D — R, continuement différentiable et dont la
matrice jacobienne, f’ est non-singuliere pour tout @ € D. Nous cherchons a résoudre I’équation :

f(x) =0 ou 0 est le vecteur nul.

D’aprés la formule de Taylor généralisée, nous savons qu’au voisinage d’un point zy proche d’un zéro de la
fonction f, on a :

f(x)=f(x0) + f* (o) (x — 20) + (x — o) e (2), avec (z —x0) e () e 0.
Si un point x; est suffisament proche de xy on peut négliger le dernier terme de 1’égalité ci-dessus et considérer
que :

f(x1) =0 se rameéne & x1 = xy — [f/T (fCO)} - f (o).

La méthode itérative de résolution de Newton consiste & construire la suite x,, définie par :

Tns1 =2n — [f (22)] " f(zn) & partir dun o € D,

qui, sous certaines conditions convergera vers un zéro de notre systéme. Le théoréme suivant, précise des conditions
suffisantes de convergence de la méthode de Newton.

THEOREME : Sous les hypothéses énoncées ci-dessus, D étant un ouvert, si f est deuxr fois continuement
différentiable et que r est un zéro de f tel que la matrice jacobienne de f n’est pas singuliére en v, alors, la
méthode de Newton est localement convergente. (i.e. il existe un voisinage B de r, tel que pour tout xo € B, la
méthode de Newton converge.)

La méthode de Newton-Raphson utilise le développement de Taylor au rang supérieur. Le principe reste donc
le méme, puisqu’au voisinage d’un point xy proche d’un zéro de la fonction f, on a :

@ (4
F) = Flao)+ £ @) @ x0) + (@ - 20)" L (o) 1 (o a0)? e (),

avec (x —m0)2e’ () — 0.
r—x0
ot f2) est le hessien de f. Avec les mémes approximations que précédemment et en adapant le théoréme précédent,
on obtient une méthode qui converge trés rapidement, si l'initialisation est raisonnable. En effet, le principal obstacle
a l'utilisation de la méthode de Newton-Raphson est la necessité d’initialiser I’algorithme avec une valeur initiale
susceptible de justifier les approximations, c’est a dire, proche d’une solution. Cette initialisation est d’autant plus
complexe que la dimension de la fonction & inverser est importante.

: La méthode de Newton de résolution des systémes algébriques non linéaires.
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